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Motivace %
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r | 'No Free Lunch” :(

D. H. Walpart. The supanvisad leaming no-frae-unch thaarems. In Soft Computing and Industry, pages 25-42. Springer, 2002

Our model is a simplification of reality

“there’s
no such thing
as a free
lunch.”

Simplification is based on assumptions (model bias)

\Y

Assumptions fail in certain situations

Roughly speaking:

“No one model works best for all possible situations.”
‘ No free lunch pro uceni s ucitelem

highly specialized algorithm
performance )

Zadarmo ani kufe nehrabe.
(Nikde nelétaji peCeni holubi do huby! average
Bez prace nejsou kolace,

)

general-purpose algorithm \)

- = — -
hal e ——

type of problem




Deskriptivni ulohy mm%

Kvalitativni hodnoceni
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kritériem novost, zajimavost, uziteCnost a srozumitelnost Expert = odbornik na danou

oblast, napt. Iékat nebo bankét
(nemusi védét nic o Dolovani dat)

zieyme znalosti, které jsou ve shod¢ se ,,zdravym selskym rozumem*

zieyme znalosti, které jsou ve shod¢ se znalostmi experta z dané oblasti

nove, zajimaveé znalosti, které pfindseji novy pohled

znalosti, které musi expert podrobit blizsi analyze, nebot’ neni zcela jasné co znamenaji
,,znalosti®, které jsou v rozporu se znalostmi experta

Kvantitativni hodnoceni

Napf. spolehlivost a podpora u pravidel Pozor, ne vie co je

statisticky vyznamne

je 1 zajimave!




Klasifika¢ni ulohy — motivacni priklad mm%
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- Data (10 bodii metraz bytu vs cena, z kubické funkce + error
- Modely — lin, kvard, kub a x na 10

- Zobrazit modely a chyby

- Pak ilustrovat problém x na 10 na novych datech




Klasifika¢ni alohy
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kritériem uspéSnost klasifikace (predikce) na datech

Testovani modelu

testovani na celych trénovacich datech

nahodné rozdéleni na Cast trénovaci a testovaci
ktizova validace (cross-validation)

leave-one-out

bootstrap (ndhodny vybér s opakovanim pro uceni)
testovani na testovacich datech

Cilem je zjistit v kolika ptipadech
doslo ke shodé resp. neshodé
modelu (systému) s informaci od
ucitele

High Bias Low Bias

Low Variance High Variance
- —————— -

Test Sample

Prediction Error

/

Training Sample

Model Complexity




Matice zamén (Confusion matrix)

SLEZSKA %

Naivni Bayes

ano

Skutecnost Predikce
ano ano
ano ano

ne ano
ano ano
ano ano
ano ano
ano ano

ano

Predikce
Skuteé¢nost ano ne
ano TP FN
ne FP
Skute¢nost

ne
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Predikce
ano ne

8 0
1




Matice zamén (Confusion matrix)

SLEZSKA %

Rozhodovaci stromy
Skute¢nost Predikce
ano ano
ano ano
ano ne
ano ne
ano ano
ano ano

Skutec¢nost
ano
ne

—

Predikce
ano nec
TP FN
FP
Skutecnost
ano
ne
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Predikce
ano ne
5 3

0




Hodnoceni jednim/dvéma cCisly A%
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Celkova spravnost resp. celkova chyba (overall accuracy a error)

Acc = TP+TN Err = FP+FN
~  TP+TN+FP+EN ~ TP+TN+FP+FN

CelkovA spriavnoest € [Accys, Accy,] € [0, 1], kde
Accys ... spravnost pii klasifikaci viech pfikladi do majoritni #idy (8/12 pro bankovni klienty)
AcCpey .. .maximdlni moZnd spridvnost pro dand data (1 pro pro bankovni klienty)
Predikce
Skuteénost ano ne

ano TP FN
ne FP




Spravnost pro jednotlivé tridy mzm%
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* Vpfipadg, Zze tfidy jsou v datech rozloZeny vyrazné nerovhomérné (napt. =
pouze 5% klientii banky je podezielych, zbylych 95% je v pofadku)

CCano = Tpipp Clne = TNIEN

Interpretace: Z téch co jsou predikovani jako ano (ne), kolik jich je skutecné€ ano (ne).

Predikce Predikce Predikce
Skuteénost ano ne Skutefnost  ano ne Skute¢nost ano ne
ano TP FN ano 8 0 ano 5 3

ne FP ne 1 ne | 0




Presnost a uplnost %
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* Vyhledavani informaci - Presnost nam tika, kolik nalezenych dokumentu se -
skutecné tyka daného tématu a uplnost nam tika, kolik dokumentu tykajicich
se tétmatu jsme nalezli

TP TP

Pt = Jplnost =
resnost TP + FP Uplnost TP + FN

Interpretace uplnosti: Z téch, co jsou ano, kolik z nich predikujeme, Ze jsou ano.

Predikce Predikce Predikce
Skuteénost ano ne Skutefnost  ano ne Skute¢nost ano ne

ano TP FN ano 8 0 ano 5 3
ne FP ne 1 ne | 0




Sensitivita a specificita %
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Hodnoceni kvality testu na néjakou nemoc:
* U kolika nemocnych (ano) pacientu fekne test, Zze jsou nemocni (ano) — sensitivita
* U kolika zdravych (ne) pacientu fekne test, Ze jsou zdravi (ne) - specificita

Sensitivita = w Specificita = R
ensitivita = ———1  Specificita = o0

Interpretace sensitivity: Uplnost pro tfidu ano.
Interpretace specificity: Uplnost pro tfidu ne.

Predikce Predikce Predikce
Skuteénost ano ne Skute¢nost  ano ne SkuteCnost ano ne

ano TP FN ano 8 0 ano 5 3 1
ne FP ne 1 ne 0




Jen pocet chyb nebo i ceny/naklady a vynosy

Chyba bez ceny

Chyba s cenami

Err=1-Acc
Err = FP * cp + FN * ¢y

Cpp — cena za chybné zatazeni ne do ano
Cpy — Cena za chybné zatazeni ano do ne

Predikce
Skute¢nost ano ne
ano TP FN

ne FP

SLEZSKA %
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SLEZSKA

Priklad
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Evaluace tfi modell ziskanych pro data 4521 klient( portugalské banky oscaINE PODNIKATELSKA
(L:\gorecki\Public\NPDOD-NKDOD\Data\bank.csv)

1. Naive Bayes

2. Classification Tree

Objective function model

3. Classification Tree — Optimalizovany parametr Minimalni velikost listu (MinLeafSize) s ., *  oseed o
(75% trénovaci, 25% testovaci)
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3. Classification Tree

2. Classification Tree
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Function evaluations

3. Priibéh optimalizace



Priklad o
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(train) Naive Bayes Confusion Matrix (train) Classification Tree Confusion Matrix (train) Optimized Classification Tree Confusion Matrix
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Priklad — Matice cen za chybu Interpretace:

Kdyz predikuji 100% spravné, vydélam
maximum (=MAX)
1) Pokud udélam chybu “predikce yes, ale

Zde je potieba zvazit dve teoretické
situace (koupil by, kdybych
poslal?):

skute¢nost no”, pak prodélam 108.

2) Pokud udélam chybu “predikce no, ale
1) Pokud ne, tak jsem Sul nul skute¢nost yes”, pak ptijdu o zisk 80$!!.
CATALOG PURCHASE NET 2) Pokud ano, tak jsem teoreticky

SENT? MADE? RESULT? ptisel o zisk 803!!

Situace 1 a2 Matice cen za chybu

(TN a FN) Predikce
Skutefnost no yes
. no 0 10
(S;;J)ace ’ yes 80
Sit 4
(Tlll:)ace Pokud poslu letak vSem:
zisk =90 * 127 —-10* 1130 =130




Output Class

Priklad
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Dékuji za pozornost

Nekteré snimky pievzaty od:

prof. Ing. Petr Berka, CSc. berka@vse.cz


mailto:berka@vse.cz

