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Obsah prednasky

* Klasifika¢ni ulohy

* Hodnoceni v podobé¢ grafi
* Regresni ulohy

* Vizualizace

* Volba nejvhodnéjsiho algoritmu
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PFiprava dat
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Klasifika¢ni alohy
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kritériem uspéSnost klasifikace (predikce) na datech

Testovani modelu

testovani na celych trénovacich datech

nahodné rozdéleni na Cast trénovaci a testovaci
ktizova validace (cross-validation)

leave-one-out

bootstrap (ndhodny vybér s opakovanim pro uceni)
testovani na testovacich datech

Cilem je zjistit v kolika ptipadech
doslo ke shodé resp. neshodé
modelu (systému) s informaci od
ucitele

High Bias Low Bias

Low Variance High Variance
- —————— -

Test Sample

Prediction Error

/

Training Sample

Model Complexity




Matice zamén (Confusion matrix)

SLEZSKA %

Naivni Bayes
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Acc =

TP+TN 843
TP+TN+FP+FN ~ 8+3+14+0
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Predikce
ano ne

8 0
1

10,917

12

Celkova spravnost (Acc) nebere v potaz:
1. Rlzné ceny chyb FP a FN (lze feSit matici cen)
2. Miru ptfesvédceni klasifikatoru o spravnosti klasifikace




Hodnoceni v podobé grafu mzm%
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e V¢étsina klasifika¢nich metod dava k dispozici, kromé samotné¢ klasifikace, 1 tZV.
skore (score) klasifikace, tedy jak moc je model ,,pfesvédCen* o tom, Ze dany objekt
patii do dan¢ ttidy => lze taktéZ vyuzit pro dal$i hodnoceni modeli

Naivni Bayes
Skute¢nost | Predikce | Skére(ano) | Skore(ne)
ano ano 0,98 0,02
ano ano 0,98 0,02
ne ano 0,$2 0,43
ano ano 0,65 0,35
ano ano 0,65 0,35
ne ne 0,27 0,73
ano ano 0,89 | 0,11
ano ano 0,73 | 0,27
ne ne 0,27 0,73
ano ano 0,89 | j 0,11
ne ne 0,27 0,73
ano ano 0,52 0,48

Skutecné zarazeni naSich 12ti bankovnich klienta do tridy,
klasifikace dle Naivniho Bayese a skore klasifikace pro jednotlivé tiidy




Hodnoceni v podobé grafu mzm@

UNIVERZITA

CBCHODNE PODNIXATELSKA
FAKULTA ¥V KARVINE

V [ ]
e Kr 11t
ivka navyseni (lift curve
Naivni Bayes 1
Skutecnost | Predikce | Skore(ano) | Skore(ne) 09l
ano ano 0,98 0,02 ’
ano ano 0,98 0,02 0.8 F
ano ano 0,89 . 0,11
ano ano 0,89 . 0,11 o.rr
ano ano 0,73 | 0,27 - 06
ano ano 0,65 \ 0,35 — S
ano ano 0,65 0,35 s 0%
ne ano 0,52 048 &4l
ano ano 0,52 0,48
ne ne 0,27 0,73 03
ne ne | 027 0,73 ozl |
ne ne 0,27 0,73 ' —©— Klasifikator
0.1 nahodny |
0 vr ar = = = -idedIni
Tvorba kiivky se neridi 0 s
. o, 0 01 02 03 04 05 06 07 08 09 1
predikovanou tiidou! podil véech dat
Ridi se pouze podle skore a Vztah mezi poctem uspéSnych klasifikaci a vahou klasifikace
skute¢né tridy! Pro volbu skuteéné tridy ,,ano*
Jedna-teCka‘.odpovida jednomu-fadku dat-(mimo-tecky. -

vlevo dole)



Hodnoceni v podobé grafu mzm%
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100 T T T T =

Tvorba kiivky se neridi
predikovanou ttidou!
Ridi se pouze podle skore
skute¢né tridy!

positivni [21

2
itivni [#1

Vztah mezi TP a FP pro riizna nastaveni klasifikatoru

Interpretace: Kazdy bod kiivky tika, kolik faleSn€ pozitivnich
objektil budu mit, pokud budu chtit mit urcité procento skutec¢né
pozitivnich objektil (modry bod - 10% faleSnych pti 40% skute¢nych)




Vytvoreni ROC krivky

SLEZSKA %

Naivni Bayes
Skutecnost | Predikce | Skore(ano) | Skoére(ne)
ne ne 0,27 0,73
ne ne 10,27 0,73
ne ne 0,27 0,73
ne ano 0,52 0,48
ano ano 0,52 0,48
ano ano 0,65 0,35
ano ano 0,65 0,35
ano ano 0,73 | 0,27
ano ano 0,89 | 0,11
ano ano 0,89 i 0,11
ano ano 0,98 0,02
ano ano 0,98 0,02

Tvorba kiivky se neridi
predikovanou ttidou!
Ridi se pouze podle skore a
skute¢né tridy!
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04F

—O— Klasifikator
nahodny | 4
= = = -idedlni
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False positive rate (#ano above score/all ano)

Pro volbu skutec¢né tridy ,,ne“

Jedna ,,tecka* odpovida jedné uirovni skore (mimo tecky vlevo dole)
POZOR: O tom, co je skute¢né nebo faleSné pozitivni, rozhoduje
POUZE uroven skore (pod (<=) je pozitivni, nad neni pozitivni)

AUC =0.9844

AUC = Area Under Curve (obsah plochy pod kiivkou)




ROC krivky pro vice modelu mm%
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ROC ﬁ:urves for Logistic Regression, SVM, and Naive Bayes Classification
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Do ,,Sedé zony“ se 1ze dostat kombinaci
modeli, napt. bagging nebo boosting




Numerické predikce
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* p, predikovana hodnota
* s, skute¢na hodnota
Obé¢ pro i-ty priklad ze soubor n ptikladl tvoticich trénovaci data

Mean Squared Error (mse)
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Best Validation Performance is 4.3702 at epoch 12
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Hodnoceni pro numericky vystup — regresi

SLEZSKA
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Training: R=0.7765
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Validation: R=0.79033
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Analogie k
matici zamen.




Volba nejvhodnéjSiho algoritmu mm%
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No Free Lunch Theorem:
,,Neexistuje metoda, ktera by byla nejlepsi na libovolnych datech*

 charakteristiky algoritmu vs. charakteristiky dat
—vyjadiovaci sila,
— schopnost prace s numerickymi atributy,
— schopnost prace se zaSuménymi a chybéjicimi daty,
— schopnost prace s matici cen,
—piredpoklad nezavislosti mezi atributy,
— ostra vs. neostra klasifikace




Porozuméni Porozuméni
problematice datim

i yuziti vysledkﬁ' N
| Vyhodnoceni

vysledkd

Priprava dat

Modelovani

Dékuji za pozornost

Nekteré snimky pievzaty od:

prof. Ing. Petr Berka, CSc. berka@vse.cz
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