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UVODEM

Tento text predstavuje studijni oporu pro studium vsech akreditovanych studijnich pro-
gramu v navazujicim magisterském studiu na Slezské univerzité, Obchodn¢ podnikatelské
fakulté v Karviné. Predmét Statistické zpracovani dat navazuje na predmeét Statistika z ba-
kaléatského studia. V opofe je kladen diraz predev§im na uplatnéni statistickych metod pti
zpracovani ekonomickych dat v aplikovanych ekonomickych disciplinach, jako jsou
zejména marketing a management.

Ucebni text této knihy nabizi studentiim vysokych kol ekonomického zaméteni struk-
turovany a komplexni pfehled o 10 dulezitych tematickych kapitolach. Kazda kapitola je
ptiblizné stejné rozsdhla a obtiznosti vyvazena, coz umoziuje u¢ebnim materidltim po-kryt
dostate¢ny rozsah znalosti, aby se studenti mohli seznamit s klicovymi koncepty a meto-
dami v kazdé oblasti.

Jednotlivé kapitoly jsou navrzeny tak, aby odpovidaly délce bézné dvouhodinové pre-
zen¢ni prednadsky. To umoznuje studentim pristup k obsdhlému materialu v relativné stra-
vitelném a dobfe organizovaném formatu. Kazdé kapitola se soustiedi na urcitou tematic-
kou oblast, a to umozniuyje studentiim hloubéji proniknout do konkrétnich témat a ziskat
ucelené porozuméni ekonomickym analyzam.

V ptipadé€ prezencniho studia na vysoké skole je kazda prednaska doplnéna semindiem.
Seminafe jsou klicovym prvkem vyuky, protoze umoznuji studentiim aplikovat teoretické
znalosti na praktické Ciselné ptiklady. Timto zplisobem studenti ziskdvaji dovednosti a
praxi v feSeni redlnych ekonomickych situaci. Navic jsou seminare vybaveny pocitaCovymi

vvvvv

opofe jsou pouzity programy Excel a GRETL.

Kombinace prezenc¢nich prednasek a seminait vytvari bohaté a interaktivni ucebni pro-
stiedi, které podporuje aktivni zapojeni studentli a podporuje jejich schopnost kriticky mys-
let, analyzovat a aplikovat naucené koncepty. Diky této kombinaci jsou studenti pfipraveni
na praktickou aplikaci svych znalosti v redlném svété ekonomické praxe.
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RYCHLY NAHLED STUDIJNi OPORY

Vysokoskolské studium v piipadé predmétu Statistické zpracovani dat vyzaduje
enormni usili studenta zaméfené na pravidelnost a vytrvalost ve studiu i samostudiu, schop-
nost koncentrace na predmét, aktivni pfistup spocivajici v samostatném feseni piikladi. V
tom vSem by tato studijni opora méla studentim kombinované formy studia pomoci nahra-
dit kvalitni prezen¢ni vyuku i tlohu ucebnic a skript. Studijni opora je k tomu tcelu vyba-
vena urcitymi nastroji, o jejichz funkcich byste méli byt informovani a mohli je tudiz ucelné
vyuzivat ve svij prospéch. Pro lepsi zvladnuti latky jsou vam v elektronické verzi kurzu
Statistické zpracovani dat k dispozici jeSté dopliikové materidly v elektronické podobé.
Dal$imi podplrnymi zdroji ke studiu mohou byt klasické ucebnice a skripta a dalsi dopo-
rucena literatura.

Ptedpokladem pro uspésné zvladnuti tohoto pfedmétu Statistické zpracovani dat je
zvladnuti bakaldiského predmétu Statistika na SU OPF nebo odpovidajiciho zakladniho
bakalarského kurzu Pravdépodobnosti — Statistiky, a to podle typu bakalafského studia na
n&které VS v CR.

Tato studijni opora se zamétuje na diileZité statistické metody v oblasti ekonomie a je-
jich aplikaci v riiznych ekonomickych analyzach. Obsahem prvnich dvou kapitol je analyza
rozptylu, znama také jako ANOVA (Analysis of Variance). Tato metoda je nezbytné pro
srovnani vice skupin dat a zjistovani, zda existuji signifikantni rozdily mezi ni-mi.
ANOVA poskytuje cenné informace o vztazich mezi proménnymi a je kli¢ovou technikou
v ekonomickém vyzkumu.

Nasledujici tfi kapitoly (kapitoly 3 az 6) se vénuji regresni analyze. Regrese je dalsi
kli¢ovou metodou v ekonomickych analyzach, ktera se zabyva predikci a modelovanim
vztahll mezi zavislymi a nezavislymi proménnymi. Tyto kapitoly se soustiedi na jak jed-
noduchou regresni analyzu, kterd zkouma vztah mezi jednou nezévislou a jednou zavislou
proménnou, tak i na vicerozmérnou regresni analyzu, ktera zahrnuje vice nezavislych pro-
meénnych. Regresni analyza ma Siroké uplatnéni v ekonomii, naptiklad pfi predikci ekono-
mickych ukazateld nebo studiu vlivu riiznych faktor na ekonomicke je-vy.

V poslednich ¢tyiech kapitolach (kapitoly 7 az 10) se studijni opora vénuje analyze eko-
nomickych ¢asovych fad. Tato oblast je v ekonomii mimofadn€ vyznamna, protoze se za-
byvé analyzou a predikci ekonomickych dat, kterd jsou ziskavana v pravidelnych ¢asovych
intervalech. Ekonomické ¢asové fady mohou poskytnout cenné informace o dlouhodobych
trendech, sezonnich vlivu, cyklech a jinych periodickych vzorcich v ekonomickych datech.
Analyza ekonomickych ¢asovych fad je kliCovym ndstrojem pro ekonomické prognédzo-
vani, planovani a strategické rozhodovani.

Studijni opora poskytuje komplexni piehled statistickych metod pouzivanych v ekono-
mickych analyzach.
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1 ANALYZA ROZPTYLU (ANOVA) — JEDEN FAKTOR

mewvmaneowero =]

Jednofaktorova metoda ANOVA, kterou prokazujeme zavislost hodnot znakd Y na fak-
toru X, pro néz jsou k dispozici ptislusna data, spociva v tom, ze celkovou variabilitu mé-
fenou souctem Ctvercii odchylek od celkového priiméru rozdélime na variabilitu uvniti jed-
notlivych vybért a na variabilitu mezi jednotlivymi vybéry. Cilem, k némuz smétujeme, je
bud’ ptijmout nulovou hypotézu o vzajemné nezéavislosti Y na X, nebo ji zamitnout (na zvo-
lené hladin€ vyznamnosti). Jedna se tedy o béZny statisticky postup nazyvany testovani
statistickych hypotéz, znamy ze zakladniho kurzu statistiky. V piipad¢ ptijeti nulové hypo-
tézy vyvozujeme nezavislost hodnot Y na X, v opacném piipad¢ konstatujeme, Ze Y na X
zavisi.

V této kapitole se naucite, jak tento test statistické hypotézy konkrétné provést: jak vy-
pocitat hodnotu testového kritéria a pfisluSnou kritickou hodnotu a jak vyvodit z téchto
hodnot prislusny zavér tykajici se eventudlni zavislosti nebo nezavislosti hodnot znaku Y
na faktoru X.

S
eweproy
Po prostudovani této kapitoly budete umét:
e vypocitat hodnotu testového kritéria,
e najit ptislusnou kritickou hodnotu z tabulek Fisherova rozdé€leni,
e zkonstruovat tabulku ANOVA,

e pifijmout nebo zamitnout nulovou hypotézu o nezavislosti hodnot znaku Y na
faktoru X.

|
K prostudovani této kapitoly budete potiebovat asi 60 minut.

._________________________________________________________________________________________________________________________________________|
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Analyza rozptylu (ANOVA) — JEDEN FAKTOR

_

Analyza rozptylu, testové kritérium, kritickd hodnota, ANOVA tabulka.

Analyza rozptylu umoziiuje ovétit vyznamnost rozdilu mezi vybérovymi priméry vét-
$iho poctu ndhodnych vybérd, umoziuje posoudit vliv riznych faktorti na hospodarsky
proces charakterizovany kvantitativnim statistickym znakem. Zakladni myslenka analyzy
rozptylu spociva v rozkladu celkového rozptylu na dil¢i rozptyly pfisluSejici jednotlivym
vliviim, podle nichz jsou data roztfidéna. Kromé dil¢ich rozptyli je jednou slozkou celko-
vého rozptylu tzv. rezidualni rozptyl, zptisobeny nepostizenymi vlivy. Podle poctu analy-
zovanych faktord rozlisujeme jednofaktorovou, dvoufaktorovou a vicefaktorovou analyzu
rozptylu. VSeobecné pouzivané oznaceni ANOVA je akronymem anglickych slov ,,ANa-
lysis Of VAriance* (doslovny pteklad: analyza rozptylu).

Klasickd ANOVA vychazi, jak uvidite, z pfedpokladu normality rozdéleni hodnot da-
ného faktoru. Pokud je takovy pfedpoklad neudrzitelny, 1ze pouzit analyzu rozptylu jiného
typu, konkrétn¢ Kruskal-Wallisovu verzi ANOVA. Jednofaktorovou ANOVA se zabyva
tato kapitola, vicefaktorova a Kruskal-Wallisova ANOVA je obsahem kapitoly nésledujici.

V tomto studijnim textu piedpokladame, Ze ¢tenai ma k dispozici verzi Excel 2010,
eventualng vyssi. Pro zjednoduSeni prace je vhodné mit aktivovany dopliky ,,Analyza dat*
a ,,Resitel* ve slozce ,,Data“ (viz Obrazek 1).

Data Revize Zobrazeni @ .
*fipojeni 4l ? & Vymazat E = IE EI'?- E@, L3 Iﬂr @ ,E L+',] #= || i Analjza dat
Z¥v 7|4 ) ™ o = .,
flastnosti i\r Znovu pouiit > <l L L = == ?,3 Resitel
. EL Sefadit Filtr L Text do  Odebrat Ovéfeni Sloudit... Analjza Seskupit... Oddélit... Souhrn
Jpravit odkazy & Upfesnit sloupcd... stejné dat hypotéz ~ i i
eni sefadit a filtrovat Datové nastroje Osnova I} Analyza

Obrazek 1: Doplnék Analyza dat

V piipadé, ze tyto doplitkky nejsou ve slozce ,,Data®, lehce je nainstalujete timto postu-
pem: ,, Tla¢itko Soubor* — ,,Moznosti“ — ,,Dopliky* — ,,Pfejit...* a v dialogovém okné
zaskrtnout polozky ,,Analytické nastroje” a ,,Resitel“ (viz Obrazek 2).



Jaroslav Ramik, Radmila Krkoskova - Statistické zpracovani dat

- -
Doplitky T m—Z—
Dopliiky k dispozici:
T E—
|| Analytické néstroje — VBA
Resitel

Analytické nastroje

Obsahuje nastroje pro analyzu statistickych a
infFenyrskych dat.

Obrazek 2: Dopliiky

1.1 Nezavisly a zavisly faktor

Casto se vyskytuje situace, kdy mame k nezavislych nahodnych vybéra, které obecné
nemusi pochazet z jednoho zékladniho souboru, nebo jinak feceno, nemusi byt stejného
typu, s rozsahy, tj. poéty prvkil n,,n,,...,n, . Cislo k miize byt libovolné podle konkrétni
situace, napft. 2, 3, 4, ... Tyto rozsahy vybérd rovné€Zz nemusi byt stejné, v kazdém z nich
budiz znam primér X; , a také rozptyl s?,i=1,2, ... k. V praktickych situacich obvykle
tyto vybéry vzniknou tak, Ze zédkladni soubor rozdélime podle urcitého statistického znaku
X do k skupin, napt. v€kovych, v kazdé z nich pak mamen; prvka, i =1,2, ..., k. Znak X pak

oznacujeme jako nezavisly faktor, jehoz hodnoty pfedem stanovime, stanovime napf. vé-
kové skupiny takto: do 18 let, 19 az 29 let, 30 az 59 let, 60 a vice let, v tomto piikladu je k
=4. Hovotime proto ¢asto o faktoru kontrolovaném. Dalsi ptiklady faktori: velikost rodiny,
mésicni ptijem rodiny, velikost podniku, typ ekonomické ¢innosti apod. Hodnotami faktoru
X jsou obvykle kvalitativni (neciselné) veliciny, oznaCujeme je symbolicky X;,X,,..., X, -

Tyto hodnoty mohou, ale nemuseji byt nutné¢ vzajemné uspotradany.
Faktor X, jez nabyva k kvalitativnich hodnot, mtize, ale nemusi ovliviiovat hodnoty sta-

tistického znaku Y, o kterém pfedpokladame, Ze ma na rozdil od X kvantitativni (tedy ¢i-
selnou) povahu.

Cilem ANOVA je pravé prokazat, ze hodnoty kvalitativniho znaku X ovliviiuji hodnoty
kvantitativniho znaku Y (zavislého faktoru). Hodnoty znaku Y, které ptislusi hodnoté x;
faktoru X, oznaCujeme Vi1, Yip:-+ Yin, - Pro analyzu rozptylu je vyhodné usporadat vychozi

udaje do ptehledné tabulky, viz Tabulka 1.

11



Analyza rozptylu (ANOVA) — JEDEN FAKTOR

Tabulka 1: Schéma vychozi tabulky analyzy rozptylu pro jeden faktor

Cislo Zjisténé hodnoty sledovaného znaku | Poéet prvkia |Pramér |Rozptyl
vybéru
1 Yo Yiso Vi Vi n i 512
2 Yor:VorseesVajoees Vop, n, Y, Si
i Vs Vi Vs n, i 2
ytl’yﬂ’ ’ylj’ ’yml i yl Si
I.( : : E 2
Yitr Vizr-oVipror Vim, n Vi Sy
Celkem n y s?

Princip metody ANOVA, kterou prokazujeme zavislost Y na X, spociva v tom, ze cel-
kovou variabilitu méfenou souctem ¢tverct odchylek od celkového priméru rozdélime na
variabilitu uvnitt jednotlivych vybérti a na variabilitu mezi jednotlivymi vybéry.

1.2 Predpoklady analyzy rozptylu s jednim faktorem

Piedpokladame, ze faktor X ma k Grovni (hodnot x;), s G¢inkem na znak Y, ktery lze
vyjadiit vztahem: g, = u+o;,1=1,2, .., K,
kde ; je prumér znaku Y v i-t€ skuping (pfislusné k hodnoté¢ faktoru x;),

M je celkovy praimér znaku Y,
a; je efekt hodnoty faktoru x; na znak Y.

Formulujeme nyni nulovou hypotézu Ho, Ze vSechny vybéry pochézeji ze stejné zékladni
populace (zakladniho souboru), jinak fe¢eno, ze hodnoty faktoru X nemaji na hodnoty
znaku Y zadny efekt (vliv).

Budeme dale ptedpokladat, ze hodnoty a; pochdzeji z normalné rozdélené populace

s nulovou stiedni hodnotou a konstantnim rozptylem o.

Formulujeme nulovou hypotézu: Ho: E(al) = E(az) =.= E(ak)= 0, proti alternativni

hypotéze, ze Ho neplati, Ze alespon pro dvé polozKy, napf. i a j, plati: Hi: E(oci ) # E(a i )

Symbolem E(ai) oznacujeme stredni hodnotu ndhodné veli¢iny «; . Pfedpoklad kon-
stantniho rozptylu pro vSechny veli¢iny ¢; je podstatny, je ho mozno ovéfit statistickym
testem, a to bud’ tzv. Bartlettovym testem, S nimz se seznamite pozdéji. Normalitu rozdéleni
veli¢in ¢; lze taktéz ovérit prislusnym testem, napt. Chi-kvadrat testem dobré shody, zna-

mym ze zékladniho kurzu statistiky, viz Ramik (2003). V praxi obvykle ptedpoklddame
(na podklad¢ vécné znalosti problému), ze zminéné dva predpoklady jsou automaticky spl-
nény a pii aplikaci ANOVA je jiz obvykle neovéiujeme.

12
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Cilem, k némuz sméfujeme, je bud’ pFijmout nulovou hypotézu Ho, nebo Ho zamitnout
(na zvolené hladiné vyznamnosti). Jedna se tedy o bézny statisticky postup nazyvany tes-
tovani statistickych hypotéz, znamy ze zakladniho kurzu statistiky, viz Ramik (2003).
V ptipad¢ piijeti nulové hypotézy vyvozujeme nezavislost hodnot faktoru Y na faktoru X,
jinak feceno: faktor Y na faktoru X nezavisi. V opaéném piipadé (pti zamitnuti Ho), kon-
statujeme, ze faktor Y na faktoru X zavisi neboli faktor X ovliviiuje Y.

1.3 Predpoklady analyzy rozptylu s jednim faktorem

Celkovou variabilitu znaku Y zmétime vyberovym rozptylem

$2 = %i%i(vi-9)°
n—-1 '

(1.1)

V souvislosti s analyzou rozptylu se budeme zabyvat pouze Citatelem vySe uvedeného
zlomku, totiz souctem Ctvercl odchylek zjisténych hodnot y; od celkového priméru Y,

ptiCemz pramér vypocitame podle znamého vztahu: seéteme vSechny hodnoty a vysledek
ng

podélime jejich poctem, tedy y = % ) i1 Yij-
Tento celkovy soucet ctvercii budeme oznacovat symbolem S,, tj.

_ vk 2)2
Sy = di=1 Z;Ll()’ij - 3’) . 1.2)
Celkovému souctu ¢tverct piislusi pocet stupni volnosti dfy = n—1.

Variabilitu mezi skupinami budeme métit meziskupinovym souctem ctvercii S ktery

y,m >

definujeme nasledovné
Sym = Zica (@ — 3% (1.3)
Meziskupinovému souctu ¢tvercu piislusi pocet stupiit volnosti dfin = k—1.

Variabilitu uvniti skupin oznacujeme jako vnitroskupinovou, nebo také rezidualni a po-

uzivame pfitom oznaceni S, ,, pfiCemz definujeme vnitroskupinovy (rezidudlni) soucet

ctverci takto
— vk N - )2
Syp = di=1 Zj;1(yij -3 (1.4)
Vnitroskupinovému souctu ¢tverca prislusi pocet stupit volnosti dfy = n—k.

Aritmetickymi Gpravami vySe uvedenych vzorct Ize snadno dokazat zékladni vztah ana-
lyzy rozptylu, totiz, ze celkovy soucet ctvercii je roven sumé meziskupinového a vnitrosku-
pinového souctu ctvercu, Symbolicky:

13
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Sy =Sym+ Syp (1.5)

Pro ovéteni nulové hypotézy Ho pouzijeme statistiku:

Sym  Sym
k-1 _ df,
F = =
S,w Sy,
n—k df, (1.6)

ktera ma pfi platnosti nulové hypotézy Fisherovo rozdéleni F(k — 1,n — k). Kritické
hodnoty Fisherova rozdéleni F,(df;,df,) jsou tabelovany pro rizné hodnoty hladiny vy-
znamnosti a a rizné hodnoty parametri (stupnti volnosti: degree of freedom) dfy a df,. Né-
kdy se namisto kritickych hodnot tabeluji kvantily Fisherova rozdéleni FE_ ,(df,,df,).
Vztah mezi kritickymi hodnotami a kvantily je jednoduchy:

Fo(dfy,dfy) = Fi o (dfy, dfy).

Napt. 5 % kriticka hodnota je rovna 95 % kvantilu pfi stejnych hodnotach parametru df; a
df.

Pro vypocet kritickych hodnot 1ze vyuzit Excelu. Postupuje se pfitom takto: v hlavnim
menu postupné vybirate: Vlozit — Funkce — Statistické — FINV (¢;dfy; df2).

Postup testovani hypotézy Ho charakterizujeme nasledujicimi 3 kroky:

Krok 1. Zvolte hladinu vyznamnosti ¢, ktera piedstavuje chybu 1. druhu, tj. pravdé-

podobnost zamitnuti spravné hypotézy. Praktické hodnoty hladiny vyznamnosti « jsou:
0,1; 0,05; 0,01 neboli v procentech: 10%, 5%, 1%.

Krok 2. Vypoctéte hodnotu statistiky F podle vzorce (1.6), pfi¢emZ pro hodnoty me-
ziskupinového souctu Ctverct Sy, , a pro vypocet vnitroskupinoveho souctu ctvered S,

pouzijte vzorce (1.3) a (1.4). Vypocetné vyhodnéjsi, napt. pro vypocet na kalkulacce, jsou
nasledujici vzorce:

i=1 j=1 i=1 j=1 , (17)

(1.8)

Kvypoctu S, ,, lze vyuZzit zdkladniho vztahu (1.5) a prav€ uvedenych vztahl (1.7)
a(l.8): Sy, =S, =S, m.

14
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Krok 3.  Porovnejte hodnotu statistiky F vypo¢tené v Kroku 2 s kritickou hodnotou
E,(k — 1,n — k). Vysledek tohoto porovnani muze byt dvoji:

I. PlatiF<F,(k—1,n— k).

Potom se nulova hypotéza Ho prijima (nezamitd) a tudiz se konstatuje, ze hodnoty fak-
toru X nemaji na hodnoty znaku Y statisticky vyznamny vliv (na zvolené hladin¢ vyznam-
nosti). Jinak feceno, faktor X je neucinny.

Il. Plati F>F,(k —1,n — k).

Potom se nulova hypotéza Ho zamitad, ptijima se hypotézu alternativni Hi, a tudiz se
konstatuje, ze hodnoty faktoru X maji na hodnoty znaku Y statisticky vyznamny vliv. Jinak
feceno, faktor X je ucinny.

Podafti-li se vySe uvedenym testem prokazat, ze hodnoty faktoru X maji na hodnoty
znaku Y statisticky vyznamny vliv, mohou nas zajimat dal$i informace o tom, které skupiny
se vyznamn¢ odlisuji od pruméru, eventualné jak skupinové priméry seradit, ptipadné za-
radit do spole¢nych celkl. V krajnim ptipadé by se totiz mohlo stat, Ze vyznamnost rozdil-
nosti k skupin zpisobuje jedina skupina a ostatni skupiny se navzajem nelisi. Touto pro-
blematikou se zabyvaji metody tzv. simultanniho testovani, Z nichz nejznamé;jsi je metoda
Shaffeho. Vy se touto problematikou zde nezabyvat nebudete, zdjemce odkazujeme na li-
teraturu, viz napt. And¢l (2007).

Metoda analyzy rozptylu je zalozena na ptedpokladech shody rozptyli v jednotlivych k
skupinach. Pokud jsou ptedpoklady splnény, pak popsand metoda ANOVA poskytuje nej-
lepsi vysledky — je nejucinngjsi. Neni-li tento pfedpoklad splnén, pak pouziti vyse uvede-
ného testu mize poskytnout nespravny vysledek. V takovém piipade 1ze pouzit jiné me-
tody, napt. Kruskal-Wallisova ANOVA, ktera pouziva Chi-kvadrat test, s niZ se seznamite
Vv pristi kapitole.

V Excelu jsou k dispozici funkce, které umoznuji fesit jednofaktorové i vicefaktorové
ulohy ANOVA. Naleznete je v hlavnim menu: Nastroje — Analyza dat - ANOVA:! jeden
faktor.

1.4 Mira tésnosti zavislosti

Variabilita podminénych (skupinovych) primért y; kolem celkového priméru Y je
zpusobena zavislosti znaku Y na znaku X. Tuto variabilitu jsme vyjadfili meziskupinovym
souctem Ctvercl S, ,. Variabilita znaku Y uvnitf jednotlivych skupin — vyjadfena vnitros-
kupinovym (rezidualnim) souctem Ctverci S, ,,, je zplsobena jinymi (neuvazovanymi) Ci-
niteli. Cim vétsi je Sy m, tim VEtSi je tésnost zavislosti znakid X a Y. ProtoZe vSak jsou jed-

notlivé soucty ¢tvercli vzajemné vazany vztahem (1.5), Ize miru tésnosti zavislosti vyjadrit
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jako podil meziskupinového a celkového souctu ¢tvercli. Zavadime proto jako miru té€snosti
zavislosti znaku Y na znaku X pomér determinace P? takto:

y,m

p?=

S, (1.9)

Odmocninu z poméru determinace P nazyvame pomer korelace.

v

Pomér determinace nabyva hodnot z intervalu [0,1]. Cim t&sn&jii je zavislost Y na X, tim
vice se hodnota poméru determinace blizi k 1, tim vice se také vnitroskupinovy soucet
¢tverct blizi k celkovému souctu ¢tverct, pricemz meziskupinovy soucet ctverct se blizi k
nule. Naopak, ¢im vice se pomér determinace blizi k 0, tim mensi ¢ast z celkového souctu
¢tverct tvofi meziskupinovy soucet ¢tvercli (na ukor vnitroskupinového), a tim mensi je
tésnost zavislosti znaku Y na X. Zpiisob vypoctu determinacniho a korelacniho poméru si
procvicite na numerickych ptikladech. V Excelu bohuzel funkce pro vypocet poméru de-
terminace nebo korelace chybi, musi se proto K vypoc¢tu pouzit vzorce (1.9).

Uvédomte si viak, ze pomér determinace P? je nahodna veli¢ina (jakoZto podil dvou
veli¢in — souctu ¢tvercd, které jsou samy nahodnymi veli¢inami), proto mtize byt vysled-
kem kladné ¢islo 1 v ptipadé, Ze vysledkem ANOVA je fakt, Ze zkoumany faktor neni sta-
tisticky vyznamny neboli sledovana veli¢ina na faktoru nezavisi. V takovém piipadé by
logicky mélo platit, Ze pomér determinace P? je nulovy, tj. P2 = 0. Tento zdanlivy rozpor
vysvétlujeme statistickym piistupem: testem statistické hypotézy. Nulova hypotéza  Ho:
P2 = 0. Jako testové kritérium se pouZije statistika F ze vzorce (1.6).

Pokud plati F < F,(k — 1,n — k), potom nulovou hypotézu Ho nelze zamitnout a hod-
noty faktoru X nemaji na hodnoty znaku Y statisticky vyznamny vliv na zvolené hlading
vyznamnosti a pomér determinace (samoziejmé i pomér korelace) je roven nule, jinak fe-
ceno, je statisticky nevyznamny.

V opacném ptipad€ se nulova hypotéza zamita a pomér determinace je statisticky vy-
znamny. Hodnota poméru determinace 1 poméru korelace je nenulova. V tom piipadé¢ ma
smysl hovofit o sile zavislosti veli¢iny Y na faktoru X.

1.5 Analyza rozptylu v programu GRETL

GRETL je volné dostupny produkt se zaméfenim na statistické metody, které podporuji
ekonometrické analyzy. Nazev je akronymem pro GNU Regression, Econometristic and
Time-series Library. Systém GRETL se da pouzivat dvéma zptisoby. Snaha tviirci systému
od zacatku smétfovala k pfibliZzeni ekonometrie Siroké vefejnosti a bylo vytvoreno grafické
uzivatelské rozhrani (GUI — Graphical User Interface), které je pro vétSinu béznych uziva-
teld pfijatelnéjsi. Po spusténi programu se objevi hlavni okno (Obrazek 3). V horni ¢asti je
hlavni menu a v dolni ¢asti se nachazi panel nastrojii.
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gretl e
Souber Mastroje  Data  Zobrazi Vijber
Mebyla nahréna Zadna data

ID# 4 Jméne proménné 1 Pepisek 1

R |

nné  Model Népowvéda

T
o
o
o

(5]

#t ] [

EHL 2 aBD

Obrazek 3: Hlavni okno programu GRETL

Po instalovani program obsahuje velky pocet datovych soubort, které se daji oteviit
z hlavniho menu — Soubor — Otevrit data — Vzorovy soubor. Je zde mozno vybirat z data-
baze Ramanathan, Greene, Stock and Watson. Zalozka Data poskytuje velky prostor na
prizptsobeni databaze podminkdm modelovani.

Na nasledujicim ptikladu si ukaZeme, jak se zadavaji data do programu GRETL. Ta-
bulka 2 uvadi, kolik dnil po pfiletu trva adaptace na casovy posun (JETLAG). Na hladiné
vyznamnosti 5 % ovefime, ma-li smér letu vliv na délku adaptace (zotaventi).

Tabulka 2: Doba adaptace ve dnech

Smér Doba adaptace ve dnech
Zapad 2 1 3 3

Vychod 6 4 6 8
Stejny 1 0 1

Nulova hypotéza tvrdi, Ze doba adaptace nezavisi na casovém posunu. Alternativni hy-
potéza tvrdi, Ze doba adaptace zavisi na Casovém posunu.

V hlavnim menu vybereme novy soubor dat — pocet pozorovani=11. Struktura souboru
dat = prirezova. Kvantitativni proménnou jsme pojmenovali doba a jednotlivé varianty
kvalitativniho znaku (smér) musi byt pfirozena ¢isla (1-zapad, 2-vychod, 3-stejny).
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L

r“ gretl: upravit data E@g‘
I a@ '1f| b4 smer, 11
doba smer
1 2 1
2 1 1
3 3 1|y
Fy 3 1
5 5 2 ||f
[ 4 2
r =] 2
8 =] 2
o 1 3
10 c] 3
1 1 =

Obrazek 4: Zadavani hodnot do GRETLU

Dale vybereme posloupnost ptikazt: Model — Dalsi linedrni modely — ANOVA.

doba
sMmer

Fﬁ gretl: specifikovat rrn__d‘e_ln -élﬂlgﬂ

ANOVA

Zavisle proménna

|| Mastavit jako vychozi
Cilowa proménna

SMEr

Blokova premeénna (nepovinneg)

’ MNipovéda ]

[ Vymazat

J J

Zrukit Budiz ]

Obrazek 5: Analyza rozptylu v GRETLU — zadani

Zadéni hodnot potvrdime tlacitkem Budiz a dostavame nasledujici vysledek.

B o nova
BE&EDXND R

— [

= 27,1098 / 1,42708 = 18,9967 [p-hodnota 0,0003]

Inalvyza rozptylu, reakce = dob
Souget &t
flpIava 54
Reziduum 11
Uplné 65
F(2, &)
Orovef n stfedni hodnot
i 4
2 4
3 3 0,66

Prim&r prim&rd = 3,18182

a, Uprava = smer: a
verch df Stfedni kvadré’
,2197 27,109
L4187 3 1,4270:
, 6364 10 &,5636

a smér. odch.

2,25 0,95743
& 1, 6330

6667 0,57735

1

Obrazek 6: Analyza rozptylu v GRETLU - vystup
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Protoze p-hodnota = 0,0009 je mensi nez hladina vyznamnosti (0,05), nulovou hypotézu
zamitame. Muzeme tedy z 95 % tvrdit, Ze doba adaptace zavisi na ¢asovém posunu. Tato
skute¢nost byla dokonce prokézana i na hladin¢ vyznamnosti 0,01.

pesevioomis 3]

Na testovacim okruhu byla testovdna primérnd spotieba tfi automobilil téZe tfidy riznych
vyrobct Skoda, Renault a Fiat. Ridi¢ absolvoval s kazdym automobilem 5 testovacich jizd.
Tabulka ukazuje spotfebu benzinu na 100 kilometrt v jednotlivych jizdach.

Automobil Spotieba
Skoda 74|78 |68 | 76|81
Renault | 6,7 | 72 | 83 | 71| 7,5
Fiat 68|69 |73|79]|76

Na hladin€ vyznamnosti &= 0,05 zjistéte, zda ma typ automobilu vliv na spotiebu benzinu.
V kladném ptipad¢ vypoctéte determinacni a korelani pomeér.

Reseni:
Chceme zjistit zavislost znaku Y (primérna spotieba) na jediném znaku X (vyrobce auto-
mobilu). Provedeme proto jednofaktorovou analyzu rozptylu.

Faktor X ma tfi hodnoty: x1 = Skoda, x> = Renault, xs = Fiat, tzn. k = 3, s poéty hodnot n; =
N2 = n3 = 5 Vv kazdé z nich budeme testovat nulovou hypotézu

Ho: E(a) = E(a) = E(a2) =0, tj. primérna spotieba je u vSech vozidel stejna.
Alternativni hypotéza Hi je negaci nulové hypotézy.

Nejprve vypocitdme podminéné priméry V,,y,, ¥,

5
2V
g, = =t :7,4+7,8+...+8,1:7,54
5 5
>
Yaj
y, = =t =6’7+7’2+"'+7'5=7,36
5 5
5
;y“ 6,8+6,9+...+7,6
3 = = = 7,3
5 5
a celkovy pramér znaku Y

74+ 78+..+7,6 B
15 B

Dale vypocitdme pomoci vztaht (1.2), (1.3), popft. (1.7), (1.8) soucty Sy a Sym.

_ Zyij
y:
n

74.

3 5
S, =22 =) =(T4-T4)% +(18-74) +..+(81-74)" +
i=1 j=1

+(6,7-74)2 +(7,2-74) 2 +.+(75-74)> +
+(6,8—7.4)%+.. +(7,6-74)* =34
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3
Sm =21y =) =57, = 9) +5(7, —9) +5(7; - 7)” =
i=1

=5(7,54 -7,4)* +5(7,36 - 7,4)* +5(7,3—-7,4)* =0.16.
Soucet Sym ma k-1 stupiiti volnosti, v nasem ptipad¢ dfn = 3-1 = 2.

Pomoci souctil Sy a Sym dopocitdme soucet Syy, nebot’ Sy = Syy + Sym.
Proto Syv = Sy — Sym = 3,4 — 0,16 = 3,24

Soucet Syv ma n—k stupit volnosti, proto dfy = 15-3 = 12.

Testovée kritérium F vypocitame podle vztahu (1.6):

Syn 016
_k-1__2 _
F= s, ~324 0,296.
n-k 12
Pro stanoveni kritického oboru C najdeme v tabulkach kritickych hodnot

Fa(k—1, n—k) kritickou hodnotu Fo0s5(2, 12) = 3,89 (ovéite v Excelu pomoci funkce FINV).
Kriticky obor je proto interval od 3,89 do nekone¢na, tj. C = (3,89 ,+x ) .Zfejmée plati 0,296

< 3,89, tzn. F ¢ C, proto nulovou hypotézu Ho pfijimame.

Znamena to, ze faktor X-vyrobce automobilu je netcinny neboli, Ze primérné spo-
tieba benzinu neni statisticky vyznamné ovlivnéna vyrobcem automobilu. Pomér determi-
nace i korelace je tedy 0.
|

Rozhodnéte, zda velikost vynost petrzele (faktor Y) zavisi na pouzitém druhu hnojiva (fak-
tor X). Pokud zavisi, pak pomoci determina¢niho pomeéru zjistéte tésnost této zavislosti.
Data jsou uvedena v nasledujici tabulce, pouzijte hladinu vyznamnosti 0,05.

Hnojivo Vynosy (1kg/10 m?)
A 40 42 45 40 44 47
B 76 75 82 68
C 60 58 62 64 70
ReSeni:
U tohoto piikladu si ukaZeme feSeni s pomoci Excelu. Nejprve vsak piiklad vyteSime kla-
sickym postupem.

K vypoctu hodnot souctt ¢tvercti Sym a Sy, potfebujeme znat celkovy primér y a podmi-

néné pramery y,y,, s -
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6

Zylj

3 _4A0+42+...+47
toon 6
Y, =75,25;y, =628,

3

43,

nyv.
Y 43.617525.44628-5
n 15

y= =58,2.
Nyni jiz mtizeme vypocitat soucty Sym a Sy, podle vztahti (1.2), (1.3)
S, = (v, ~¥)? = (40-58,2)7 +...+ (47-58,2)° +
i
+(76-58,2)° +...+(68-58,2)* +
+(60-58,2)> +...+(70-58,2)> = 2878,4.

3
Sym =DM (¥ - ¥)? =6(43-58,2)° +4(75,25-58,2)" +5(62,8-58,2) = 2654,85.

i=1

Sym 2654,85
. P _ k-1 _ 2 —
Hodnota testového kritéria je F = s, = 8784265485 71,26.
n—k 12

Kriticka hodnota je Fops(2, 12) = 3,89 a je mnohem mensi nez hodnota testového kritéria
F. Proto nulovou hypotézu zamitame a konstatujeme, faktor hnojiva vyznamné ovlivituje
hodnoty vynosi petrzele.
Hodnotu determinaéniho poméru P? zjistime dosazenim hodnot Sym a Sy do vztahu (1.9).
p2 _ 2654,85 0,92,
28784

Hodnoty determina¢niho poméru blizké 1 svéd¢i o vysoké zavislosti faktoru Y na faktoru
X. Hodnota 0,92 proto znamena, Ze zavislost vynost petrzele na pouzitém druhu hnojiva je
vysoka.

ReSeni pomoci Excelu:

Nejprve je zapotiebi piipravit v Excelu data. Jednotlivé hodnoty yij pro faktoru Y pro hod-
notu x; faktoru X uspotadame do radku, podobné jako v tabulce v zadani. V prvnim sloupci
umistime kvuli lep$i orientaci nazev hodnoty faktoru (popisky) Xi, v tomto pfipadé nazev
hnojiva: A, B, C. Data ve worksheetu Excelu vypadaji tedy naptiklad takto:

A B C D = F G H
1A 40 42 45 40 44 47
2 |B 76 75 82 68
3 |C 60 58 62 64 70
4

Data je mozné uspotadat také do sloupctl, pfitom do prvniho fadku umistime nazvy
hodnot faktoru X (popisky). To je vyhodné zejména u velkého mnozstvi dat, tj. pro velkou
hodnotu poctu dat n.

Déle otevieme v hlavnim menu postupné polozky:

Data — Analyza dat... - ANOVA: jeden faktor
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Pokud se tam polozka Analyza dat nevyskytuje je ji zapotiebi doinstalovat (viz zaca-
tek této kapitoly).

Zvolite-1i pak prvni polozku ANOVA: jeden faktor, otevie se zadavaci okno, kde
postupné zadate:

Vstupni oblast: $A$1:$3G$3

Sdruzit: zakliknete tlagitko Radky (je mozné uspoiadat data do sloupcti, pak oviem
zakliknete tla¢itko Sloupce

Popisky v prvnim sloupci — zakliknete

Alfa: 0,05 (hladina vyznamnosti je pfedvolena, 1ze ji vSak zménit)

Vystupni oblast: $AS$5 (levy horni roh vystupni oblasti). Potvrdite OK

_..' v P = Seiitl - Microsoft Excel : -8B Xx
- - S . - L (= - x
Du Vlnl Rozlozﬁlstranky \u‘e J RETE ] Zob@em “I\-‘r L7
E @ =] 4l E Lr_" , z %_g = - P ij;iknualyza dat
] ?_; Reiditel
Matist ' Aktuﬁllz'ovat _ Z | seradit Filtr Text do  Odebrat - Osrlova
externi data wse sloupcu... stejné &=
Pripojeni Seradit a filtrowat Datové nastroje Analyza
K4 - 5 |
A B c D E F G H 1 1 B
1 A 40 42 45 40 44 a7
2 B 76 75 82 68
3 C 60 58 62 64 70
A
5 |Anova: jeden faktor
6
7 Faktor
3 Vybér Pocet Soudet  Prumér Rozptyl
9 |A 6 258 43 8 =
10 |B 4 301 75,25 32,91667
11 |C 5 314 62,8 21,2
12
13
14 | ANOWVA
15 roj variabil 55 Rozdil MS F Hodnota P F krit
16 MezivybE& 2654,85 2 1327425 71,2552 2,19E-07 3,8852%94
17 |VEechny v 223,55 12 18,62917 —
18
19 Celkem 2878,4 14
H 4w v Listd List2 List3 - F0 I
Piipraven | 23 Uﬁlﬁl M| 200 % (=) [1] (s

V prvni tabulce s ndzvem Faktor jsou uvedeny zékladni statistické udaje o datech:
Pocet, Soucet, Primér a Rozptyl.
Ve druhé tabulce nazvané ANOVA jsou uvedeny vypocty metodou ANOVA, jednotlivé
polozky maji nasledujici vyznam:

Mezi vybéry = meziskupinovy

Vsechny vybéry = vnitroskupinovy

Celkem = celkovy

SS = Soucet ¢tverct (Sum of Squares)

Rozdil = stupen volnosti (DF — Degree of Freedom)

MS = Primér ¢tverct (Mean Square)

F = testové kritérium = 71,25

Hodnota P = Signifikance (p-hodnota) = 0,000000219 < 0,05 = «

F krit = kritickd hodnota rozdéleni F = 3,89
Hodnoty ziskané fesenim v Excelu jsou stejné jako pii pouziti ,,ru¢niho® vypoctu, proto i
zavery jsou stejné. V Excelu mame navic vypoctenu p-hodnotu testu (tzv. signifikanci),
ktera, pokud je mensi nez zvolena hladina vyznamnosti @, znamena, ze nulovou hypotézu
zamitame. V opacném piipade nulovou hypotézu nezamitame (piijimame).
|
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pesevisomis ]

Firma Dekorace domu ma své prodejny ve ¢tyfech méstech (Ostrava, Karvind, Bohumin,
Cesky Té&sin). Tabulka zobrazuje trzby firmy v poslednich péti mésicich. Testujte na hla-
diné vyznamnosti 5 %, zda vyse trzeb zavisi na lokalité, ve které se prodejna nachazi. Po-
kud bude prokazana zavislost, pak pomoci determina¢niho poméru zjistéte silu této zavis-
losti. Jak se zméni vysledek v ptipadé¢ testovani na hladin€ vyznamnosti 0,017

Mésto Trzby (v tis.K¢)
Ostrava 71 83 65 77 84
Karvina 60 51 54 80 55
Bohumin 55 55 62 65 63
Cesky Té&in 68 73 67 59 53

ReSeni:
Tento priklad vyfesime S pomoci Excelu. Nejprve si napiSeme hypotézu, kterou budeme
testovat:

Ho: vyse trzeb nezavisi na lokalité, ve které se prodejna nachézi,

Hi: vySe trzeb zavisi na lokalité, ve které se prodejna nachazi.

Zadame posloupnost piikaz: Data — Analyza dat... - ANOVA: jeden faktor

Anova: jeden faktor ? el
Wstup
Vstupni oblast: $A52:5F55 t
Storne
Sdruit: O Sloupce
© ﬁégk}‘ MNapovéda

[~] popisky v prvnim sloupci;

Alfa: 0,05

MozZnasti vystupu
O Vystupni oblast:
O MNowy list:

O Moy sesit

1<

A dostaneme nasledujici vystup, ve kterém miizeme vidét hodnoty podminénych pri-
mértl, hodnotu meziskupinového souctu = 860, hodnotu vnitroskupinového souctu = 1142,
hodnotu testového kritéria F = 4,016, kritickou hodnotu Fisherova rozdéleni = 3,23, a ko-
ne¢né hodnotu P = 0,026.
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Anova: jeden faktor

Faktor
Vybér Pocet Soucet = Primér = Rozptyl

Ostrava 5 380 76 65
Karvina 5 300 60 135,5
Bohumin 5 300 60 22
Cesky T&3in 5 320 64 63
ANOVA

Zdroj variability SS Rozdil MS F Hodnota P F krit
Mezi vybéry 860 3 286,6667 4,016346 0,026236 3,238872
Viechny vybéry 1142 16 71,375
Celkem 2002 19

Hodnota P piedstavuje minimalni hodnotu, od které 1ze nulovou hypotézu zamitnout.
Proto v pfipadé, Ze testujeme na hladin¢ vyznamnosti 0,05; tak nulovou hypotézu zami-
tame, protoze 0,026 <0,05. Tzn., Ze z 95 % mlzeme tvrdit, ze vyse trzeb zavisi na lokalit¢,
ve které se prodejna nachazi. Kdezto v ptipad¢, Ze testujeme hypotézu na hladin€ vyznam-
nosti 0,01; tak nulovou hypotézu nelze zamitnout, protoze 0,026 >0,01; takze z 99 % nebyla
zavislost mezi vysi trzeb a lokalitou prokézana.

Silu zavislosti posoudime pomoci poméru determinace. Jde o pomér meziskupinosté
variability na celkové variabilité. Vysledek je mozné vyjadrit v procentech.

S 860
P2 =20 = —— =42,969
S, 2002 %

o [sewosrameory ]

1.1 Pan Novék mizZe jet do zaméstnani &tyfmi riiznymi trasami. Ctyfikrat projel jednotlivé
trasy a zaznamenal si dobu, po kterou jel do zaméstnani. Na hladin€¢ vyznamnosti o =
0,01 zjistéte, zda zalezi na tom, kterou trasou pojede.

Cesta 1 Cesta 2 Cesta 3 Cesta 4
22 27 26 28
26 29 33 30
25 26 25 32
30 28 30 26
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1.2 Ucitel fyziky zkoumal, jaky vliv ma druh zkuSebniho testu na jeho Gspésnost. Vytvofil
ti'i typy stejné obtiznych testl a ndhodné je rozdal mezi studenty ve tfid€. Tabulka uvadi
bodové zisky studentli v jednotlivych testech. Na hladiné vyznamnosti o= 0,05 zjistéte,
zda ma typ testu vliv na Gspésnost studentt.

Typ testu
T1 T2 T3
75 72 64
90 78 78
70 94 70
90 78 90
85 50

1.3 Ve vepfiing zjiStovali, jestli vahové ptirtstky vepil zavisi na pouzitém druhu krmiva,
¢inikoli. Na hladin€ vyznamnosti a= 0,05 rozhodnéte, zda jsou vahové ptirtstky pro rizna
krmiva rizné, eventualné zjistéte, ktery druh krmiva dava nejmensi vahové prirtstky.

Krmivo
A B C
21,5 19,9 23,7
22,8 24,3 22,5
26,3 20,1 20,6
24,2 20,9 21,4
25,6 21,1
28,1

1.4 Vyroba soucastek mitize v podniku probihat na jednom ze ¢tyt rozdilnych strojt. I kdyz
kazdy stroj provadi stejné operace, ma kazdy sva specifika. Na hladiné vyznamnosti o =
0,01 testujte hypotézu o tom, ze pocet vyrobenych soucastek neni ovlivnén volbou stroje.

Stroj
A B C D
93 108 123 133
98 153 143 163
80 123 150 168
88 158 165 145
60 143 140 130

1.5 Skolsky tGfad Karvina chtél srovnat uroveti znalosti maturantti gymnazii okresu Kar-
vind. Za timto ucelem byl vytvofen test zahrnujici otdzky ze vSech oblasti u¢iva a zadan
nahodné vybranym studenttim jednotlivych skol. Bodové vysledky studentl jsou uvedeny
Vv nasledujici tabulce.
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Gymnazium | Gymnazium |Gymnazium|Gymnazium| Gymnazium
Karvina | Cesky T&in | Bohumin Orlova Havirov
79 62 74 73 86
86 54 81 67 52
49 88 64 59 61

72 76

o

Na hladin€ vyznamnosti o= 0,05 zjistéte, je-1i primérna Groven maturantt jednotlivych
Skol stejna.
Jak ovlivni vysledek prizkumu zména hladiny vyznamnosti na 0,017

=

1.1 F=1,0 Fkrit=5,95 p-hodnota = 0,43 — Ho pfijimame (doba nezavisi na trase).

1.2 F=1,43 Fkrit= 3,98 p-hodnota = 0,28 — Ho pfijimame (typ testu nema vliv na uspéch).
1.3 F=4,7 Fkrit=23,89 p-hodnota = 0,03 — Ho zamitame (krmivo ma vliv, nejvice A).
1.4 F =15,02 F krit = 5,29 p-hodnota = 0,000 — Ho zamitame (typ stroje ma vliv).

1.5a) F=0,12 F krit = 3,26 p-hodnota = 0,97 — Ho pfijimame (§kola nema vliv).
b) F=0,12 F krit = 5,41 p-hodnota = 0,97 — Ho pfijimame (Skola nema vliv).

Ellsmorcaprory

Formaln¢ vzato je ANOVA, at’ jednofaktorova nebo vicefaktorova, testem statistické
hypotézy, s nimZ jste se seznamili v zakladnim kurzu statistiky. Cilem ANOVA je proka-
zat, 7ze hodnoty kvalitativniho znaku X ovliviiuji hodnoty kvantitativniho znaku Y (zavis-
1¢ho faktoru). Princip metody ANOVA, kterou prokazujeme zavislost Y na X, spociva
V tom, Ze celkovou variabilitu méfenou souctem ctvercti odchylek od celkového primeéru
rozdélime na variabilitu uvnitt jednotlivych vybéra a na variabilitu mezi jednotlivymi vy-
béry.
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2 ANALYZA ROZPTYLU (ANOVA) — DVA A VICE FAK-
TORU

mowvmaneoeray =]

Jednofaktorova metoda ANOVA, kterou prokazujeme zavislost znak (faktord) Y na X,
pro néz jsou k dispozici pfislusnad data, spociva v tom, ze celkovou variabilitu métenou
souctem ctvercli odchylek od celkového pruméru rozdélime na variabilitu uvnitt jednotli-
vych vybéri a na variabilitu mezi jednotlivymi vybéry. Cilem, k némuz smétfujeme nyni,
je situace, kdy budeme uvazovat, ze se kromé tfidéni do skupin vyskytuji dalsi faktory,
fikame jim bloky, podle nichZ vysledky (tj. hodnoty znaku Y) rovnéz tfidime.

ooy ]

Po prostudovani této kapitoly budete umét:

pomoci Excelu vypocitat analyzu rozptylu se dvéma faktory,
pomoci GRETLU vypoc¢itat analyzu rozptylu se dvéma faktory,

pouzit Kruskal-Wallisovu verzi analyzy rozptylu.

K prostudovani této kapitoly budete pottebovat asi 90 minut.

Analyza rozptylu se dvéma faktory, Kruskal-Wallisova ANOVA.
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2.1 Analyza rozptylu se dvéma faktory

ANOVA vychéazi z ptedpokladu normality rozd€leni hodnot uvazovanych faktort. Po-
kud U analyzy rozptylu s jednim faktorem jste uvazovali vysledky tfidéné podle jistého
kvalitativniho znaku X do nékolika (konkrétné do k) skupin o rozsazich nq, n,, ..., n,. Proto
Vv tomto piipadé hovoiime také o ANOVA pii jednoduchém ti¥idéni neboli tfidéni podle
jednoho faktoru. V této kapitole budeme uvazovat situaci, kdy se kromé¢ tfidéni do skupin,
vyskytuji dalsi faktory, fikdme jim bloky, podle nichz vysledky (tj. hodnoty znaku Y) rov-
n¢z tiidime. Pfehledna situace vznika, kdyz kromé prvniho faktoru uvazujeme jesté faktor
druhy, fikdme pak, ze je tfidime do bloki a v takovém piipadé se jedna o dvoufaktorovou
ANOVA. Formaln¢ vzato je ANOVA, at’ jednofaktorova, dvoufaktorova nebo vicefakto-
rova, parametrickym testem statistické hypotézy, s nimz jste se seznamili v zékladnim
kurzu statistiky. Tato tzv. klasicka je takovy pfedpoklad neudrzitelny, 1ze pouzit jiného
typu ANOVA, tedy neparametrického testu statistické hypotézy (tento pojem si pfipomente
ze zakladniho kurzu statistiky). Konkrétné se v této kapitole seznamite s Kruskal-Walliso-
vou verzi ANOVA, ktera vyuziva Chi-kvadrat test statistické hypotézy.

U analyzy rozptylu s jednim faktorem jsme uvazovali vysledky tfidéné podle jistého
kvalitativniho znaku X do nékolika (konkrétné do k) skupin o rozsazich nq, n,,...,n.
V tomto odstavci budeme uvaZovat situaci, kdy se kromé tfidéni do skupin, vyskytuje dalsi
faktor, podle n€hoz vysledky (tj. hodnoty znaku Y) rovnéz tfidime, fikdme, Ze je tfidime do
blokii. Za¢neme vyklad piikladem znamym jiz z ptedchozi kapitoly.

Priklad 1. Testovacimi jizdami na zkuSebnim okruhu se zjist'uje primérna spotieba pa-
liva automobilu Octavia pfi pouZiti benzinu od riznych vyrobcl (napt. Aral, Shell, Ben-
zina, Slovnaft). VSechny testy provede jeden fidi¢, kdyZ s kazdym druhem benzinu usku-
te¢ni nekolik testovacich jizd, a to tak, Ze pro kazdou znacku benzinu uskute¢ni jiny pocet
jizd. Zjisténé vysledky testu, tj. zmé&fené primérné spotieby na 100 km, podrobime jedno-
faktorové analyze rozptylu, kterd nam umozni zjistit, zda znacka (tj. vyrobce) pouZzitého
benzinu ma vliv na primérnou spotiebu automobilu.

Piiklad 2. Nyni budeme uvazovat podobnou situaci, kdy vysledky testi byly ziskany
ruznymi fidi¢i (napf. A, B, C, D, E, F), a to tak, Ze kazdy fidi¢ uskutecnil jednu testovaci
jizdu s kazdou znackou benzinu (tim se mysli Cerpaci stanice, ze kterych pochézely po-
honné hmoty). Vysledky testl proto budeme ¢lenit nejen podle znacky benzinu (1. faktor),
ale také podle testovacich fidic¢a (2. faktor). Podle predpokladi je nyni pocet vysledkl ve
vSech skupinach stejny a je roven poctu fidich (kazdy fidi€ jel s jednou znackou benzinu
jedenkrat). Zjisténé vysledky podrobime dvoufaktorové analyze rozptylu, kterd umozni
jednak zjistit, zda znacka (tj. vyrobce) pouzitého benzinu ma vliv na primérnou spotiebu
automobilu, jednak zjistit, zda rizni fidi¢i maji vliv na tuto spotiebu.

Priklad 3. Nyni budeme uvazovat stejnou situaci jako v ptrikladu 2, ptitom vysledky

testd byly ziskany riznymi fidici (napft. A, B, C, D, E, F), a to tak, ze kazdy tidi¢ uskutec¢nil
tii testovaci jizdy s kazdou znackou benzinu. Zjisténé vysledky podrobime dvoufaktorové
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analyze rozptylu s opakovanim, ktera umozni jednak zjistit, zda znacka (tj. vyrobce) pou-
zitého benzinu ma vliv na priimérnou spotfebu automobilu, jednak zjistit, zda rizni fidici
mayji vliv na tuto spotfebu.

Na konci této kapitoly budou vSechny tfi piiklady podrobné€ analyzovany na konkrétnich
¢iselnych datech. Nyni budeme postupovat ve vykladu s obecnymi daty, nejprve pro piipad
popsany v prikladu 2. Takova data, podobn¢ jako u jednofaktorové analyzy rozptylu, uspo-
radame do prehledné Tabulky 3.

Tabulka 3: Schéma vychozi tabulky analyzy rozptylu pro dva faktory

Hodnoty sledovaného znaku
Cislo bloku
Cislo 1 2 ] r Priumér
skupiny skupiny
1 Y11 Y12 . Yij . Yir yl-
2 Yo | Y2 | o | Y2 | e | Ve Ve
i Vi1 Yiz Yij Yir Vie
k Yiu | Yk s Yii Yir Vie
Pramér | y |y, | - Vo | = | ., y
bloku ‘

V Tabulce 3 zna¢ime symbolem y;, primér v i-t¢ skuping, symbolem y,;oznacujeme
prumér hodnot v j-tém bloku, symbolem Y znac¢ime celkovy pramér.

Celkovy soucet ctvercii (celkovou variabilitu) oznacujeme stejné, jako v (1.2), tedy:
k r )
S, = Z Z (y i Y )
i=1 j=1 . (2.1)
Variabilitu mezi skupinami budeme méfit meziskupinovym souctem ctvercit Sy, ,, ktery de-
finujeme nasledovné:

k
S, =127 -5)

Meziskupinovému souctu ¢tvercu prislusi pocet stupii volnosti dfyn = k—1.
Variabilitu mezi bloky budeme méfit meziblokovym souctem ctvercit Sy, ktery definu-

(2.2)

jeme nasledovné:

a 2
Sy,b:k' (y.]_y)
7= . (2.3)
Meziskupinovému souctu ¢tverci piislusi pocet stupna volnosti dfy = r-1.
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Variabilitu uvniti skupin oznacujeme jako vnitroskupinovou, nebo také rezidualni a pouzi-
vame pfitom oznaceni S, pficemz definujeme vnitroskupinovy (rezidudlni) soucet

Ctvercu takto

k r 2
Sy,v = ZZ(yy _J_}i. _)_}o_j +J_/)
i=l j=1 . (2.4)
Vnitroskupinovému souctu ¢tverct prislusi pocet stupit volnosti dfy = (k—1)(r-1).
Aritmetickymi upravami vySe uvedenych vzorcl lze dokézat totiz, ze celkovy soucet
Ctvercii je roven sumé meziskupinového, vnitroskupinového a blokového souctu ctverci,
symbolicky
Sy =Sym+ Syu+Syp. (2.5)

Tento vztah se nazyva zakladni vztah dvoufaktorove analyzy rozptylu.
|

2.2 Predpoklady analyzy rozptylu se dvéma faktory

Piedpokladame, ze faktor X1 ma k urovni, faktor X ma r tirovni s efektem na znak Y,
ktery lze vyjadfit vztahem
pi=p+a+p,1=12,..,kj=12, ..,T, (2.6)
kde p;; je primér znaku Y Vv i-té skupin¢ a j-tém bloku, 1 je celkovy primér znaku Y,
a, je efekt hodnoty faktoru Xinaznak Y, g, je efekt hodnoty faktoru Xzna znak Y.

V modelu (2.6) nejprve predpokladame, ze efekty obou faktorii na znak Y jsou aditivni
a vzajemné nezavisle, tj. bez vzajemnych interakci. Tento pfedpoklad ndm umozni oddélit
od sebe hypotézy o efektech jednotlivych faktori.

Formulujeme nejprve nulovou hypotézu, ze vSechny skupiny pochazeji ze stejné za-
kladni populace (zédkladniho souboru), jinak feceno, ze hodnoty faktoru X1 nemaji na hod-
noty znaku Y zadny efekt (vliv). Budeme tedy v nulové hypotéze predpokladat, ze «, po-

chazeji z normalné rozdeélené populace s nulovou stredni hodnotou a konstantnim rozpty-

lem &2

Formulujeme nulovou hypotézu Ho: E(a,)=E(a,)=...= E(e, )= 0, proti alternativni

hypotéze, ze Ho neplati, Ze alespont pro dvé hodnoty, napf. i a j, plati: Hi: E(e,)= E(a j).

Cilem, k némuz sméfujeme, je prijmout nulovou hypotézu Ho, eventualné Ho zamitnout
(na zvolené hladiné vyznamnosti). Pro ovéfeni nulové hypotézy Ho pouzijeme statistiku:
S

y,m

F =%, (2.7)

y.v

(k—1)(r-1)
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kterd ma pii platnosti nulové hypotézy Fisherovo rozdéleni F(k—1,(k—-1)(r-1)). Kritické
hodnoty Ize nalézt v tabulkach, nebo lze vyuzit funkce z Excelu: FINV (e;k — 1;(k — 1)(r —
1)).

Dale formulujeme nulovou hypotézu, Ze vSechny bloky pochazeji ze stejné zakladni po-
pulace (zékladniho souboru), jinak feceno, ze hodnoty faktoru X2 nemaji na hodnoty znaku
Y zadny efekt. Budeme tedy v nulové hypotéze pfedpokladat, ze g; pochazeji z normdiné

rozdélené populace s nulovou stiedni hodnotou a konstantnim rozptylem o°.

Formulujeme nulovou hypotézu Ho™: E(B,)=...= E(f.)=0, proti alternativni hypo-
téze, ze Ho " neplati, ze alesponi pro dvé hodnoty, napt. i" #i",platiHi: E(S.)= E(f.) .
Pro ovéfeni nulové hypotézy Ho” pouZzijeme statistiku:

-

F2 = r;a (28)
y.v

(k=1)(r-1)
kterd ma pii platnosti nulové hypotézy Fisherovo rozdeleni F(r — 1, (k — 1)(r — 1)).

Zasadni rozdil mezi dvoufaktorovou a jednofaktorovou analyzou rozptylu spociva
Vtom, Ze u jednofaktorové ANOVA neuvazujeme pisobeni dal§iho faktoru, zatimco
u dvoufaktorové ANOVA tak ¢inime. Tento rozdil je vyjadien ve vypoctu testového krité-
ria (2.7) a (2.8), kde se ve jmenovateli zlomku vyskytuje ¢len (k—1)(r—1). Kdybychom na
stejnou situaci aplikovali pouze jednofaktorovou ANOVA, pak by ve vypoctu hodnoty tes-
tového kritéria podle vztahu (1.6) byl na stejném misté ¢len (n—k) nebo ¢len (n-r), podle

Mrwe

vysledky ziskané jednofaktorovou nebo dvoufaktorovou ANOVA!
|

pesevioomzs 3]

Testovacimi jizdami na zkuSebnim okruhu se zjistuje primérna spotieba benzinu Natural
95 automobilu Octavia pfi pouziti benzinu od riznych vyrobct (Aral, Shell, Benzina, Slov-
naft). Bylo vybrano 6 fidi¢t A, B, C, D, E, F, z nichz kazdy absolvoval s kazdym typem
benzinu jednu zkuSebni jizdu. Na hladin¢ vyznamnosti 0,05 testujte, je-li priimérna spo-
tieba paliva zavisla na typu pouzitého benzinu a na tom, ktery fidi¢ s vozem jel.

Ridici
Znacka benzinu A B C D E F
Aral 7,5 6,9 7,9 7,3 6,9 7,8
Shell 7,6 7,2 75 8,0 7,3 8,2
Benzina 7,2 8,1 7,8 7,6 7,8 6,9
Slovnaft 7,0 7,3 7,2 7,5 8,2 7,7
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ReSeni:

Mite za kol prozkoumat zavislost priimérné spotieby (znak Y) na typu pouzitého benzinu
(znak X1) a na fidi¢i (znak Xz), ktery s vozem jel. Znak X1 ma k = 4 skupiny, znak Xz ma r
= 6 bloki.

Pro faktor X1 formulujeme nulovou hypotézu:
Ho: E(a1) =E(2)=E(a3)=E(c),
(2.9)
proti Hi: neplati (2.9), tj. primérna spotieba zavisi na pouzitém druhu benzinu.

Pro faktor X, formulujeme nulovou hypotézu

H,: E(f) =E(f)=...=E(Ss), (2.10)
proti alternativni hypotéze H, : neplati (2.10), tj. primérné spotfeba benzinu zavisi na fidiéi,
ktery s vozem jel.

Pro ovéfeni téchto hypotéz, tj. pro vypocet testovych kritérii, musime znat hodnotu soucti
Sym, SyvaSy. Vypocitame podminéné priméry y;,1=1,2,3,4,y;,j=1,2,...,6 (vypoclty
jsou v Tabulce 4) a také celkovy prumér y.

75+69+...+78 . o g :

y, = * (—; e 7,38, dalsi praméry y,, V3, ¥4 VYpoc&itame analogicky.
15+76+72+7 Ve ; s .
y,= 1 =7,33, dalsi praiméry y ,, ..., ¢ vypocitame analogicky.

7 1T
Celkovy primérje Y = ot 6’921 Ll _750.

Hodnoty vSech primért jsou uvedeny v tabulce. Nyni lze ptfistoupit k vypoctu jednotlivych
souctl:

S, =13 (7, —9)? =6-[(7:38- 75 +...+(7.48- 75 ]=0,21.
i=1

Sy = kf‘,(y_j ~yf =4 [(7,33— 75) +...+ (7,38—7,5)2]: 0,35.
i=

Potiebujeme znat i hodnotu souctu Sy, z praktického hlediska je vSak vyhodnéjsi vypocitat
hodnotu souctu Sy. Soucet Syy pak snadno dopocitame, nebot’ Sy = Sy m+Syv+Syp.

4 6
S, =33 (v, -vf =(75-75/ +(6,9-75) +...+(7.8-75) +
i=1 j=1
+(76-75/+...+(82-75) +...+(7,7-75) =3,79.
Potom vypocitame Syy= Sy — Sym — Syp = 3,79 - 0,21 - 0,36 = 3,22.

Pro ovéfeni hypotézy Ho ur¢ime testové kritérium F1

Sym 0,21
_ k-1 _ 3 _
Fi=—7J =3 0,32.

y.v

«-r-1) 3
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V tabulce kritickych hodnot F-rozdéleni nebo pomoci Excelu najdeme Fops(3,15) =
FINV/(0,05; 3,15) = 3,29.

Protoze 0,32 <3,29, ptijimame Ho, coz znamena, ze pouzitd znacka benzinu nema na pri-
meérnou spotfebu vliv.

Pro ovéfeni hypotézy H, uréime testové kritérium F2

Syp 0,36
_ r-1 __ 5 _
F,= S =32 =0,33.

y.v

k-1 35

V tabulce kritickych hodnot F-rozdéleni nebo pomoci Excelu najdeme Fo05(5,15) =
FINV(0,05; 5,15) = 2,9. Protoze 0,33 <2,9, pfijimame i hypotézu H,, tzn., Ze ani volba

fidi¢e nema na primérnou spottebu statisticky vyznamny vliv.

Na rozdil od jednofaktorové ANOVA jsme zde v obou situacich uvazovali sou€asné pi-
sobeni dvou faktorii!

Tabulka 4: Podminéné pruméry

Rididi
Zn. benzinu A B C D E F Priuméry
Aral 7,5 697973169 78 7,38
Shell 7,6 72 175|180 | 73] 82 7,63
Benzina 7,2 81|78 76 [ 78] 69 7,57
Slovnaft 7,0 7317275 (82| 77 7,48
Priuméry 733 |738| 76| 76 |755]|7,65 7,50

Nakonec si jesté ukdZzeme feSeni pomoci Excelu. Vyuzijeme pfitom funkci menu:
Nastroje — Analyza dat... > ANOVA: dva faktory bez opakovani

Nejprve je zapotiebi pripravit v Excelu data. Jednotlivé hodnoty yij pro faktoru Y pro
hodnoty faktorti X1 = benzin a Xz = fidi¢ usporaddme do fadkl a sloupcti, podobné jako
v tabulce v zadani. Data ve worksheetu Excelu vypadaji tedy naptiklad takto:

A B C D E F G | |
1 [benzin/fidic A B ¢} D E F
2 JAral 7,5 6,9 7,9 7,3 6,9 7,8
3 [Shell 7,6 7,2 7,5 8 7,3 8,2
4 |Benzina 7,2 8,1 7,8 7,6 7,8 6,9
5 |Slovnaft 7 7,3 7,2 7,5 8,2 7,7
6

Dale otevieme v hlavnim menu postupné polozky:
Data — Analyza dat... - ANOVA: dva faktory bez opakovani

Po volbé tieti polozky ANOVA: dva faktory bez opakovani, se otevie zadavaci okno:

Vstupni oblast: $A$1:$G$5
Popisky — zakliknete
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Alfa: 0,05 (hladina vyznamnosti je pfedvolena, lze ji vSak zménit). Potvrdite OK.

Anova: dva faktory bez opakovani

Faktor Pocet Soucet  Primér  Rozptyl
Aral 6 44,3 7,383333 0,185667
Shell 6 45,8 7,633333 0,154667
Benzina 6 454 7,566667 0,194667
Slovnaft 6 44,9 7,483333 0,181667
A 4 29,3 7,325 0,075833
B 4 29,5 7,375 0,2625
C 4 30,4 7,6 0,1
D 4 30,4 7,6 0,086667
E 4 30,2 7,55 0,323333
F 4 30,6 7,65 0,296667
ANOVA
Zdroj variability SS Rozdil MS F Hodnota P F krit
Radky 0,21 3 0,07 0,325581 0,806868 3,287383
Sloupce 0,358333 5 0,071667 0,333333| 0,884913 2,901295
Chyba 3,225 15 0,215
Celkem 3,793333 23

V prvni tabulce jsou uvedeny zakladni statistické udaje o datech: Faktor, Pocet, Soucet,
Primér a Rozptyl.

Ve druhé tabulce nazvané ANOVA jsou uvedeny vypocty metodou ANOVA: dva faktory
bez opakovani, jednotlivé poloZzky maji nésledujici vyznam:

Radky = meziskupinovy

Sloupce = vnitroskupinovy

Chyba = meziblokovy

Celkem = celkovy

SS = Soucet ¢tvercl (Sum of Squares)

Rozdil = stupen volnosti (DF — Degree of Freedom)

MS = Primér ¢tverct (Mean Square)

F = testové kritérium

Hodnota P = Signifikance (p-hodnota)

F krit = kritickd hodnota rozdéleni F

Hodnoty ziskané fesenim v Excelu jsou stejné jako pfi pouziti ,,ru¢niho® vypoctu, proto
I zavéry jsou stejné. V Excelu mame navic vypocétenu p-hodnotu testu (tzv. signifikanci),
ktera, pokud je mensi nez zvolend hladina vyznamnosti ¢, znamena, Ze nulovou hypotézu

zamitame. V opacném piipad¢ nulovou hypotézu piijimame.

V piedchozich tivahach jsme méli situaci prave jednoho vyskytu v§ech kombinaci hod-
not skupin a bloku obou uvazovanych faktorti. Naptiklad kazdy fidi¢ absolvoval jedinou
jizdu s kazdym typem benzinu. Déle budeme uvazovat situaci vicenasobného opakovani
vSech kombinaci hodnot skupin a bloku obou uvazovanych faktori. Naptiklad kazdy fidi¢
absolvuje n¢kolik jizd (naptiklad 3 jizdy — viz feSend tloha 2.2) s kazdym typem benzinu,
pfitom samoziejmé mohou byt dosazené hodnoty primérné spotfeby rtizné. Zda se tyto
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vysledky odliSuji vyrazné ¢i nikoliv, se opét zjistuje statistickym testem. Podrobnou ana-
lyzu situace, ktera je analogicka analyze ptipadu bez opakovani, jiz zde uvadét nebudeme.
Omezime se pouze na feSeni piikladu s vyuzitim Excelu, konkrétné polozky ANOVA: dva
faktory s opakovanim (feSena tiloha 2.2)

pesevisomze ]

Podobné jako v ptikladu 2.1 se zjistuje primérna spotieba benzinu Natural 95 automobilu
Octavia pii pouziti benzinu od riznych vyrobct (Aral, Shell, Benzina, Slovnaft). Bylo vy-
brano 6 fidict A, B, C, D, E, F, z nichz kazdy absolvoval s kazdym typem benzinu tfi zku-
Sebni jizdy. Na hladin€ vyznamnosti 0,05 testujte, je-li primérnd spotieba paliva zavisld na
typu pouzitého benzinu a na fidi¢i. Udaje jsou uvedeny v nasledujici Tabulce 5.

Tabulka 5: Analyza rozptylu se dvéma faktory s opakovanim

benzin/fidiqAral Shell Benzina |Slovnaft
A 7,5 7,6 7,2 7
7,7 7.4 7,6 7.4
8 7,3 8,1 7.7
B 6,9 7,2 8,1 7,3
6,7 7.4 8,5 7,6
6,6 7,6 8,8 7,8
C 7,9 7,5 7.8 7,2
8 7,8 7,7 7.1
8,3 8,1 7,6 7
D 7,3 8 7,6 7,5
7,2 8 7,8 7,7
71 7.9 8 7,8
E 6,9 7,3 7,8 8,2
6,8 7,2 8 8,1
6,7 7 8,1 8
F 7,8 8,2 6,9 7,7
7,7 8,4 7,5 7,7
7,5 8,5 79 7,7

ReSeni:
Data ve worksheetu Excelu vypadaji presné tak jako v Tabulce 5, jsou umistény napt. v poli
A1l az E19. Dale otevieme v hlavnim menu postupné polozky:

Data —» Analyza dat... > ANOVA: dva faktory s opakovanim

Po volbé druhé polozky ANOVA: dva faktory s opakovanim, se otevie zadavaci okno, kde
postupné zadate:

Vstupni oblast: $A$1:$E$19

Radkt na vybér: 3 (tj. podet opakovani)

Alfa: 0,05 (hladina vyznamnosti je pfedvolena, Ize ji vSak zménit)

Vystupni oblast: napi. $L$1 (levy horni roh vystupni oblasti)

Potvrdite OK.
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Obdrzite nasledujici vystup, kterého “levy horni roh” zacind v buinice L1 nadpisem
ANOVA: dva faktory s opakovanim. V prvni tabulce jsou uvedeny zakladni statistické
udaje o datech: Faktor, Pocet, Soucet, Primér a Rozptyl.

Anova: dva faktory s opakovanim

Faktor Aral Shell Benzina Slovnaft Celkem
A

Pocet 3 3 3 3 12

Soucet 23,2 22,3 229 221 90,5

Pramér 7,73 7,43 7,63 7,37 7,54

Rozptyl 0,06 0,02 0,20 0,12 0,10
B

Pocet 3 3 3 3 12

Soucet 20,2 22,2 254 227 90,5

Pramér 6,73 7,40 8,47 7,57 7,54

Rozptyl 0,02 0,04 0,12 0,06 0,46
C

Pocet 3 3 3 3 12

Soucet 24,2 23,4 23,1 21,3 92

Primér 8,07 7,80 7,70 7,10 7,67

Rozptyl 0,04 0,09 0,01 0,01 0,16
D

Pocet 3 3 3 3 12

Soucet 21,6 23,9 23,4 23 91,9

Pramér 7,200 7,967 7,800 7,667 7,658

Rozptyl 0,010 0,003 0,040 0,023 0,103
E

Pocet 3 3 3 3 12

Soucet 20,4 21,5 23,9 24,3 90,1

Primér 6,80 717 7,97 8,10 7,51

Rozptyl 0,01 0,02 0,02 0,01 0,33
F

Pocet 3 3 3 3 12

Soucet 23 25,1 22,3 23,1 93,5

Primér 7,67 8,37 7,43 7,70 7,79

Rozptyl 0,02 0,02 0,25 0,00 0,19

Celkem

Pocet 18 18 18 18

Soucet 132,6 138,4 141 136,5

Pramér 7,37 7,69 7,83 7,58

Rozptyl 0,28 0,20 0,19 0,13

Ve druhé tabulce nazvané ANOVA jsou uvedeny vypocty metodou ANOVA: dva faktory
S opakovanim.

ANOVA

Zdroj variability SS Rozdil MS F Hodnota P F krit
Vybér 0,69 5 0,14 2,64 0,03 2,41
Sloupce 2,08 3 0,69 13,23 0,00 2,80
Interakce 10,23 15 0,68 12,99 0,00 1,88
Dohromady 2,52 48 0,05

Celkem 15,53 71

Jednotlivé polozky maji nasledujici vyznam:
Vybér = meziskupinovy
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Sloupce = vnitroskupinovy

Interakce = meziblokovy

Celkem = celkovy

SS = Soucet ¢tverct (Sum of Squares)

Rozdil = stupeni volnosti (DF — Degree of Freedom)
MS = Primér ¢tverct (Mean Square)

F = testové kritérium

Hodnota P = Signifikance (p-hodnota)

F krit = kritick4a hodnota rozd¢€leni F

Hodnoty ziskané fesenim v Excelu jsou analogické jako v ptikladu 2.1, tedy v piipad¢
ANOVA bez opakovani. Navic je tu p-hodnota uvedena v fadku Interakce, ktera se tyka
testu vzajemné zavislosti faktorti. Nulova hypotéza predpoklada, ze faktoru jsou vzdjemné
nezavislé. Pokud je tato hodnota mensi nez zvolena hladina vyznamnosti «, znamena to,
ze nulovou hypotézu zamitdme. V opacném ptipad€ nulovou hypotézu piijimame.

V této kapitole jsme uvazovali situaci, kdy se kromé tfidéni do skupin vyskytuji dalsi
faktory, fikame jim bloky, podle nichz vysledky (tj. hodnoty znaku Y) rovnéz ttidime. Pie-
hledna situace vznikd, kdyz kromé prvniho faktoru uvazujeme jesté faktor druhy, fikame
pak, zZe je tiidime do bloku a v takovém piipadé se jedna o dvoufaktorovou ANOVA. For-
malné vzato je ANOVA, at’ jednofaktorova, dvoufaktorova nebo vicefaktorova, parame-
trickym testem statistické hypotézy, s nimz jste se seznamili v zakladnim kurzu statistiky.
Nejprve jsme méli situaci pravé jednoho vyskytu vsech kombinaci hodnot skupin a bloku
obou uvazovanych faktorti. Napiiklad kazdy fidi¢ absolvoval jedinou jizdu s kazdym ty-
pem benzinu. Poté jsme uvazovali situaci vicendsobného opakovani vSech kombinaci hod-
not skupin a bloku obou uvazovanych faktort. Naptiklad kazdy fidi¢ absolvuje n€kolik jizd
s kazdym typem benzinu, pfitom samoziejmé& mohou byt dosaZené hodnoty primérné spo-
tieby rizné. Zda se tyto vysledky odlisuji vyrazné ¢i nikoliv, se opét zjistilo statistickym
testem. K teSeni prikladi jsme pouzili Excel, konkrétné polozku Analyza dat, podobné bu-
deme postupovat v fesené tloze 2.3. A v fesené tlloze 2.4 si ukazeme feSeni dvoufaktorové
analyzy rozptylu v programu GRETL.

Po ptilrocnim zkusebnim obdobi firmy ,,Dim a zahrada* bylo vybrano 12 obchodt (6 in-
ternetovych obchodi, 6 kamennych prodejen) se sortimentem zahrada, diim a byt, dilna a
naradi, a byly zaznamenany trzby z prodeje v jednotlivych sortimentech. Testujte na hla-
din¢ vyznamnosti 0,05; zda je vyse trzeb ovlivnéna typem obchodu nebo sortimentem.
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prodej\kategorie zbozi | ZAHRADA | DUM A BYT |DILNA A NARADI
INTERNETOVY OBCHOD 44 48 30
42 34 18
52 35 75
70 2 70
35 41 62
20 33 68
KAMENNY OBCHOD 33 38 30
12 1 42
13 50 18
22 5 27
64 44 34
35 47 30

ReSeni:

Testujeme tedy hypotézy: Ho: vySe trzeb neni ovlivnéna nabizenym sortimentem,
Hi: vySe trzeb je ovlivnéna nabizenym sortimentem.

A déle hypotézy: H'o: vySe trzeb neni ovlivnéna typem obchodu,

H’1: vySe trzeb je ovlivnéna typem obchodu.

V Excelu zvolime nasledujici posloupnost ptikazi: Data — Analyza dat... - ANOVA:
dva faktory s opakovanim. Vstupni oblast musi obsahovat i zahlavi tabulky a v kazdé cele

musi byt stejny pocet hodnot.

Po volbé druhé polozky ANOVA: dva faktory s opakovanim, se otevie zadavaci okno, kde

postupné zadate:

Anova: dva faktory s opakovanim

Wstup

Wstupni oblast: $A51:5D3%13
Radkil na vjbér: 6

Alfa: 0,05

MoZnosti vystupu
O WVystupni oblast:
@ Mowy list:

O Movy sesit

1=

I=e

oK

storno

Mapovéda

Obdrzite nasledujici zkraceny vystup (pouze tabulka ANOVA):
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ANOVA

Zdroj variability SS Rozdil MS F Hodnota P F krit
Vybér 1521 1 1521 4,530831 0,041616 4,170877
Sloupce 661,5556 2 330,7778 0,985337 0,385072 3,31583
Interakce 752,6667 2 376,3333 1,121041 0,339213 3,31583
Dohromady 10071 30 335,7

Vybér — meziskupinovy SS (1.faktor), Sloupce — meziblokovy SS (2.faktor), Interakce —
SS pro interakce mezi faktory 1 a 2, Dohromady — vnitroskupinovy SS. Z vys$e uvedeného
vystupu tedy vidime, ze neni rozdil mezi nabizenym sortimentem (sloupce), ale je rozdil
mezi typem obchodu (tadky — vybér).

Tedy Ho: vyse trzeb neni ovlivnéna nabizenym sortimentem, nelze zamitnout, protoze Hod-
nota P = 0,385 coz je vetsi nez hladina vyznamnosti 0,05, na které testujeme. Proto nemu-
zeme tvrdit, Ze by mezi vysi trZzeb a nabizenym sortimentem byla zavislost.

V ptipadé nulové hypotézy: H'o: vySe trzeb neni ovlivnéna typem obchodu, vidime, Ze hod-
nota P = 0,041 coz je mensi nez hladina vyznamnosti 0,05, na které testujeme, proto nulo-
vou hypotézu zamitame. A tedy mizeme tvrdit, Ze vySe trzeb je z 95 % ovlivnéna typem
obchodu.

V piipad¢ Interakce nulova hypotéza predpoklada, ze faktory jsou vzajemné nezavislé. Pro-
toZze Hodnota P = 0,339 je vétsi neZ hladina vyznamnosti 0,05; nulovou hypotézu nelze
zamitnout, a tedy nelze tvrdit, Ze by faktory (nabizeny sortiment a typ obchodu) byly za-
vislé.

pesevioomze ]

Ve tfech méstech okresu Karvind jsme v jednotlivych dnech sledovali primérnou spo-
tfebu pitné vody (v m®) na jednoho obyvatele. Zjistéte, zda je priimérna spotieba vody za-
visla na dni v tydnu, a je-1i spotfeba v riznych méstech rtizna. Uvazujte hladinu vyznam-
nosti 0,05. Zjisténé tdaje jsou uvedeny v Tabulce 6.

Tabulka 6: Spotfeba pitné vody (m°)

Karvina | Petivald | Bohumin
Po 0,6 0,7 0,5
Ut 0,7 0,6 0,6
St 0,9 0,8 0,7
Ct 0,6 0,6 0,5
P4 1 1,3 0,8
So 1,2 1,6 1,3
Ne 1 1,2 1,3
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Reseni:

Formulace prvni dvojice hypotéz:
Ho: spotfeba pitné vody nezavisi na dnu v tydnu,
H1: spotieba pitné vody zavisi na dnu v tydnu.

Formulace druhé dvojice hypotéz:
Ho: spotieba pitné vody nezavisi na mesté,
H1: spotieba pitné vody zavisi na méste.

Obrazek 7 zachycuje zadavani hodnot do programu GRETL. V prvnim sloupci je kvanti-
tativni proménna spotieba vody, druhy sloupec zobrazuje mésto (1,2,3) a treti sloupec je
proménna den (1,2,3,4,5,6,7). Kvalitativni proménné musi byt ptirozena cCisla.

B8 oo e e =
B S DS w: %50 R
spotreba mesto den -

1 O, 6 1 1

2 0,7 1 =

3 a,9 1 3

4 0,6 1 4

5 1,0 1 5

=1 i,2 1 =1

i 1,0 1 r

g a,7 2 1

=] 0,6 2 2

10 o,8 2 3 =
11 0,6 2 4

1z 1,3 2 5

13 1,6 2 &

14 1,2 2 r

15 a,5 3 1

16 0,6 3 2

17 a,7 ] 3

18 0,5 3 4

19 o,8 ] 5

20 1,3 3 &

|21 1,3 7 e

Obrazek 7: Zadavani hodnot do programu GRETL

Testovani prvni dvojice hypotéz.

-
EH gretl: specifikovat model E@g

ANOVA

spotreba Zavisle proménna

den
[T Mastavit jako wychozi

Cilova proménna

Elokova proménna (nepavinné)

mesto

’ Népovéda I ’ Vymazat ] [ Zruit ] [ Budii ]

Obrazek 8: Testovani prvni dvojice hypotéz
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EH gretl: ANOVA - - = | B | S
B & 0S5
hnalyza rozptvlu, reakce — spotreba, Gprava — den:
Souget &rvercd df Stfedni kvadrat
Uprava 1,75205 & ©0,2923175
Blok 0,092381 2 0,0461205
Reziduum o,220852 12 0,0184127
Tpiné z,07238 2o 0,103619
F(6, 12) = 0,293175 / 0,0184127 = 15,9224 [p-hodnota 4,42e-005]

Obrazek 9: Vysledek testovani prvni dvojice hypotéz

Vysledek: p-hodnota = 4,42.10° a tato hodnota je mensi nez hladina vyznamnosti 0,05,
proto nulovou hypotézu o nezévislosti spotieby pitné vody na dnu v tydnu zamitdme. Mii-
zeme tedy tvrdit, Ze spotieba pitné vody z 95% zavisi na dnu v tydnu.

Testovani druhé dvojice hypotéz.

EA greti: specifikovat model — = | (S|
AMNOWA
spotreba Zavisle proménna
den
[T] Mastavit jako wychozi
Cilowa proménna
Blokowva promeénna (nepovinneg)
den
[ MNapowvéda ] [ Vymazat ] [ Frutit ] [ Budi# ]

Obrazek 10: Testovani druhé dvojice hypotéz

EHd gret: anOvA

hnalyza rozptylua,

BeDa® X

reakce = spotreba,

Soudet Stvercd

Oprava 0,092381
Blok 1,75905
Reziduum 0,2208952
Tplné 2,07238
F(z, 12) = 0,0461905 / 0,0184127 =

Gprava = mesSto:
df Stfedni kvadratc

0,0461905
0,293175
0,0184127
0,10361%9

[
(=T VI O N

2,50862 [p-hodnota 0,1230]

Obrazek 11: Vysledek testovani druhé dvojice hypotéz

41



analyza rozptylu (ANOVA) — DVA a vice faktoru

Vysledek: p-hodnota = 0,123 a tato hodnota neni mensi nez hladina vyznamnosti 0,05,
proto nulovou hypotézu o nezavislosti spotieby pitné vody na mésté nelze zamitnout.
Z 95% nebylo prokazano, Ze by spotteba pitné vody zavisela na mésté.

2.3 Kruskal — Wallisova analyza rozptylu

Analyza rozptylu piedpoklada ve své parametrické podob¢ normalitu rozdéleni a ho-
moskedasticitu (identické rozptyly). Pokud tyto podminky nejsou splnény, je tieba pouZzit
neparametricky Kruskal-Wallistiv test, ktery je obdobou jednofaktorového tiidéni v ana-
1yze rozptylu. Na rozdil od parametrického testu neptedpokladd normalitu rozdéleni, jeho
nevyhodou je pak mensi citlivost. Kruskal-Wallistiv test je vicevybérovym testem mediand.

Necht’ tyto nahodné vybéry pochézi ze spojitych rozdéleni stejného typu a stejnych roz-
ptylt (homoskedasticita): (X11, X12, ..., X1n1); (X21, X22, ..., X2n2); ...; (Xk1, Xk2, ..., Xknk);
kde n; je rozsah jednotlivych vybéru.

Testujeme nulovou hypotézu: Ho: X; =X,=... = X, , proti alternativni hypotéze: Hi: ne-
plati Ho.

Vsechny veli¢iny Xjj tvoii dohromady sdruzeny nahodny vybér o rozsahu N = Y5 n;.
Z tohoto vybéru vytvotfime uspoiadany vybér (rostouci posloupnost), a ur¢i se pofadi Rjj
kazdé veli¢iny Xijj. Tato potadi uspotadame do tabulky a ur¢ime tzv. soucty potadi pro jed-
notlivé vybéry Ti, kde T; = Zyil R;;.

Testova statistika je: Q = 12 ii 3.(N+1

' N.(N +1) S n, ' '

Hodnotu Q porovnavame s kritickou hodnotou y2(k — 1).

El[sssemsoionmze ]

V nasledujici tabulce jsou uvedeny ceny byt v zavislosti na poc¢tu pokoji. Pomoci Krus-
kal-Wallisovy analyzy rozptylu zjistéte, zda je cena bytu zavisla na poc¢tu pokoji v byté.
Uvazujte hladinu vyznamnosti 0,05.

Pocet pokoji Cena bytu v tis.K¢
1 200 210 220
2 320 310 330 340
3 500 520 540 510
4 600 620 610

ReSeni:

V dalsi tabulce se zapiSe potadi Rjj kazdé veli€iny Xij a dale uré¢ime tzv. soucty potradi pro
jednotlivé vybéry Ti.
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Pocet pokoju Rij Ti ni
1 1 6 3 6 3
2 5 22 6 7 22 4
3 8 38 11 9 38 4
4 12 39 13 39 3

Tabulka pro vypocet testového kritéria

Ti Ti2 Ti2 / ni
6 36 12
22 484 121
38 1444 361
39 1521 507
SUMA 1001
Dosadime do testové statistiky Q = m.lOOl 3.14+1)=12.2.

Kriticka hodnota o5 (3) = CHIINV (0,05; 3) = 7,81.

Protoze hodnota testové statistiky Q = 12,2 lezi v kritickém oboru, tak nulovou hypotézu
o nezavislosti znakd zamitdme. Mizeme tedy z 95 % tvrdit, Ze cena bytu zavisi na poctu
pokojl v byté.

swosramearory [

Reste v Excelu.

2.1 Ve ctyfech méstech okresu Karvind jsme v jednotlivych dnech sledovali priimérnou
spotiebu pitné vody (v m®) na jednoho obyvatele. Zjistéte, zda je primérma spotieba vody
zavisla na dni v tydnu, a je-li spotfeba v riznych méstech rtizna. Uvazujte hladinu vyznam-
nosti 0,01. Zjisténé udaje jsou uvedeny v tabulce.

Karvini | Orlova | Bohumin | Cesky Té&in
Po 0,64 0,75 0,54 0,76
Ut 0,78 0,63 0,61 0,83
St 0,93 0,82 0,7 0,91
Ct 0,66 0,62 0,56 0,62
Pa 0,99 1,3 0,79 0,99
So 1,22 1,65 1,3 0,98
Ne 1,05 1,3 1,24 1,1

2.2 Vyroba soucastek miize v podniku probihat na jednom ze Ctyt rozdilnych stroju. I kdyz
kazdy stroj provadi stejné operace, ma sva specifika. U kazdého stroje pracuje jeden délnik.
Na hladin€ vyznamnosti « = 0,01 testujte hypotézu o tom, Ze pocet vyrobenych soucastek

neni ovlivnén volbou stroje ani délnikem, ktery na ném pracuje.
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Stroj
Délnik A B C D
1 93 108 123 133
2 98 153 143 163
3 80 123 150 168
4 88 158 165 145
5 60 143 140 130

2.3 V nasledujici tabulce jsou uvedeny primérné bodové vysledky z matematiky na Sesti
vybranych $kolach v ¢lenskych statech Visegradské skupiny (Ceska republika, Slovensko,
Madarsko, Polsko). Pomoci Kruskal-Wallisovy analyzy rozptylu zjistéte, zda se védo-
mostni uroven v matematice 1isi v jednotlivych statech V4. Uvazujte hladinu vyznamnosti

0,05.
Ceska republika| Slovensko | Mad’arsko Polsko
55,4 68,4 52,1 62,3
61,2 57,9 58,9 61,2
65,8 56,2 63,4 51,6
59,3 54,3 54,2 54,7
62,5 52,6 56,8 61,5
58,4 61,2 42,6 66,1

] e

2.1 DNY:F=1295 Fkrit=4,01 p-hodnota = 0,000 — Ho zamitame (primérna
spotteba pitné vody zavisi na dnu v tydnu)
MESTO: F =2,07 Fkrit=15,1 p-hodnota = 0,14 — Hy piijimame (nebyla prokazana
zéavislost primérné spotieby pitné vody na meste).

2.2 DELNIK: F=2,45 Fkrit=541 p-hodnota = 0,1 — Ho pfijimame (nebyla
prokazana zavislost poctu soucastek na délnikovi, ktery na stroji pracuje).
STROJ: F=20,47 F krit=5,95 p-hodnota = 0,000 — Ho zamitame (pocet

vyrobenych soucastek zavisi na stroji).

2.3 N=24;T=(92; 70; 53; 85); statistika Q = 2,99; kritikcka hodnota = 7,81; nulovou
hypotézu o nezavislosti bodového vysledku na statu nezamitame (soubory, z nichz pocha-
zeji vybery jsou shodné)
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oty [[T]

V této kapitole jsme uvazovali situaci, kdy se kromé tfidéni do skupin, vyskytovaly dalsi
faktory, fikdme jim bloky. Kdyz kromé& prvniho faktoru uvazujeme jesté faktor druhy, fi-
kame pak, Ze je tfidime do bloki a v takovém piipad€ se jedna o dvoufaktorovou ANOVA.
Formalné vzato je ANOVA, at’ jednofaktorova, dvoufaktorova nebo vicefaktorova, para-
metrickym testem statistické hypotézy, s nimz jste se seznamili v zdkladnim kurzu statis-
tiky. V této kapitole jste se také seznamili s Kruskal-Wallisovou verzi ANOVA, ktera vy-
uziva Chi-kvadrat test statistické hypotézy.
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3 REGRESNIi ANALYZA — JEDNOROZMERNA LINEARNI
REGRESE

[ wemsvmeo ooy

Analyzu rozptylu z prvni kapitoly je mozné chapat jako analyzu zavislosti kvantitativ-
niho znaku (proménné) na kvalitativnim znaku (proménné). Naproti tomu zavislosti kvan-
titativniho znaku na kvantitativnim znaku (nebo vice kvantitativnich znacich) se zabyva
regresni analyza. V ptipad¢ zavislosti dvou znakti mluvime o jednorozmeérné regresi (pii-
padné jednoduché regresi), u znaku zavislém na vice kvantitativnich veli¢inach hovotime
0 vicerozmérné regresi (vicendsobné regresi). V této kapitole budeme vysetfovat nejprve
nejjednodussi linedrni zavislost dvou znaki, v dalsi kapitole se budeme zabyvat i nelinear-
nimi zavislostmi dvou znakt dilezitych z hlediska ekonomickych aplikaci.

Hlewenarry ]

Po prostudovani této kapitoly budete umét:
e vypocitat regresni koeficienty a vysvétlit metodu nejmensich ¢tverct,
e vypocitat koeficient determinace a koeficient korelace,

e vyjmenovat podminky klasického linearniho regresniho modelu.

[ essromesmvicerio ]

K prostudovani této kapitoly budete potiebovat asi 90 minut.

._________________________________________________________________________________________________________________________________________|
_

Regresni pfimka, metoda nejmensich ctverci, koeficient determinace, koeficient kore-
lace.

|
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3.1 Regresni analyza

V regresni analyze studujeme vztah mezi jedinou proménnou (hodnotami statistického
znaku) nazyvanou zavisle promennou (nékdy vysvétlovanou promeénnou), oznacujeme ji Y,
a obecné neékolika proménnymi (hodnotami statistickych znak), které nazyvame nezavisle
proménné (n¢kdy vysvétlujici proménné), a oznaujeme je symboly X1, Xo,.... Pokud se za-
byvame jedinou nezavisle proménnou X, hovotime o jednoduché regresi, pokud je neza-
visle proménnych vice nez jedna, mluvime o vicroznérnéné (vicenasobné) regresi (nékdy
téz mnohonasobné regresi). V této a nasledujici kapitole se vénujeme jednoduché regresi.

Zavisi-li veli¢ina Y na veli¢iné X, pak to matematicky vyjadiujeme zapisem
Y = f(X). (3.1)

V nasem piipad¢ jsou Y a X statistické znaky (nahodné veli¢iny), pak hovotime o statis-
tické zavislosti, funkéni vztah (3.1) piejde v regresni vztah (regresni model)

y=1(x) + ¢, (3.2)

kde y, resp. X, ptedstavuji hodnoty znaku Y, resp. X, & je ndhodna slozka, funkci f nazy-
vame regresni funkce.

Jestlize je regresni funkce f linearni, coz znaci, Ze ma tvar regresni primky
f(x)= Bo+ BiX, (3-3)

potom hovotime o jednoduché linearni regresi, nema-li regresni funkce linearni tvar,
hovotime o jednoduché nelinedrni regresi. Ve vzorci (3.3) jsou f,,/3, parametry regresni

funkce neboli regresni koeficienty.

Mezi nejpouzivangj$i nelinearni regresni funkce patfi:

regresni parabola: f(x) = Bo + P1x?, (3.4)
regresni hyperbola: f(x) =P+ 1 i (3.5)
regresni logaritmickd funkce: f(x) =L+ Pilogx. (3.6)
regresni mocninnd funkce: f(x) = BoxP1, (3.7)
regresni exponencidlni funkce: f(x) = BoB7. (3.8)

Vyse uvedené nelinearni regresni funkce 1ze prevést na linearni vhodnou transformaci, jak
uvidime v nasledujici kapitole.

Kromé vyse uvedenych ptikladl nelinearnich regresnich funkci existuje celd fada dal-

Sich vyznamnych nelinedrnich funkci, napt. Térnquistovy funkce, které nelze na linedrni
funkci jednoduse prevést. Budeme se jimi zabyvat v nasledujici kapitole.
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3.2 Jednoducha regresni analyza

Piedstavte si vybér parovych hodnot (y1, X1), (Y2, X2), (Y3, X3), ..., (Yn, Xn), ziskanych (napft.
zmeétenych) na statistickych jednotkach zakladniho souboru. Zde jsou yj hodnotami zavisle
proménné Y a Xi jsou hodnotami nezavisle proménné X. Zminéné parové hodnoty mizeme
ziskat zejména dvojim zpiisobem:

(A)  Hodnoty nezavisle proménné X; jsme pfedem pevné zvolili a k nim jsme ,,zmé&fili
prislusné hodnoty Yi. V této situaci jsou hodnoty znaku X pevné (nendhodné¢), za-
timco hodnoty znaku Y povazujeme za nahodné veli¢iny.

(B)  Parové hodnoty (Yi, Xi) ,,zméfime* na n ndhodné zvolenych jednotkach zakladniho
souboru. V této situaci jak hodnoty znaku X, tak hodnoty znaku Y povazujeme za
nahodné veliciny.

Vyse uvedeny datovy soubor parovych hodnot miizeme geometricky zndzornit v roving
bodovym grafem, kde na vodorovnou osu ,,x“ nana§ime hodnoty nezavisle proménné a na
svislou osu ,,y* pfislu§né hodnoty zavisle proménné. Vysledkem je geometrické zndzornéni
n bodl v roving, z jejichz vzajemné polohy miizeme soudit na regresni zavislost znaku Y
na X. Ukolem jednoduché linearni regrese je ,,prolozit“ danymi body p¥imku (tj. nalézt
linearni regresni funkci), kterd nejlépe charakterizuje polohu danych n bodut. Z ptedchoziho
odstavce vime, Ze tato regresni funkce ma tvar f(x) = S, + B1x, kde By, B1 jsou zatim
neznamé hodnoty parametra regresni piimky. Regresni model (3.2) ma nyni tvar

Vi= B+ X ta&,i=1,2,..,n. (3.9)

Odhady b,,b, téchto neznamych parametrti — regresni koeficienty ziskame metodou ne-

vvvvvv

tice, bude vénovan nésleduzici odstavec.

3.3 Metoda nejmensich ¢tvercu

Uvazujte data ve formé parovych hodnot — bodi: (y1, X1), (Y2, X2), (Y3, X3), ..., (Yn, Xn).
Ukolem jednoduché regrese je najit regresni funkci, ktera ,,nejlépe charakterizuje polohu®
danych n bodl. Nejprve budeme uvazovat obecny tvar regresni funkce f(x; Sy, 1) Se
dvéma parametry f3,, f; (nemusi to byt nutn¢ regresni piimka). Specialnimi ptipady této
regresni funkce je linearni funkce (3.3) a také nelinearni funkce (3.4) — (3.8). Postup me-
tody nejmensSich ctvercii bude vzdy stejny, tj. nezdvisly na konkrétnim tvaru regresni
funkce. Odhady b,,b, neznamych parametri B, f; ziskame tak, ze nalezneme hodnoty

by, b, pro néz nabyva své minimalni hodnoty rezidualni soucet ctvercii odchylek hodnot
zavisle proménné Yi od teoretické hodnoty Y; = f(x; ; by, by), 1j.
n n

SR= > (y; =i ) =Dy = F(x.b,b)) . (3.10)

i=1 i=1
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Jak je znamo z matematické analyzy, své minimum funkce Sr (zde je to funkce promén-
nych b,,b,) vZdy nabyva pro ty hodnoty b,,b,, pro néZ se anuluji jeji parcialni derivace:
0S 0S
R_(, R_Q (3.11)
ob, ob,

Vztahy (3.11) pfedstavuji soustavu 2 rovnic o 2 neznamych b,,b, , ktera se nazyva sou-

stava normalnich rovnic. Jejim feSenim ziskame hledané odhady regresnich parametrti zvo-
lené regresni funkce.

Vytesime nyni soustavu (3.11) pro specialni ptipad, ktery nds zejména zajima, totiz pro
linearni regresni funkci f (x; By, f1) = Bo + B1x. Dosadime-li tuto funkci do vztahu (3.10),
vypocteme piislusné parcialni derivace, které polozime rovny 0, ziskame konkrétni sou-
stavu normalnich rovnic

zn:yi =bn + blzn:xi’ (3.12)
i=1 i=1

ZH:XiYi :boznlxi +blzn:Xi2'

i=1 i=1 i=1

Z téchto rovnic jiz snadno vypocteme hledané odhady by, b, takto:

Zn: XY — n>‘<y
i=1

b= — b =y-bx . (3.13)

n
D xt—nx?
i=1

Z analytické geometrie si pfipomerite, ze regresni koeficient bo predstavuje prusecik re-
gresni ptimky s osou ,,y*, tedy hodnotu Yo pro x = 0, tento regresni koeficient se nékdy
nazyva uroviiovd konstanta. Regresni koeficient by vyjadiuje smérnici ptimky, tedy sklon
ptimky k ose ,,x“, tj. zménu funkéni hodnoty Y pti zméné nezavisle proménné X 0 jednotku.

Pro jiné, nez linedrni tvary regresni funkce je postup metody nejmensich ¢tverct ob-
dobny. Vysledkem je rovnéZz soustava 2 normalnich rovnic, tyto rovnice vSak jiz nemusi
byt linearni, a proto soustavu jiz obvykle nelze snadno vyftesit. K feSeni pak pouzivame
iteracni numerické metody, které zde nejsou predmétem naseho zajmu. V fesSenych tillohach
jsou uvedeny zpusoby nalezeni odhadt regresnich koeficient metodou linearizace expo-
nencialni a mocninné regresni funkce pomoci logaritmické transformace.

Na tomto misté bychom chtéli zvyraznit jeden dulezity fakt, ktery budeme v nasleduji-
cim vykladu neustale vyuzivat. Data pro regresni analyzu jsou vysledkem ndhodného vy-
béru, at’ jiz jsme pouzili pti jejich ziskani postup (A), nebo (B). Proto také vysledek jedno-
duché linearni regresni analyzy — odhady neznamych parametri S, 81, tj. regresni koefi-
cienty by, b1, budou nahodné veliciny. Pti kazdém dal$im nahodném vybéru dat bude vy-
sledek, tj. odhad b, b,, obecné jiny! Ma proto vyznam hovofit dale o statistickych charak-
teristikach téchto odhadnutych parametri, jako napf. stfedni hodnota, rozptyl.
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3.4 Mira variability, koeficient determinace

Metoda nejmensich Ctverct nds nyni piivedla k postupu, ktery jsme jiz pouzili v pred-
chozi kapitole pii analyze rozptylu. V ANOVA se jednalo o rozklad celkové variability
znaku Y, vyjadiené jako celkovy soucet ¢tverct, na meziskupinovy a vnitroskupinovy (re-
zidualni) soucet Ctvercl. V analyze rozptylu jsme pracovali se znakem X, ktery mél kvali-
tativni povahu, a proto nebylo mozné vyjadfit zavislost regresnim modelem. V regresni
analyze ma znak X — nezavisle proménna — kvantitativni povahu, a proto je regresni model
zéavislosti Y na X mozny. Pouzijeme analogii s ANOVA V tom, ze znak X zde bude nabyvat
hodnot X, X2, ..., Xn @ i-ta skupina bude nyni charakterizovana teoretickou hodnotou Y; =
f(x;; by, bp), namisto skupinového praméru y; v ANOVA. Potom celkovou variabilitu vy-
svétlované proménné charakterizuje celkovy soucet ctvercii:

n

S, =2 (yi-¥)- (3.14)

i=1

Cast celkové variability vysvétlenou regresnim modelem charakterizuje teoreticky soucet

Ctvercii:
n

S, =>(-y), (3.15)
i1
nevysvétlenou Cast celkové variability predstavuje rezidudlni soucet ctvercii (3.10):
S = Z:(yi -Y,\, (3.16)

i=1
kde ei = yi — Yi nazyvame reziduum.

Lze dokazat, Ze mezi jednotlivymi soucty ctvercu plati zakladni vztah:
Sy= St + Sg. (3.17)

Obdobn¢ jako v analyze rozptylu jsme zavedli k vyjadieni tésnosti vztahu Y a X pomeér
determinace, nyni zavedeme analogicky pojem charakterizujici pfiléhavost dat k regres-
nimu modelu. Timto pojmem je koeficient determinace, ktery definujeme vztahem

R? =132
Sy

Ze vztahu (3.17) vyplyva, Ze koeficient determinace nabyva hodnoty z intervalu [0,1]
a urcuje tu cast celkové variability pozorovanych hodnot Sy, kterou lze vysvétlit danym
regresnim modelem. Jinak feceno, po vynasobeni koeficientu determinace hodnotou 100
obdrzime, kolik procent celkové variability je vysvétlitelnych regresnim modelem. Koefi-
cient determinace je proto dilezitou charakteristikou vhodnosti zvoleného regresniho mo-
delu.

(3.18)

Vztah (3.18) vznika podilem nahodnych veli¢in, a proto jakozto ndhodné veli¢ina je
odhadem koeficientu determinace R?. Pro malé rozsahy vybéru n je odhad (3.18) vychyleny,
viz Ramik (2003), tj. nadhodnocuje ptiléhavost k regresnimu modelu. Proto se pouziva ne-

vychyleny odhad koeficientu determinace RZ, (z angl. adjusted), ktery nazyvame korigo-

vany (upraveny) koeficient determinace:
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R, =1-(1- RZ):—:;. (3.19)

Pro velké hodnoty n je vSak zlomek ve vzorci (3.19) blizky k jedné a korigovany koe-
ficient se blizi k ,,nekorigovanému*.

3.5 Klasicky linearni model
Klasickym jednoduchym linearnim regresnim modelem se nazyva regresni model (3.9):
Yi= ot hxi +a,i=12..n,
splnujici nasledujici podminky:

(1) Hodnoty vysvétlujici proménné Xi se voli ptredem, viz (A) odstavec 3.2, nejsou to
tedy ndhodné veli€iny.

(2) Néhodné slozky & v modelu (3.9) maji normalni rozdéleni pravdépodobnosti se
stiedni hodnotou 0 a (neznamym) rozptylem o?. Konstantnost rozptylu nazyvame
homoskedasticita.

(3) Nahodné slozky nejsou korelované, tj.Cov(a, &) =0 pro kazdé i #j,i,j=1,2, ..., n.

Podminky (1) aZ (3) poZadujeme tehdy, chceme-li zajistit splnéni nékterych dalSich
vlastnosti: napf. zjistit intervaly spolehlivosti koeficienti regresni funkce, interval spoleh-
livosti hodnoty regresni funkce, eventualné chceme-li provadét testy hypotéz o nékterych
prvcich regresniho modelu. Témito tématy se budeme zabyvat v nasledujicich odstavcich.
Pokud totiz tyto podminky splnény nejsou, nelze zajistit ,,spolehlivé predpoveédi.

V praxi jsou podminky klasického modelu ¢asto splnény, nejsme-li si vSak jejich plat-
nosti jisti, mizeme provést testy hypotéz jak o normalité¢ rozdéleni ndhodné slozky
(napft. test dobré shody, viz napi. Ramik (2003)), tak i testy o nekorelovanosti nahodnych
slozek (napf. t-test). Dalsi testy uvedeme pozd¢ji v souvislosti s casovymi fadami. Na Ob-
razku 12 je zndzornéna situace, kdy podminky klasického linedrniho modelu jsou splnény,
na Obrazku 13 je zachycena situace, kdy neni splnéna ani podminka normality ndhodnych
slozek (na obrazku jsou vSechny & téméf stejné), ani podminka nekorelovanosti (hodnoty
yi se nachazeji vedle sebe po jedné stran¢ grafu regresni funkce).
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Data a regresni kfivka
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Obrazek 12: Podminky klasického modelu jsou splnény
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Obrazek 13: Podminky klasického modelu nejsou splnény

3.6 Diagnosticka kontrola modelu

Kvalita kazdého sestaveného modelu se posuzuje pomoci diagnostickych testd, kde jsou
oveérovany vlastnosti ndhodné sloZky, a to jsou heteroskedasticita, autokorelace a normalita
rezidui. Pokud je model zvolen spravné, pak ma nesystematicka (rezidualni) slozka modelu
vlastnosti procesu bilého Sumu.

3.6.1 HETEROSKEDASTICITA

Pozadavkem na nesystematickou slozku je jeji homoskedasticita ¢ili konstantnost roz-
ptylu. K posouzeni homoskedasticity se vyuziva graf rezidui, v praxi pak také tzv. ARCH(q)
(AutoRegressive Conditional Heteroscedasticity) test, kde

Ho: rezidualni slozka vykazuje podminénou homoskedasticitu,
Ha: rezidualni sloZzka vykazuje podminénou heteroskedasticitu.
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Pro posouzeni efektu ARCH (1) je konstruovana tzv. uméla regrese, ktera je uvedena v rov-
nici (3.20), jak uvadi Arlt a Arltova (2007). Vysvétlovanou proménnou je kvadrat rezidui
a vysvétlujici proménnou kvadrat rezidui v prvnim zpozdéni.

a? = ag + a,d¢_ 1 + u; (3.20)
Metodou nejmensich ¢tvercii jsou odhadnuty parametry a za predpokladu platnosti nulové
hypotézy ma4 statistika TR? rozdéleni y?(1), T je pocet méfeni, R? je index determinace. V
piipadé vysokych hodnot statistiky TR? nulovou hypotézu zamitame, a potvrzuje se, Ze ne-
systematickd slozka vykazuje podminénou heteroskedasticitu. Pro posouzeni efektu
ARCH(Q) je konstruovana rovnice (3.21). V tomto piipadé za predpokladu platnosti nulové
hypotézy ma4 testové kritérium TR? rozdéleni y2(q).

af = ag + a,af_ + - aadf_ g +u, (3.22)

Heteroskedasticita mize byt zplsobena i pfitomnosti odlehlych pozorovani, a feSenim
muze byt jejich vypusSténi z modelu. Heteroskedasticita je nezadouci, protoze zplisobuje
chybné testovani parametri v modelu.

3.6.2 AUTOKORELACE

Pfitomnost autokorelace v modelu mize znamenat, ze nebyla odfiltrovana veSkera sys-
tematické slozka. V ptipadé¢ jednorozmérného procesu je pro zkoumani autokorelace pou-
% . V piipadé nekorelovanosti ne-

t4Ut
systematické slozky lezi hodnoty vybérové ACF uvnitf intervalu (—2\/7 , 24T ) Ptitom-

nost autokorelace je ovéfovana na zaklad¢ Portmanteau testu, kde

ziva vybérova autokorelacni funkce (ACF) 7, =

Ho:py =p2=-=pg=0
H1: neplati Ho.

Je-li model spravné konstruovan, pak ma statistika Q = T Y.X_, pZ pro vysoka T a K pii-
blizné rozdéleni y2(K — p — q). Pro malé vybéry se pouziva statistika oznatovéana jako
modifikovana Portmanteau statistika (Arlt a Arltova, 2007).

3.6.3 NORMALITA

Normalitu Ize sledovat pomoci y? testu dobré shody, nejéastéji je viak vyuzivan Jarque-
Bera test, ktery je zalozeny na testovani Sikmosti a Spicatosti rozd€leni. Hypotézy jsou

Ho: normalni rozd¢lenti,
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Hi: jiné nez normalni rozdéleni.

Testové kritérium JB = SK? + K2, kde SK je $ikmost rozdéleni a K je $picatost rozdéleni,
ma za piedpokladu platnosti nulové hypotézy rozdéleni y2(2).

Elfsssemsoiomnss ]

Spole¢nost na vyrobu bytového textilu zkoumala, jak souvisi zisk z prodeje s vydaji na
reklamu. Tabulka 7 uvadi udaje obdrzené v deseti nahodné vybranych firmach. Nadértnéte
bodovy graf a urCete typ regresni funkce popisujici danou zavislost. Stanovte koeficienty
regresni funkce. Vypocitejte koeficient determinace a zhodnot'te tésnost zavislosti vyjad-
fenou regresnim modelem.

Tabulka 7: Zisk z prodeje a vydaje na reklamu

Pozorovani |VYdaje na reklamu (tis. K€) |Zisk z prodeje (10 tis. K¢)
1 6 5
2 8 8
3 9 9
4 9 12
5 12 21
6 15 25
7 16 32
8 20 36
9 22 51

10 23 59

Reseni (,,ru¢ni* vypocet):
Z grafu vidite, Ze jde o pfimou zavislost, kterou je mozné popsat regresni piimkou

Y = fo+ fiX.

Mate za tikol stanovit hodnoty koeficientt bo, b1, neboli na zakladé dat odhadnout hodnoty
parametrl f1, 2. Vyuzijeme vysledkli metody nejmensich ¢tvercti, nebudete vSak dosazo-
vat piimo do soustavy rovnic (3.12), ale pouzijete vztahy pro bo, bi, tj. (3.13), které je
mozné z dané soustavy vyjadrit, a to v numericky vyhodném a snadno zapamatovatelném
tvaru:

~X.y 4621-14-258 100,9

Xy
=L = =297
b 2 — %2 230142 34

by=y-bX=258-297-14=-1575.

Vypocéty potiebnych hodnot pomoci kalkulacky jsou uvedeny v Tabulce 8.



Tabulka 8: Vypoéty
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2 _
i Xi yi Xi Xiyi Yi =9 (i - »?
1 6 5 36 0 2,04 565,21 432,64
2 8 8 64 64 7,98 318,22 316,84
3 9 9 81 81 10,95 221,15 282,24
4 9 12 81 108 10,95 221,15 190,44
5 12 21 144 252 19,86 35,62 23,04
6 15 25 225 375 28,77 8,61 0,64
7 16 32 256 512 31,74 34,84 38,44
8 20 36 400 720 43,62 315,88 104,04
9 22 51 484 1122 49,56 562,08 635,04
10 23 59 529 1357 52,53 711,60 1102,24
Soucet 140 258 2300 | 4621 258 29943 3125,6
Primér 14 25,8 230 462,1
Linearni regrese
y = 2,9676x - 15,747

70 R® = 0,958

60 L

50 /V o Zisk z prodeje (10 tis.

40 K¢)

.

30 / — Lineami (Zisk z prodeje

20 S (10 tis. K&))

10 (4

0 ?/
0 5 10 15 20 25

Obrazek 14: Graf regresni primky
Hledana regresni pfimka ma tvar: Y =-15,7/5+297x .

a. Ktomu, abychom vypocitali determinac¢ni koeficient, musime znat hodnotu souctu
Sta souctu Sy. Tyto soucty vypocitame podle vztah (3.14), (3.15). Pro vypocet teo-
retického souétu musime pro kazdé x;, i =1, ...,10, znat teoretickou hodnotu Yi.

Y =-1575+297-x, =-15,/184+297-6=204.

Tato hodnota udava, jaky by mél byt zisk pfi vydajich X = 6. Protoze vSak jde o stochastic-
kou zéavislost mezi spolecenskymi veli¢inami, mize se tato hodnota liSit od skutecné zjis-
téné hodnoty y = 5. VSechny teoretické hodnoty Yi i hodnoty souctd Sy a St jsou uvedeny
v Tabulce 8. Koeficient determinace vypocitame dosazenim souctd Sy, St do vztahu (3.18).

R? — Sy _ 29943
S, 31256

y

=0,958.
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Tato hodnota znamena, Ze pomoci regresni piimky Y =-15,78+297x je vysvétleno 95,8 %
chovani proménné Y.

Reseni (vypotet v Excelu):

V Excelu vyuzijeme graf funkce s funkci Pfidat spojnici trendu. Po volbé polozky Vlozit
graf — XY bodovy..., se otevie zadavaci okno, kde zadate:

Oblast dat: $A$1:$B$11

Sloupce:  (zakliknout)

Potvrdite OK
Obdrzite bodovy graf, viz Obrazek 14 (jesté bez regresni ptimky). Poklepem pravym tla-
¢itkem mysi na néktery z bodi grafu obdrzite nabidku menu, kde zvolite: Pfidat spojnici
trendu, Typ trendu regrese: zvolite Linearni

Dale oteviete zalozku Moznosti, kde zakliknete:

Zobrazit rovnici regrese (rovnice regresni piimky) a

Zobrazit hodnotu spolehlivosti R (hodnotu koeficientu determinace R?).

Potvrdite OK.
Obdrzite vysledek témét takovy, jaky je na Obrazku 14. K pivodnim bodiim se zobrazi

regresni Efimka, dale rovnice regresni Efimkz a hodnotu koeficientu determinace R?.

Elfssemsoeonmss ]

Spolec¢nost Air-Ostrava, zajist'ujici lety na trase Ostrava-Praha, sleduje pfi planovani let

také na hmotnost uzitecného zatizeni letadla, jehoz vyznamnou cast tvoii pasazéfi a jejich

zavazadla. Zjistilo se, Ze hmotnost zavazadel cestujicich souvisi s dobou, na kterou odces-

tovali. Vysledky prazkumu zachycuje Tabulka 9.

a. Najdéte rovnici regresni pifimky popisujici danou zavislost.

b. S jakou hmotnosti zavazadel 1ze pocitat, bude-li na palubé 15 cestujicich vracejicich se
za 2 dny, 7 cestujicich vracejicich se za 5 dnti, 5 cestujicich vracejicich se za 6 dnt
a 1 cestujici vracejici se za 14 dni.

Tabulka 9: Vysledky priuzkumu

Pozorovani Dny Hmotnost
1 13 46
2 12 43
3 9 29
4 16 52
5 10 31
6 5 18
7 2 11
8 3 12
9 8 25
10 2 10
11 14 48
12 19 60
13 3 15
14 5 20
15 2 12
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Reseni:
Prezentujeme zde pouze ,,rucni* vypocet feseni (s kalkulackou), feSeni pomoci Excelu s
vyuzitim funkce Pfidat spojnici trendu v bodovém grafu ponechdvame na ¢tenafi.

a. K vypoctu regresnich koeficientt bo, b1 pouzijeme opét vztaht (3.13):

X-y-X-y 324,4-82-288
¥2 _x2 96,73 8,22

b, = =299, b,=y-bx=288-299-82=427
Regresni piimka ma tedy tvar Y =4,27 +2,99x..

Tabulka 10: Vypocty

i Xi Yi XiYi X;
1 13 46 598 169
2 12 43 516 144
3 9 29 261 81
4 16 52 832 256
5 10 31 310 100
6 5 18 90 25
7 2 11 22 4
8 3 12 36 9
9 8 25 200 64
10 2 10 20 4
11 14 48 672 196
12 19 60 1140 361
13 3 15 45 9
14 5 20 100 25
15 2 12 24 4
Soucet 123 432 4866 1451
Primér 8,2 28,8 324,4 96,73

b. Vypocitame hodnotu Y pro x = 2: Y(2) =4,27+2,99-2 =10,25,
x=5:Y(5)=4,27+299-5=19,22,
X=6:Y(6)=4,27+299-6=22,21,
x =14: Y (14) = 4,27 + 2,99-14 = 4613 .

Potom hmotnost zavazadel m, se kterou lze pocitat, snadno zjistite, uvazite-li pocty prislus-
nych cestujicich:

m=15-Y(2)+7-Y (5)+5-Y(6) +1-Y (14) = 153,75 + 134,54 + 111,05 + 46,13 = 445,47 Kg.
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[ esens eomn - seomsentrunrce kemesunsieno reu_|

Tato feSend uloha prezentuje ekonometrické modelovani pro jednoduchou spottebni funkci
keynesianského typu pro ¢eské domacnosti v roce 2023. Predikujte vyvoj spotieby pro do-
macnost s mesicnim dichodem 55tis.K¢. Tato uloha bude feSena pomoci programu
GRETL.

(Keynes: Lidé jsou v praméru ochotni zvySovat svou spotfebu pfi rostoucich ptijmech, ale
ne v takové vysi, jak rostou piijmy. Jedna se o pfimou zéavislost redlné spotieby predevsim
na redlném diichodu, pficemz spotieba roste pomaleji nez diichod.

Vymezeni ekonomického modelu:

- Stanoveni pfedmétu zkoumani — keynesianska jednoduché spotiebni funkce

- Klasifikace ekonomickych veli¢in — C; (realna spotieba i-té domacnosti), Yi (ptijem
domacnosti)

- Vymezeni a verbalni popis vazeb a vztahli mezi veli¢inami (pfima zavislost realné
spotteby predevsim na redlném diichodu)

- Formulace vychozi zékladni hypotézy ¢i tvrzeni o chovani ekonomickych veli¢in
(spotieba roste pomaleji nez diichod)

Vymezeni matematického modelu:

Jednorovnicovy linearni model: C; =f; +6,-Y;, i=12,..,n,
Kde f; je regresni parametr urovitové konstanty a f3, je regresni parametr sklonu, ktery se
ocekava 0 < 5, < 1.

Formulace stochastického ekonometrického modelu:

Pfedpoklada zavedeni nahodné slozky uj do rovnice: C;=pf;+pB,Yi+u, i=
1,2,..,n , pfiCemz se predpokladd, Ze nahodna slozka bude mit normdlni rozde€leni
s sttedni hodnostou nula, konstantnim rozptylem, a nebude sériové zavisla na svych zpoz-

dénych hodnotéch.
Y (prijem vK¢) C (spotreba v K¢)
1 46 995 33907
2 46 644 34717
3 46 295 34 363
4 46 847 35 365
5 48 695 35799
6 49 887 36 722
7 50 801 37993
8 52 631 40 389
9 54 906 40 750
10 58 410 41 826
11 62 493 43 496
12 66 326 45079
13 67 850 46 323
14 65 124 46 636
15 66 550 46 662
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ReSeni:

Prezentujeme zde feseni pomoci programu GRETL. Nejprve do programu zadame ob¢ pro-
meénné (C spotfeba domacnosti, Y pfijem domacnosti). V hlavnim menu vybereme MO-
DEL—Ordinary Least Squares a objevi se nasledujici dialogové okno, kde doplnime C jako
zéavislou proménnou, a Y jako regresor, tzn. nezavislou proménou, jak ukazuje Obrazek 15.

“ gretl: specifikovat model

I

const

[[] Robustni smérodatné chyby

I Napovéda £ Vymazat

OoLS

=N

3

O

Zavisle proménna

C

[[] Nastavit jako vychozi

Regresory

const

X zZruzit ¢ Budiz

X

Obrazek 15: Dialogové okno — specifikace modelu

Po potvrzeni dostavame vysledek, ktery zachycuje Obrazek 16. Z toho vidime, Ze regresni
koeficient b2 = 0,568 je statisticky vyznamny na hladiné vyznamnosti 0,01 (p-hodnota je
mensi nez 0,05), rovnice modelu je C = 8539,27 + 0,568 - Y, koeficient determinace
R? = 0,96. Predikce pro Y = 55 je C = 8539,27 + 0,568.55000 = 39 779 K&.
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“ gretl: model 3 — O X
Soubor Upravit Testy Ulozit Grafy Analyza LaTe j
Model 3: OLS, za pouZiti pozorovami 1-15
Zavisle promEnna: C
koeficient sm&r. chyba t-podil p-hodnota

const 8539,27 1662, 00 5,138 0,0002 “un

Y 0,568289 0,0297110 15,13 €,66e-011 ***

Stfedni hodnota zavisle prom&Enné 40001, 80

Sm. odchylka zavisle prom&nné 4789,727

Soudet &tvercld rezidui 11021087

Sm. chyba regrese %20,7475

Eoeficient determinace 0,965686

Adjustovany koeficient determinace 0,963046

F(l, 13) 365,8511

P-hodnota (F) 6,66e-11

Logaritmus v&rohodnosti -122,5886

Akaikovo kritérium 249,1772

Schwarzovo kritérium 250,5933

Hannan-Quinnovo kritétium 249,1621
zde je poznémka o zkratkaéch statistik modelu

Obrazek 16: Odhad koeficientii metodou nejmensich ¢tverci

Dale ovéiime predpoklady modelu: heteroskedasticitu, normalitu a autokorelaci rezidui.

Pro testovani heteroskedasticity vybereme ve vystupu modelu zalozku TESTY —Heteros-
kedasticita— Whitetv test. A dostaneme vysledek, ktery zachycuje Obrazek 17.

“ gretl: LM test (heteroskedasticita) - O >

B &8 04A S
Whitelv test heteroskedasticity

OLS, za pouZziti pozorovamni 1-15
Zavisle proménna: uhat”2

koeficient smér. chyba t-podil p-hodnota
constc -1,72312e+07 2,23342e+07 -0,7718 00,4553
Y 640,642 800, 385 0,8004 0,439%0
sq_¥ -0,0055%932% 0,00703€87 -0,7548 00,4421
Neadjustovany koeficient determinace = 0,051647
Testovacl statistika: TR™2 = 0,774702,
s p-hodnotou = P(Chi-kvadrac(2) > 0,774702) = 0,678853

Obrazek 17: Test heteroskedasticity
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Vyhodnoceni testu hetrosdedaticity provedeme na zaklad¢ vypoctené p-hodnoty. Tes-
tuje se nulova hypotéza Ho: homoskedasticita rezidui (tj. konstantni rozptyl rezidui), opoti
alternativni hypotéze Hi: heteroskedasticita rezidui. P-hodnota = 0,678 je vEétsi nez zvolené
a=0,05; proto Ho nelze zamitnout, nebylo tedy prokézano, ze by rezidua neméla konstantni
rozptyl.

Pro testovani normality vybereme ve vystupu modelu zalozku TESTY—Normalita re-
zidui. A dostaneme vysledek, ktery zachycuje Obrazek 18. Vyhodnoceni provedeného testu
normality je pravdépodobné nejsnazsi odvodit z prubéhu grafu predpokladaného normal-
niho rozdéleni v porovnani se skutecnym rozdélenim rezidui a analyzou p-hodnoty Chi-
kvadrat testu. Testuje se nulova hypotéza Ho: Rezidua maji normdlni rozdéleni, oproti Hi:
Rezidua nemaji normalni rozdéleni. P-hodnota = 0,5387 je vétsi nez zvolené a = 0,05; proto
Ho nelze zamitnout, nebylo tedy prokézano, ze by rezidua nemeéla normalni rozdéleni.

“ gretl: graf - X
0,0005 — — T " T T T T
Testovaci statistika pro_[";ornlaimf relative frequency s
Chi-kvadrat(2) = 1,237 [[0,5387] M(9,7013e-013 920,75)
0,00045 |- 1
0,0004 | 1
0,00035 |- 1
0,0003 |- n
0,00025 | n

Fustota

0,0002 | .

0,00015 | \ i
0,0001 \ g
5e-05 | \ i

0 1
-3000 -2000 -1000 o} 1000 2000 3000

residual

Obrazek 18: Test normality

Pokud chceme pomoci programu GRETL testovat autokorelaci, musime vstupni data
ulozit jako ¢asovou fadu. Testuje se, zda je Ut zavislé na Ut.1. Vybereme ve vystupu modelu
zalozku TESTY—Autokorelace. A dostaneme vysledek, ktery zachycuje Obrazek 19.
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“ gretl: autokorelace — O x
H & DA S
Breusch—Godfreyﬁv test pro autokorelaci prvniho fadu

OLS, za pouZiti pozorovani 19€0-1974 (T = 15)

Zavisle prom&nna: uhat

koeficient smér. chyba t-podil p-hodnota
const 148,475 1576,83 0,09416 00,9265
b —0,00252950 0,0281839 -0,08975 Q,9300
uhat_1 0,417326 0,264272 1,579 00,1403
Neadjustovany koeficient determinace = 0,172055

Testovacl statistika: LMF = 2,493721,

s p-hodnotou = P(F(1,12) > 2,49372) = 0,14
Alternativni statistika: TR"2 = 2,580829,
s p-hodnotou = P(Chi-kvadratc(l) > 2,58083) = 0,108

Ljung-Box Q'
s p-hodnotou

3,0%8597,
P (Chi-kvadrac (1) > 3,09597)

I
[=]
<
o
|
]
wn

Obriazek 19: Test autokorelace

Testuje se nulova hypotéza HO: Rezidua nejsou autokorelovana, oproti H1: Rezidua jsou
autokorelovana. P-hodnota = 0,14 je vétsi nez zvolené a = 0,05; proto HO nelze zamitnout,
nebylo tedy prokdzano, ze by rezidua byla autokorelovana.

[ swosrareviory ]

3.1 Personalni feditel firmy shromazdil udaje o véku (X) a dobé pracovni neschopnosti (Y)
dvaceti ndhodné vybranych stalych zaméstnanct. Zjisténé udaje jsou zaznamenany v ta-

bulce.
X Y X Y
20 4 58 20
35 14 46 13
35 15 43 16
34 10 33 10
32 10 29 10
28 9 36 11
25 12 48 14
46 15 55 15
38 15 36 14
50 16 19 6

Nacrtnéte bodovy graf a najdéte rovnici regresni funkce vyjadiujici danou zavislost. Zhod-
not’'te vystiznost (ptfiléhavost) regresni funkce vzhledem k datiim.
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3.2 Bylo sledovano, jak souvisi mnozstvi vadnych vyrobki (v % z vyrobenych vyrobki)
s vykonem soustruznika (v % z pfedepsané normy). Bylo vybrano deset pracovnikii, namé-
fené udaje jsou uvedeny v tabulce.

Vykon 56 68 72 85 92 102 | 107 | 111 | 123 | 142
Vadné vyrobky | 52 3,9 3,5 24 | 2,04 2 22 | 224 | 24 | 251

Stanovte regresni model a urcete priléhavost regresni ptimky k datim.

3.3 Tabulka zachycuje stafi (v letech) osmi vybranych strojii v potravinaiském zavod¢ a
tydenni naklady (v K¢) na provoz téchto stroju.

Stari stroje 1 2 3 4 5 6 7 8

Naklady 44 52 61 80 94 | 108 | 111 | 116

a. Odhadnéte parametry linearni regresni funkce, kterd by méla vystihovat prib&h zavis-
losti nakladii na stari.

b. Urcete koeficient determinace R? a interpretujte jej.

c. Jaké tydenni naklady mizeme oc¢ekavat u stroje starého 4 roky?

3.1
25
y =0,2964x + 1,3941
15
10
5
0 T T T T T T 1
0 10 20 30 40 50 60 70

32 Y=-0,0285x +5,56; R?=0,53.

33 a) Y=3214+11,36x
b) R? = 0,97 tzn. modelem je vysvétleno 97 % celkové variability.
c) Y(4) =32,14+11,36.4 = 77,58 K¢.
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Elswmmortapmrory ]

Tato kapitola se zabyvala jednoduchou regresni analyzou, byl zde formulovan model
jednoduché linearni regresni analyzy. Dale zde byla vysvétlena metoda nejmensich ¢tverct
k nalezeni ,,nejlepsich* hodnot regresnich koeficientli v regresnim modelu. Mira ptiléha-
vosti dat k regresni kiivce byla stanovena pomoci koeficientu determinace a jeho odmoc-
niny — koeficientu korelace. Nakonec jste se seznamili s tzv. klasickym jednoduchym re-
gresnim modelem, ktery stanovuje 3 zakladni podminky, kterym by mél vyhovovat re-
gresni model vzhledem K existujicim datim.
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4 REGRESNIi ANALYZA - JEDNOROZMERNA: INTER-
VALY SPOLEHLIVOSTI, TESTY HYPOTEZ, NELINE-
ARNI REGRESE

wowrmmeaemoy [

Tato kapitola vam roz$itfi znalosti v jednorozmérné regresni analyze. Za predpoklada
jednorozmérného klasického regresniho modelu se budete zabyvat stanovenim intervala
spolehlivosti a dale testy hypotéz regresnich koeficientd a testem nulovosti koeficientu de-
terminace. Dal$i odstavce se zabyvaji jednorozmérnou nelinearni regresi. Nejprve budou
vySetfovany regresni funkce, které lze s pomoci vhodné transformace ptevést na funkce
linedrni dale parabolickd regresni funkce, a nakonec nelinedrni regresni funkce tzv.
Tornquiustova typu. Pro vypocet parametru téchto funkci, jez maji uplatnéni predevsim
v marketingu, poznate novu metodu tzv. metodu vybranych bodd.

ooy ]

Po prostudovani této kapitoly budete umét:
stanovit intervaly spolehlivosti pro regresni koeficienty,
testovat statistickou vyznamnost regresnich koeficientd,

testovat koeficient determinace a transformovat funkci na funkci linearni.

K prostudovani této kapitoly budete pottebovat asi 90 minut.

Intervaly spolehlivosti, testovani regresnich koeficientu, test koeficientu determinace.
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4.1 Intervaly spolehlivosti
Jsou-li splnény predpoklady klasického linearniho modelu (3.9), tj. modelu
Vi= ,30 + :lei + &, i= 1,2, .y N,

potom pro rozdeleni odhadl regresnich koeficientli 4,,b, jakozto ndhodnych velicin plati
toto: Regresni koeficient bj ma normalni rozd€leni pravdépodobnosti se stiedni hodnotou
B; arozptylem o? hj, kde j = 0 nebo 1, ¢&isla hj jsou definovéana nasledujicimi vztahy:

2%
h, = : :

S (T @)
n

= Ny x’ —(in)z '

V klasickém linearnim modelu pfedpoklddame, ze ndhodné slozky maji konstantni roz-

(4.2)

ptyl 62, jeho hodnotu viak nezname. Neznamy rozptyl o> miizeme nahradit jeho bodovym
odhadem
sk = S ,
n-2
ktery nazyvame rezidudlni rozptyl. Jak je vidét, v rezidualnim rozptylu vystupuje v Citateli
rezidualni soucet ¢tverct (3.16) déleny Cislem nN—2, coz je pocet stupnii volnosti, tj. rozsah
dat n minus pocet regresnich parametri v modelu: 2. Odmocninu rezidualniho rozptylu Sr

(4.3)

nazyvame smerodatna chyba.

Oboustranny interval spolehlivosti pro regresni koeficient bj, pfi zadaném koeficientu
spolehlivosti (1 - @), je nasledujici interval:

[bj — t1-a2(n-2) sg\fh; , bj + traa(n-2) sgfh; 1, j=0nebo 1. (4.4)

Pfipominame, Ze zde t1-o2(N-2) je ptislusny kvantil Studentova t-rozdéleni, podrobnosti,
viz Ramik (2003), hj jsou dany vztahy (4.1), (4.2).

Bodovy odhad regresnich koeficientt bj netika nic o eventualni variabilité tohoto koefi-
cientu. Tuto informaci dopliluje smérodatna chyba (4.3) a zejména interval spolehlivosti
(4.4), ktery informuje, v jakém rozmezi se regresni koeficient miize pohybovat v ramci
zadané spolehlivosti.

Odhadnuty linearni regresni model (3.1), ktery ma tvar

y =bo + bix + g, (4.5)
resp. regresni funkce
Y = bo + bux, (4.6)

ma prakticky vyznam zejména pti odhadu chovani modelu v piipadé, ze nezavisle pro-
ménna nabyva néjakou v datech se nevyskytujici hodnotu, ozna¢me ji napi. xo. Model (4.5),
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resp. regresni funkce (4.6), pak slouzi k predpovedi (predikci, prognoze, extrapolaci) hod-
noty zavisle proménné. Bodovy odhad piedpovédi ziskame dosazenim Xo do (4.5), resp.
(4.6), nebot’ predikovana hodnota chyby (rezidua) e je 0, tedy

Yo = bo + bixo. (4.7)
Informaci o tom, v jakém rozmezi se predikovana hodnota zavisle proménné y mtize pohy-
bovat, poskytne oboustranny interval spolehlivosti:

[Yo— t1-a2(n-2) suvH , Yo + traa(n-2) s, ~H ], (4.8)

1 (% -2 f : R .
kde H=1+—|1+ > | . Ostatni symboly v (4.8) maji stejny vyznam, jako
Nl n) x- (Z X,)

v intervalu (4.4).

4.2 Testy hypotéz

Metodou nejmensich ¢tvercii 1ze zjistit, zda regresni koeficienty bj jsou nenulova isla,
musime mit vSak stdle na paméti, Ze se jedna o realizace ndhodnych veliCin, a tudiz ma
smysl testovat, zda naSe piivodni parametry g, jsou pfesto nulové. Za predpokladi klasic-

kého linearniho modelu je mozno testovat nulovou hypotézu:

Ho: ,=0,j=0nebo 1 4.9
proti oboustranné alternativni hypotéze
Hi: 8,#0,j=0nebo 1. (4.10)
Pfi tomto testu pouZijeme testové kritérium
b.
T= (4.11)
SR
hi
n-2

které ma pfi platnosti Ho t-rozdéleni s n—2 stupni volnosti, Sr je rezidualni soucet ¢tverct,
hj je dano vztahy (4.1), (4.2), pficemz j = 0 nebo 1.

Na hladin¢ vyznamnosti « (viz Ramik (2003)) je kriticky obor vymezen nerovnosti
7[>t )2 (n=2),
kde t,_,,,(n—2) je ptislusny kvantil Studentova t-rozdéleni, ktery 1ze nalézt v tabulkach,
nebo v Excelu pomoci funkce TINV.

Pfijmete-1i napf. na dané hladin¢ vyznamnosti « nulovou hypotézu Ho: g, = 0, pak to

znamena, ze Y nezavisi nNa X, jinak fec¢eno, pro libovolnou hodnotu nezavisle proménné
X nabyva zavisle proménnd y neustale stejné hodnoty f,.
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Vypocitand hodnota koeficientu determinace je prakticky vzdy kladna. Musime vSak
mit stale na paméti, ze u hodnot vstupujicich do vypoctu koeficientu determinace se jedna
0 realizace nahodnych veli¢in, a tudiz ma smysl testovat, zda teoreticky koeficient deter-
minace R? neni presto nulovy. Za predpokladii klasického linearniho modelu je mozno tes-
tovat nulovou hypotézu:

Ho: R?=0,
proti oboustranné alternativni hypotéze
Hi: R%% 0.

Pti tomto testu pouzijeme testové kritérium

_ |R*(n-2) N
T_‘/—l—RZ , (4.11%)

které ma pii platnosti Ho t-rozdéleni, n—2 stupiii volnosti, R? je vypo¢itany koeficient de-
terminace.

Na hladiné vyznamnosti « je kriticky obor vymezen nerovnosti 7 > t;_,(n — 2), (viz Ra-
mik (2003)), kde t;_,(n — 2) je pfislusny kvantil Studentova t-rozdéleni, ktery lze nalézt
v tabulkéach, nebo v Excelu pomoci funkce TINV.

4.3 Nelinearni regresni analyza

V tomto odstavci si povSimneme jednoduchého regresniho modelu s nelinearni re-
gresni funkci, ktery se v§ak da pouhou substituci na linearni model pievést. Konkrétné se
jedna o dveé regresni funkce zminéné jiz v kapitole 3:

regresni mocninnd funkce: f(x) = BoxP1, (4.12)
regresni exponencialni funkce: f(x) = BofBi”. (4.13)

Regresni model s regresni funkci (4.12) ma tvar:

y = BoxP1 + ¢, (4.14)
avSak namisto n¢j uvazujeme model, jeZ vznikne logaritmovanim (4.12), kde polozime y =
f(), tj. Iny = InBy + f; Inx + €', ptitom In oznaduje pFirozeny logaritmus o zakladu e
=2,718... Jestlize nyni poloZite substituce

y' =Iny x' =Inx, (4.15)

ﬁ'o = Inf, ﬁ'l = P, (4.16)

pro transformaci (4.15) ptavodnich dat yi, Xi, obdrzite ,,¢arkovany* jednoduchy linearni re-
gresni model

y =B+ x +¢, (4.17)

jehoz parametry 8 /0' p '1 (regresni koeficienty) Ize odhadnout metodou nejmensich ¢tverca

aplikovanou na linearni model (4.17), a obdrzite tak jejich odhady b'y,b';. S pouzitim

68



Jaroslav Ramik, Radmila Krkoskova - Statistické zpracovani dat

vztahl (4.15) a (4.16) dostanete nazpét odhady by, b; ptivodniho nelinearniho regresniho
modelu (4.12): by = e?°, b, = b',.

Analogickym postupem lze linearizovat jednoduchy nelinearni regresni model s expo-
nencialni regresni funkci (4.13), ktera je v ekonomii znama jako Cobb-Douglasova jedno-
faktorova produkcni funkce:

y = PoBi + &, (4.18)

ktery substitucemi
y' =lIny x' =x, (4.19)
B, = InPy, B, =Inpy, (4.20)

lze rovnéz transformovat na ,,éarkovany* linearni model (4.17), jehoz parametry B'O, ﬁ'l

odhadneme metodou nejmensich &tvercil, a obdrzime tak jejich odhady b'g, b';. S pouzitim
vztaht (4.20) vypocteme nazpét odhady bg, by ptivodniho nelinearniho regresniho modelu
(4.18):

b, = ebo,h, = eb, (4.21)

Je vSak tfeba upozornit, Ze na intervalové odhady, resp. testy hypotéz, regresnich koefi-
cientll by,b, 1ze pouzit postup z pocatku této kapitoly pouze tehdy, kdyz transformovana,
tj. ,.¢arkovana“ data y’,, x';, spliji podminky klasického regresniho modelu z kapitoly 3.
Meze intervalovych odhadt, tedy krajni body intervalii spolehlivosti pak vypocitame s po-
uzitim zpétnych transformaci (4.21).

DalSimi uZite¢nymi nelinearnimi regresnimi funkcemi s uplatnénim pfedevs§im v mar-
ketingu a vyzkumu trhu (logistické funkce, Gompertzovy funkce, aj.) se budete zabyvat
Vv kapitole vénované analyze Casovych fad. Tam se budete zabyvat i problémem vybéru
vhodného typu regresni funkce. V nasledujicich odstavcich se jest€¢ vénujeme zndmé para-
bolické regresni funkci a dale Tornquistovym funkcim, které nelze pievést jednoduse na

linearni tvar, jak tomu bylo v tomto odstavci.
|

4.4 Parabolicka regrese

V kapitole 3.1. jsme oznacili parabolickou regresni funkeci (3.4) za regresni funkci, kte-
rou Ize substituci x = x? pievést na linearni tvar. V tomto piipadé se viak jednalo pouze
0 specialni tvar paraboly (s vrcholem na ose y) se dvéma parametry. Obecny tvar para-
boly vSak mé parametry tii a vypada takto:

f(x) = Bo + Br1x + Box?. (4.22)
Jednoduchy regresni model s parabolickou regresni funkci pak ma tvar

y = Bo + Pix + fx? + €. (4.23)
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Mame-li tedy k dispozici data, tj, dvojice hodnot (y1, X1), (Y2, X2), (Y3, X3), ..., (Yn, Xn), pak
Ize odhady by, by, b, regresnich parametra 3y, 51, B, ziskat metodou nejmensich ¢tverct,
pfi¢emz je zapotiebi fesit soustavu 3 normalnich rovnic o 3 neznamych:

Zyl: nb0+blz x,.+b22xi2 , (4.24)
ZJ’[ i:bozxi +blzxi2+b22xi31
Z:yl.x[2 = bOinz +b12x[3 +b22x[4 .

Uvédomte si, Ze nezndmé jsou v této soustave rovnic by, by, b, zatimco Yj, Xj jsou zndmé
hodnoty, které se dosadi do sum 2. Vv soustavé (4.24). Tuto soustavu 3 linearnich rovnic
0 3 neznamych je snadné vyfesit napt. znamou Gaussovou elimina¢ni metodou.

4.5 Tornqgvistovy funkce

Zejména v marketingu se vyuzivaji Tornqvistovy regresni funkce (téz Tornqvistovy
kiivky), coz jsou regresni funkce s vice parametry, které¢ podle pouziti rozdélujeme na tii

typy:
Tarnqvistovy krfivky 1. typu vyjadiuji zavislosti poptavky po spotiebnim zbozi f(x)na
vysi prijmu X ekonomickych subjekti (napt. rodin). Tyto kifivky maji tvar:

£ (x) :%. (4.25)

Kiivky tohoto typu se pouzivaji naptiklad pii planovani a progndézovani ve spotfebnim
primyslu. Regresni funkce (4.25) slouzi k modelovani poptavky po zbozi nezbytného cha-
rakteru (mléko, pec¢ivo, obuv apod.).

Pti modelovani poptavky po zbozi relativné nezbytného charakteru (elektrospotiebice,

maso a uzeniny apod.) se pouzivaji Tornqvistovy krivky II. typu, které maji tvar:
f(=2oX=A) (4.26)
X+ S,

Tornquistovy krivky II1. typu se pouzivaji pii modelovani poptavky po zbozi zbytného
charakteru (auta, Sperky, umélecka dila apod.). Tyto regresni funkce se tfemi parametry
maji tvar:

f(x)= PXx=f). (4.27)
X+,

Odhady regresnich parametra funkci (4.25) - (4.27) lze ziskat opét metodou nejmensich
¢tverct, avsak s pouzitim PC a Excelu, nebot’ soustava 3 norméalnich rovnic o 3 neznamych
je nelinearni, a proto se k feSeni pouzivaji iteracni numerické metody. Pro rucni vypocet
mizeme alternativné vyuzit i metodu vybranych bodii.
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Obrazek 21: Tornqvistova krivka Il. typu, g, =g, =g, =1

0.8 +
0,6 +

04 +

Obrazek 22: Tornqvistova krivka 1. typu, g, =p, =8, =1
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4.6 Metoda vybranych bodu

Ukézeme si zde jinou metodu vypoctu neznamych parametrtl, ktera sice nevede z teore-
tického pohledu k nejlepsim odhadim, avsak jeji vyhoda spociva ve vypocetni nenaroc-
nosti umoznujici ,,ru¢ni vypocet. Tato metoda se nazyva metoda vybranych bodii a Spo-
¢iva v tom, ze z danych tdaju (Yi, Xi) vybereme 3 charakteristické hodnoty, kterymi ne-
chame Tornquistovu kiivku prochdzet, jinymi slovy, polozime empirické hodnoty rovny
hodnotam teoretickym. Jestlize charakteristické hodnoty poptavky Y3,Y,,Y; odpovidaji
hodnotam vyse ptijmi x,,x,,x;, pak ze vztahu (4.26) obdrZite soustavu 3 rovnic o 3 nezna-

myCh bo, bll bz:

v, = 20a=B) y _Ble=b) oy B(6=b) (4.28)
X +b, X, +b, X3+,

jejichz feSenim napf. postupnym dosazovanim ziskdme odhady nezndmych parametrii

bo, by, by,

Elfsssemsoonnes ]

Data v tabulce ptedstavuji ceny brozovanych knih a k nim ptislusné pocty jejich stran.
a. Urcete linedrni regresni model popisujici zavislost ceny knih na poctu stran.
b. Urcete interval, ve kterém bude s pravdépodobnosti 95 % leZet regresni koeficient bs.
€. Nahladin€ vyznamnosti 5 % testujte, zda je regresni koeficient by statisticky vyznamny.
d. Vypoctéte koeficient determinace a na hladin€ vyznamnosti 5 % testujte, zda je statis-
ticky vyznamny.
V jakém rozmezi se bude pohybovat cena knihy s 250 stranami? Uvazujte hladinu vy-
znamnosti 0,01.

@

Meé¥reni €. 1 2 3 4 5 6 7
Pocet stran 20 35 48 50 130 200 86
Cena knihy 40 50 70 106 118 | 179 100

ReSeni:

a. Koeficienty regresni pfimky Y = bo + bix ur€ite pomoci vztahi (3.13):
h = XY~ X-y 1013571-81,29-94,71 2436,73 _
o2y 10103,57 — 81,29 349551

by =y —by-x=9471-0,7-81,29 = 37,81.
Hledana regresni pfimka mé tvar Y = 37,81 + 0,7x.

b. Ukolem je najit 95 % oboustranny interval spolehlivosti pro koeficient b1. Obecny
tvar tohoto intervalu je nasledujici (viz (4.4)):

[b1 — t1-a2(N-2) s g A/l , 01 + t1-i2(N-2) 54/ ],
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kde sr je odmocnina z rezidualniho rozptylu s = SRZ , h1 je definovano vztahem (4.2).

i Xi Vi Xi2 XiYi Y, |[(v;-Y; )? (i =
1 20 40 400 800 51,81 139,48 2993,18
2 35 50 1225 1750 62,31 151,54 1998,98
3 48 70 2304 3360 71,41 1,99 610,58
4 50 106 2500 5300 72,81 1101,58 127,46
5 130 118 16900 15340 | 128,81 116,86 542,42
6 200 179 40000 35800 | 177,81 1,42 7104,80
7 86 100 7396 8600 98,01 3,96 27,98
Soucet 569 663 70725 70950 1516,83 13405,43
Pramér | 81,29 94,71 | 10103,57 | 10135,7

Nejprve se vypocita rezidualni soucet ¢tverct Sr (v tabulce vypoctl je to hodnota v pied-
poslednim sloupci dole):

;
Sp=>_(y;—Y;)? =1516,83.
i=1

Teoretické hodnoty Yi obdrzime postupnym dosazovanim hodnot Xi do rovnice regresni
ptimky. Hodnoty Yi, jednotlivi s¢itanci i soucet Sg jsou uvedeni v tabulce. Nyni muZzeme
vypoditat hodnotu rezidualniho rozptylu s3.

1516,83
2 = =303,37.

Sk

Potom

sg = +[sZ = /303,37 = 17,42.

Dale stanovime hodnotu h;.

h =

n 7 7
n>'x?—(Yxf 7-70725-569° 171314

V tabulkach Studentova rozdéleni nalezneme (1 — &/2) = 97,5 % kvantil t-rozdéleni o n—2
=7 — 2 =5 stupnich volnosti, tj. ty 975(5) = 2,57.

Dosazenim vyse vypocitanych hodnot do vztahu pro interval spolehlivosti ur¢ime jeho pra-
vou a levou stranu:

L=0,7-257-17,42-,/0,00004 =0,42 .

P=0,7+257-17,42-,/0,00004 =0,98.
Regresni koeficient by bude s 95 % pravdépodobnosti lezet v intervalu [0,42; 0,98].
c. Ackoliv je hodnota koeficientu b1= 0,7, nesmite zapominat na to, Ze pracujete s na-
hodnym vybérem a Ze teoretickd hodnota parametru f1 presto mize byt nulova. Bude se
proto testovat nulova hypotéza

=0,00004.

Ho: /1=0
proti oboustranné alternativni hypotéze
Hi: 1= 0.
K ovéfeni nulové hypotézy vypocitame hodnotu testového kritéria (4.11)
T= S”l = 0.7 - (?’171 ~6,35.
\/ R \/1516’8 .0,00004
n—2 -2
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regrese

V tabulkach t-rozdéleni nalezneme to,975(5) = 2,57. Protoze 6,35> 2,57, zamitdme nulovou
hypotézu ve prospéch hypotézy alternativni, coz znamena, ze na zvolené hladin€¢ vyznam-
nosti je parametr S1 nenulovy, a tedy statisticky vyznamny.

d. Koeficient determinace R? vypo¢itdme podle vztahu
R? =1_S_R=1_%=089
S 13405,43

y
Testové kritérium stanovite podle vztahu (4.11%*)

2
T /R (n-2) _ 0,89.5 _6,35.
1-R? 1-0,89

Protoze 6,35> 2,57, zamité se nulova hypotéza ve prospéch hypotézy alternativni, coz zna-
men4, Ze na zvolené hlading vyznamnosti je koeficient determinace R? nenulovy, a tedy
statisticky vyznamny.

e. UrCete 99 % interval spolehlivosti pro predikovanou hodnotu Y, je-li Xo = 250.
Podle (4.8) je tvar tohoto intervalu

[Yo - tia2(N-2) sxvH , Yo + tran(N-2) s,vH ],
kde

Yo=ho + bix=37,81+0,7 -250 =212,81

tr-ar2(n —2) = 4,032

srR=17,42

— 2 2
H-1. Y1, (% =%, 12ty (7-250 —569) _1+1(1+1394761j:
nonYx - x ) 7 171314
1

7
:1+7-9,14: 2,31.

770725 —569°

Meze hledaného intervalu jsou:

L=212,81-4,032-17,42-,/2,31 =106,06.

P=212,81+4,032-17,42 - /2,31 = 319,56.
Cena knihy se bude s 99 % pravdépodobnosti pohybovat v intervalu [106,06;319,56].

Nakonec si ukdzeme feseni pomoci Excelu. Na tomto misté to bude dal$i moznost feSeni
ulohy jednoduché (i vicenasobné) regrese s vyuzitim menu:
Data — Analyza dat... — Regrese.

Data jsou uspoiadana ve worksheetu ve 2 sloupcich:

A B C

1 |Pocet stran [Cena knihy

2 20 40

8 35 50

4 48 70

5) 50 106

6 130 118

7 200 179

8 86 100

9

Otevie se okno regrese, které vyplnite takto:
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Regrese g‘

Wskup
Ystupni oblast ¥ $B41:4B48 B
Starno
Wstupni oblask 1 sAb15ASE & 4

[+ Popisksy [ Konstanta je nula @

W Hladina spolehlivosti |99 %y

MoZnosti wystupu

(" yyskupni oblast: $ag20 Y
" Moy list: li
™ Moy segit

Rezidua

[ Rezidua [ Graf s rezidui

[ standardni rezidua [ @raf regresni primky

Morméalni pravdEpodobniost

VYSLEDEK
Regresni statistika
Nasobné R 0,942
Hodnota spolehlivosti R 0,887
Nastavena hodnota spolehlivosti R 0,864
Chyba stf. hodnoty 17,416
Pozorovani 7
ANOVA
Rozdil SS MS F yznamnost F

Regrese 1 11888,84 11888,84 39,19608 0,001525
Rezidua 5 1516,586 303,3172
Celkem 6 13405,43

Koeficienty ba st. hodi  tstat  Hodnota P Dolni 95% Horni 95% Dolni 99,0% Horni 99,0%
Hranice 38,059 11,19022 3,401 0,019 9,294 66,825 -7,061 83,180
Pocet stran 0,697 0,111327 6,261 0,002 0,411 0,983 0,248 1,146

V prvni ¢asti vystupu jsou popisky s nepiesnymi pieklady do CeStiny, spravné ma byt:

Nasobné R =R - koeficient korelace

Hodnota spolehlivosti R = R? - koeficient determinace

Nastavena hodnota spolehlivostiR = Rzadj - upraveny koeficient determinace

Chyba stf. hodnoty = s? - smérodatna chyba (odhad smé&rodatné odchylky nahod. slozky)

V této &asti vystupu je dilezita druha hodnota — koeficient determinace R? = 0,887, ktery
odpovida ruéné ziskanému vysledku z ¢asti d.

Druhé tabulka ve vystupu — ANOVA neni v pravém slova smyslu metoda ANOVA, jak
jsme se ji zabyvali v kapitolach 1 a 2, jde tu o analogii vyuZivajici podobnosti vztaht (1.5)
a (3.17). Analogicky jako v metodé¢ ANOVA je zde vysledek F-testu statistické vyznam-
nosti celého regresniho modelu: Vyznamnost F = 0,001525. Tato hodnota je mensi nez
0,05 a proto je cely regresni model statisticky vyznamny.

Ve tieti — posledni tabulce jsou uvedeny relevantni informace k vypocitanému regresnimu
modelu. Nejprve jsou uvedeny odhady regresnich koeficientt:

Hranice = uroviiova konstanta = bo

Pocet stran = sklon regresni piimky = koeficient u nezavisle proménné ,,pocet stran* = by
Ve sloupci Hodnota P jsou uvedeny p-hodnoty (signifikance) testii nulovosti pfislusnych
regresnich koeficienti:

Pro regresni koeficient bo je tato hodnota 0,019<0,05; bo je statisticky vyznamny tj. fo# 0.
Pro regresni koeficient bije tato hodnota 0,002<0,05; b je statisticky vyznamny tj. f1# 0.
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Intervaly spolehlivosti regresnich koeficientl jsou uvedeny ve sloupcich:
Dolni 95 %, Horni 95 %, resp. Dolni 99,0 %, Horni 99,0 %.
Konkrétné 95 % interval spolehlivosti koeficientu /1 je [0,411; 0,983], coZ je stejny vysle-

dek, jaky jsme obdrZeli pfedtim ru¢nim vypoctem.
|

Elfssemsoionnes ]

Pti sledovani zavislosti vlastnich nakladd na skladovani zahrnujici 1 ztraty zplisobené za-
stavenim vyroby z nedostatku soucastek (Y) na velikosti dodavek (X) v 18 obuvnickych
zavodech jsme obdrzeli nasledujici tidaje - viz. tabulka.

a. Naleznéte regresni funkei popisujici zavislost Y na X a urcete jeji rovnici.

b. Stanovte optimalni velikost dodavky.

Podnik 112 ,3|4|5|6|7|8]9|10(11|12|13|14|15|16|17 |18
Dodavka | 28 | 32 | 35|40 |42 | 4549 |51 |53 |56 |57|60|61|64|69|72|75]|77
Naklady | 62 | 59 | 58 | 53 | 50 | 46 | 44 | 42 | 40 |41 | 38 | 35|36 | 36 | 38 | 40 | 42 | 46

ReSeni:
a. Jak z pribéhu bodového diagramu, tak i rozboru empirickych udaju plyne, ze za-
vislost mezi velikosti dodavek a ndklady na skladovani dobte vystihuje parabolicka re-
gresni funkce f(X) = fo +5ix +/X2.
Néklady na skladovani maji zpoc¢atku klesajici tendenci, mala dodavka zpiisobuje vysoké
naklady na pfevzeti pfipadajici na jednu soucastku a zpisobuje vypadky ve vyrobg. Tuto
tendenci pozdéji vystiida vzestup — piili§ velka dodavka zvySuje stav zasob, prodluzuje
skladovaci dobu a vyvolava nutnost ivérového kryti — viz Obrazek 23.

Odhady hodnot parametrti parabolické regrese obdrzime feSenim soustavy normalnich

rovnic
Doy =nby+b > x +b, > X7
Zyixi =bOZXi +blei2 +bZZXi3
Zyixi2 =bOin2+blzxi3+bZin4.

Regresni parabola y =0,0227x* - 2,8479 + 127,71
R?=10,939

60 N,

*
40 N, - o+ Naklady

30 —— Polynomicky (Naklady)

Obrazek 23: Parabolicka regrese
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Dosazenim hodnot ze souctového fadku tabulky do téchto rovnic dostaneme:
806 = 18by + 966b, + 55534b,
41618 = 966b, + 55534b, + 3372084b,
2330182 = 55534by + 3372084b; + 213664858b,.
Redenim této soustavy rovnic (napt. Cramerovym pravidlem) ziskame regresni koeficienty
bo=127,71; by =—2,8479; b, = 0,0227.
Hledana parabola ma tvar Y = 127,71 — 2,8479x + 0,0227x2.

b. Optimalni velikost objednavky zjistime jako minimum funkce
Y =127,71 — 2,8479x + 0,0227x?
tak, Ze polozime jeji prvni derivaci rovnu nule, tj.
Y'=-2,8479 + 0,0454x = 0, tudiz X=62,7.
Optimalni velikost dodavky je 62 nebo 63 kust.

Nakonec provedeme vypocet pomoci Excelu s vyuzitim funkce Ptidat spojnici trendu v bo-
dovém grafu.

Po zobrazeni dat pomoci grafu XY bodovy poklepete pravym tlacitkem mysi,

zvolite polozku Typ trendu a rergrese: Polynomicky (stupen 2),

Dale oteviete zalozku Moznosti, kde zakliknete:

Zobrazit rovnici regrese (rovnice regresni piimky) a soucasné zakliknete

Zobrazit hodnotu spolehlivosti R (hodnotu koeficientu determinace R?).

Potvrdite OK.

! S I T/ x; Wi | xiy
1 28 62 784 21952 614656 1736 48608
2 32 59 1024 32768 1048576 1888 60416
3 35 58 1225 42875 1500625 2030 71050
4 40 53 1600 64000 2560000 2120 84800
5 42 50 1764 74088 3111696 2100 88200
6 45 46 2025 91125 4100625 2070 93150
7 49 44 2401 | 117649 5764801 2156 105644
8 51 42 2601 | 132651 6765201 2142 109242
9 53 40 2809 | 148877 7890481 2120 112360
10 56 41 3136 | 175616 9834496 2296 128576
11 57 38 3249 | 185193 10556001 2166 123462
12 60 35 3600 | 216000 12960000 2100 126000
13 61 36 3721 | 226981 13845841 2196 133956
14 64 36 4096 | 262144 16777216 2304 147456
15 69 38 4761 | 328509 22667121 2622 180918
16 72 40 5184 | 373248 26873856 2880 207360
17 75 42 5625 | 421875 31640625 3150 236250
18 77 46 5929 | 456533 35153041 3542 272734
Soucet 966 806 55534 | 3372084 213664858 41618 | 2330182

Obdrzite vysledek téméi takovy, jaky je na nasledujicim obrazku. K pivodnim bodim
se zobrazi regresni parabola, dale rovnice regresni paraboly a hodnotu koeficientu determi-
nace R?. Vysledek je stejny, jako pii ruénim vypoétu, viz vyse.
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Regresni analyza — jednorozmeérna: intervaly spolehlivosti, testy hypotéz, nelinearni
regrese

Ellsesemsaionnes ]

V jisté firm¢ zkoumali, jak zavisi vlastni naklady na jednotku produkce (Y) na objemu pro-
dukce (X). Nasledujici tabulka uvadi zjisténé udaje v riznych obdobich.

a. Najdéte regresni hyperbolicky model popisujici danou zavislost.

b. Pomoci koeficientu determinace zhodnot'te ptiléhavost regresni funkce k datim.

ReSeni:
a. Dosadite potfebné tidaje do normalnich rovnic, které ziskate z hyperbolické re-

gresni funkce (3.5) tak, ze k nalezeni minima souctu ¢tverct odchylek:

2
F(b,,b) = Z y, — (b, +b, i) se anuluji parcialni derivace, tj. F _ 0a ok _ 0.
X; ob, ob,

Tim obdrZite nasledujici normalni rovnice:

Dy, =n-b, +b12%
i 1 1
2 Ey b

a obdrZime soustavu 2 rovnic o 2 neznamych
1574=13-b, +b,- 713
1812,19 = b, - 7,13+ b, -8,33.

Resenim této soustavy ziskate odhady regresnich parametri:
bo=3,32; b1 =214,71.

214,71

X .

Hledana regresni hyperbola mé tvar: Y = 3,32 +

b. Nejdtive vypocitate teoretické hodnoty Y postupnym dosazenim hodnot X; do rov-
nice regresni hyperboly

214,71 _ 332+ 2147 432,74.

Y, =332+
X, 0,5

Vsechny hodnoty Yi jsou uvedeny v tabulce, viz nize.

Dale vypocitate soucty St, Sy

13
S, =) (Y, - )% = (432,74 -121,08)* + (310,05 -121,08)° +... + (24,58 —121,08)’

i=1

=203722,02.

13
S, =>.(y; —¥)? = (456-121,08)% + (297 —121,08)* +...+ (14—121,08)* = 2060,97 .
i=1
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! & Y W 1y} | Vil Yo | @=-»|i-»’
1 0,5 456 2,00 | 4,00 | 912,00 | 432,74 | 9713196 | 112171,41
2 0,7 297 1,43 | 2,04 | 424,29 | 310,05 | 35709,66 30947,85
3 0,9 206 1,11 | 1,23 | 228,89 | 241,89 | 14595,06 7211,41
4 1,4 165 0,71 1051 | 117,86 | 156,68 1267,36 1928,97
5 1,9 118 0,53 | 0,28 62,11 116,33 22,56 9,49
6 3,2 79 0,31 0,10 24,69 70,42 2566,44 1770,73
7 4.2 57 0,24 | 0,06 13,57 54,44 4440,89 4106,25
8 48 54 0,21 | 0,04 11,25 48,05 5333,38 4499,73
9 6,9 40 0,14 | 0,02 5,80 34,44 7506,49 6573,97
10 7,9 35 0,13 | 0,02 4,43 30,50 8204,74 7409,77
11 8,8 30 0,11 | 0,01 3,41 27,72 8716,09 8295,57
12 9,2 23 0,11 | 0,01 2,50 26,66 8915,14 9619,69
13 10,1 14 0,10 | 0,01 1,39 24,58 9312,25 11466,13
Soucet 60,5 1574 7,13 | 8,33 | 1812,19 203722,02 | 206010,97
Prumér| 4,65 121,08 0,551(0,64 | 139,40

Hodnoty jednotlivych séitanci i soucti St, Sy jsou uvedeny v tabulce.
Koeficient determinace R? vypo¢itate podle vztahu (3.18).
R _ S; 20372202 0.99

S 20601197

y

Hodnota koeficientu determinace 0,99 je vysokd, coZ znamend, Ze danym regresnim mo-
delem s vysvétlujici proménnou ,,objem produkce™ je vysvétleno 99 % variability znaku Y.

Pouze 1 % chovani proménné Y je ovlivnéno jinymi faktory.
|

pesevisomss 3]

Data v tabulce ukazuji poptavku po urcitém druhu zbozi (v tis. ks) pfi riznych cenach
(v K&). Popiste zavislost poptavky na cen¢ mocninnou regresni funkci.

Pozorovani 1 2 3 4 5 6
Cena 8,5 40 92 180 200 250
Poptavka 200 140 80 45 42 18

ReSeni:

Ukolem je nalézt odhady parametrii fi1, /% regresni funkce Y = Sox1.

Pouzijete linearizujici transformace, a to tak, Ze ob¢ strany rovnice zlogaritmujete a pouZi-
jete vhodnou substituci (viz odstavec 4.3), ¢imz ziskate rovnici

Y = ﬁ,O + ﬁllxl,
kdeY' = InY,x = Inx, B’ = Infy, ', = 1, coZ je rovnice regresni pfimky.

Regresni koeficienty b'y, b'; uréime pomoci znamych vztahii takto:
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o Xy —x'-y' 17,49-439-418 -086
= -

LA = =-06
7Y 20,7-439-439 143
b, =y —b/x' =418—(-0,6-4,39) = 68.
i X y x' Yy’ Xy | x?
1 8,5 200 2,14 5,30 11,34 4,58
2 40 140 3,69 4,94 18,23 13,61
3 92 80 4,52 4,38 19,81 20,45
4 180 45 5,19 3,81 19,77 26,97
5 200 42 5,30 3,74 19,80 28,07
6 250 18 5,52 2,89 15,96 30,49
Prumér 4,39 4,18 17,49 20,70

Odhady bo, b1 piivodniho modelu snadno vypocitate zpétnou transformaci
brl = lebO = eb’o.
Proto bude b, = —0,6; b, =897,85.

Hledan4 mocninn4 regresni funkce mé tvar Y = 897,85 - x %6,

Nakonec provedeme vypocet pomoci Excelu s vyuzitim funkce Ptidat spojnici trendu
V bodovém grafu.
Po zobrazeni dat pomoci grafu XY bodovy poklepete pravym tlacitkem mysi, zvolite po-
lozku Typ trendu a regrese: Mocninny,
Dale oteviete zalozZku MozZnosti, kde zakliknete:
Zobrazit rovnici regrese (rovnice regresni piimky) a soucasné zakliknete
Zobrazit hodnotu spolehlivosti R (hodnotu koeficientu determinace R?).

Obdrzite vysledek, jaky je na Obrazku 24. K ptivodnim bodiim se zobrazi regresni moc-
ninna funkce, dale jeji rovnice a hodnotu koeficientu determinace R?. Vysledek je ponékud
odlis$ny od vysledku, ktery jsme ziskali pfi ru¢nim vypoctu, viz vyse. Tato odliSnost je zpti-
sobena tim, Ze Excel pocitd koeficienty pfimo metodou nejmensich ¢tvercl bez pouZiti li-
nearizace s logaritmickou transformaci. Metoda pouzita Excelem je pfesnéjsi nez metoda
linearizace, a proto bychom ji dali pii aplikaci pfednost. Metoda linearizace je zase vypo-
cetné jednodussi, je ji mozno provést rucné, v dobé pocitacli vsak tato vyhoda ztraci na
vyznamu.
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Mocninna regrese y = 1005,9x %623
R? = 0,8347
300
250 X
200
\ ¢ Poptaka
150 * L .
\ —— Mocninny (Poptawka)
100
K
50 ———a——___
0 *
0 100 200 300

Obrazek 24: Mocninna regrese

peseioomss ]

Tabulka uvadi stafi pletacich stroju (X) v letech a naklady na jejich adrzbu (Y) v tis. K¢.
Popiste zavislost Y na X exponencialni regresni funkci.

Méreni 1 2 | 3 4 5 6 7 8 9 | 10 | 11 | 12
Stari 14 108| 3 | 75|84 )148]| 45 |156]173]115(132| 15
Naklady | 475 | 8 | 10 | 17 | 22 |76,4|125| 76 |945| 25 |30,6 | 12

ReSeni:

Ukolem je nalézt odhady regresnich parametrii exponencialni regresni funkce
y = Bobi-

Pomoci logaritmické transformace pifevedeme tuto funkci na funkei lineérni:
Iny = Info + xInp.

Pouzitim substituce
y=InY, X' = x5 =In . fi =In

obdrzite regresni ptimkuy "= f8 '0 +p '1x'.

Odhady parametrti g;,5, této pfimky uréime pouzitim zndmych vztahti

Xy -x'-y' 348-934-325 445

b = - _
tTow2_y?  11859-934> 3135

=014

b, =y —b/x' =325-(014-9,34) =1,94.
Regresni koeficienty ptivodni funkce snadno vypocitame zpétnou transformaci:

by = e? 0= 6,96;b,; =e? 1= 1,15. Hledana exponencialni regresni funkce ma tvar:

y =6,96-1,15% = 6,96 - e>14*,
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regrese
i [xi=xi Vi i Xiyi | x'?
1 14 47,5 3,86 54,04 | 196,00
2 0,8 8 2,08 1,66 0,64
3 3 10 2,30 6,90 9,00
4 7,5 17 2,83 21,23 | 56,25
5 8,4 22 3,09 25,96 | 70,56
6 14,8 76,4 4,34 64,23 | 219,04
7 4,5 12,5 2,53 11,39 20,25
8 15,6 76 4,33 67,55 | 243,36
9 17,3 94,5 4,55 78,72 | 299,29
10 11,5 25 3,22 37,03 | 132,25
11 13,2 30,6 3,42 45,14 | 174,24
12 1,5 12 2,48 3,72 2,25
Primér [ 9,34 3,25 34,80 | 118,59
Exponencialni regrese y = 6,0473601407
R?=0,9287
100

80 e
/ ¢ Néklady
60
40 / — Exponencialni
/ R (Naklady)
20

Obrazek 25: Exponencialni regrese

Nakonec provedeme vypocet pomoci Excelu s vyuZzitim funkce Pfidat spojnici trendu
vV bodovém grafu. Po zobrazeni dat pomoci grafu XY bodovy poklepete pravym tlacitkem
mysi, zvolite polozku Typ trendu a regrese: Exponencialni,

Dale oteviete zalozku Moznosti, kde zakliknete:
Zobrazit rovnici regrese (rovnice regresni ptimky) a soucasné zakliknete
Zobrazit hodnotu spolehlivosti R (hodnotu koeficientu determinace R?). Potvrdite OK.

Obdrzite vysledek, jaky je na Obrazku 25. K ptivodnim bodim se zobrazi regresni eXpo-
nencialni funkce, dale jeji rovnice a hodnotu koeficientu determinace R2. Vysledek je prak-
ticky stejny jako vysledek, ktery jsme ziskali pfi ru¢nim vypoctu, viz vyse.

o swosrarevcory ]

4.1 Tabulka zachycuje staii (v letech) osmi vybranych stroji v potravinaiském zavodé a ty-
denni naklady (v K¢) na provoz téchto stroju.

82



Jaroslav Ramik, Radmila Krkoskova - Statistické zpracovani dat

Stari stroje 1 2 3 4 5 6 7 8
Naklady 44 | 52 61 80 | 94 | 108 | 111 | 116

a. Odhadnéte parametry regresni funkce f(X)=/£o+f1InX, ktera by méla vystihovat pra-
beh zavislosti nakladi na stafi.

b. Jaké tydenni naklady mizeme ocekavat u stroje starého 4 roky?

c. Urcete koeficient determinace a interpretujte jej.

4.2 V tenisovém zapase ma vyznamny vliv na vitézstvi hrace uspésnost jeho prvniho po-
dani. Data v tabulce ptfedstavuji pocet uspesSnych prvnich podéni (X) a pocet vyhranych
bodl pii Uspésném prvnim podani (Y) deseti vybranych hraci z ptednich mist Zebticku
ATP.

X 31 42 39 41 50 38 33 49 37 46
Y 22 31 29 26 33 26 23 30 29 31

Zvolte nejprve linearni a potom parabolicky typ regresni funkce popisujici zavislost Y na X.

a. Urcete regresni parametry obou zvolenych regresnich funkci.

b. Stanovte 95 % interval spolehlivosti pro regresni koeficient b1 u linearni regrese.

C. Zhodnotte vystiznost obou zvolenych regresnich funkci. Kterd z nich 1épe vystihuje
data?

4.3 Ve vyzkumu G¢innosti 1éku se zkoumalo procento zlepSeni u¢innosti daného 1éku (Y)
Vv zavislosti na ptidaném mnozstvi nové latky v mg (X).
Zvolte exponencidlni typ regresni funkce popisujici zavislost Y na X.

X 1 15 2 2,5 3 3,5 4 4,5 5 55
Y ]1,304]1,108] 1,09 | 1,36 | 1,547 | 2,011 | 2,024 | 2,052 | 2,428 | 3,648

a. Urcete regresni parametry exponencialni regresni funkce.
b. Sestrojte graf regresni funkce.

C. Zhodnotte vystiznost exponencialni regresni funkce.
|

e

4.1 a) Y=3229+3844-Inx b) Y(4) =32,29+ 38,44 - In4 = 85,58K¢

c) R?*=092
4.2 linearni regresni funkce kvadraticka regresni funkce
a Y=795+0,49x Y = —25,94 + 2,19x — 0,02x2
b) b1€(0,26; 0,73)
c) R?=0,75 R?=10,79
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regrese

Model Iépe vystihuje kvadraticka regresni funkce.
4.3 Rovnice exponencialni regresni funkce a koeficient determinace je v ndsledujicim

grafu.

3,5 y= 0,808360’2348X
3 R?=0,8677 .
2,5 s

L5 ®

0,5

Tato kapitola pfinesla rozsifeni znalosti v jednorozmérné regresni analyze. Kapitola se
zabyvala stanovenim intervalll spolehlivosti, testovanim hypotéz regresnich koeficientl a
testem nulovosti koeficientu determinace. Dale zde byla piedstavena jednorozmérna neli-
nearni regrese. Byly zde vysetfovany regresni funkce, které 1ze s pomoci vhodné transfor-
mace pievést na funkce linearni, dale parabolicka regresni funkce, a nakonec nelinearni
regresni funkce tzv. Tornqviustova typu. V této kapitole jste se seznamili s tzv. metodou
vybranych bodil.
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5 REGRESNi ANALYZA - VICEROZMERNA

mowrmmeoeroy  [[@]

V této kapitole navaZete na jednoduchou regresi vysetfovanou v pfedchozi kapitole.
Nyni budeme ptedpokladat, Ze vysvétlovana proménna zavisi na n¢kolika (vice nezZ jedné)
vysvétlujicich proménnych. Vicendsobny linearni regresni model je zobecnénim jednodu-
chého linearniho regresniho modelu. Linearni regresni model bude rozsifen na vicenasobny
regresni model linedrni v parametrech, ktery predpoklada linearni vztah pouze v regresnich
koeficientech, nikoliv nutné v nezavisle proménnych. Odhady regresnich koeficientti se
stanovi opét metodou nejmensich Ctvercl, pfitom lze vyuzit maticové symboliky, ktera
usnadiiuje praci s vektory a maticemi. Podobné jako v pfipadé jednoduché regrese budou
formulovany ptedpoklady klasického regresniho modelu, pficemz obdrZite analogické vy-
sledky pro intervaly spolehlivosti regresnich koeficienti a odpovidajici testy hypotéz jako
Vv ptipad¢ jednoduché regrese. Nejprve budeme piedpokladat, ze vysvétlovand promeénna Y
zavisi na nékolika vysvétlujicich proménnych Xi, Xz, ..., Xk.

e
eueeroy
Po prostudovani této kapitoly budete umét:
napsat rovnici vicenasobného regresniho modelu,
vypocitat odhady regresnich koeficienti pomoci maticové symboliky,
vypocitat odhady regresnich koeficientd v EXCELU a v GRETLU,

interpretovat hodnotu koeficientu determinace a koeficientu korelace.

|
K prostudovani této kapitoly budete potiebovat asi 120 minut.
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_

Vicenasobna regresni analyza, koeficient determinace, koeficient korelace.

5.1 Vicerozmérna regresni analyza

Na rozdil od piedchozich dvou kapitol, kde jsme ptredpokladali, ze vysvétlovana pro-
ménnd Y zavisi na jediné vysvétlujici proménné X, budeme nyni ptedpokladat, ze vysveét-
lujicich proménnych je nékolik (. alespon 2), feknéme Kk, kde k > 2, pfitom K je celé ¢islo.
Vysvétlujici statistické znaky (proménné) oznacime X1, Xa, ..., Xk, i-tému pozorovani (i-té
realizaci) hodnot vysvétlujicich znakd x,,,x,,,...,x, odpovidd hodnota vysvétlovaného
znaku y,. Vicenasobny linearni regresni model je zobecnénim jednoduchého linearniho

regresniho modelu (4.9) a mé nasledujici tvar:
Vi = ﬁo + ,[)’1xl-1 + Ble’2+.. . +ﬁkxik + &, i= 1,2, ..., n. (51)

Jak jste vidé€li v predchozi kapitole pfi aplikaci metody linearizace, bylo pro pouziti me-
tody nejmensich ¢tvercl podstatné, ze regresni funkce byla linearni v parametrech g, , ni-
koliv v proménné x. Tohoto dilezitého faktu vyuZijeme nyni a formulujeme ponékud obec-
né&j$i model, nez (5.1), totiz vicenasobny regresni model /inedrni v parametrech. Ten vy-

pada takto
yi :ﬂ() +ﬂ1fl(‘xil"xi2""’xik) +IBZfZ(‘xil"xiZ""’xik)+"'+ﬂkfk(xil"xi2"""xik) + (C"l 1
i=12,..n. (5.2)
kde f (X0 X000 X,) .1 =1,2, ..., k, jsou funkce proménnych X, X,,..., X, , nezavislé na para-
metrech f,.

5.2 Metoda nejmensich ¢tvercu

Odhady regresnich koeficientd by,b,...,b, lze stanovit metodou nejmensSich ctverctl,

ktera spoc¢ivd v minimalizaci souc¢tu kvadrata (tj. druhych mocnin) odchylek skutecnych
hodnot dat y, od teoretickych hodnot Y, =by +b, f, (X, Xipyeers Xy ) + oo+ By T (X Xinyeees X ) -

Podobné, jako u jednoduchého modelu, vypocteme odhady ze soustavy normalnich rovnic:

0Sq

=0, =0, ...,
b,

0. (5.3)

V (5.3) se jedna o parcialni derivace funkce Sr podle proménnych bi. Oznacéeni

Fi = (X X0 X)), 12142, 0,k j=1.2, ..., (5.4)
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umozni vyuzit maticovou symboliku. Soustavu rovnic (5.2) lze maticové zapsat takto:

y=FB+¢, (5.5)
kde matice:
11 l:kl
F, - Fe ' . o
F=|. ° . ."| senazyva matice regresorii,
_1 Fln o Fkn
Vi
Yo . - y . ‘o
y = .| Je vektor pozorovani vysvétlované proménné Y,
L Yn
By b
B= 'él ,resp. b= 7|, je vektor regresnich koeficientd, resp. vektor jejich od-
B b,
hadi. Dale

& |

&
g=| |, je vektor ndhodnych slozek.

& |

Pii vypoctu vektoru odhadi b regresnich koeficientti metodou nejmensich ¢tverci ob-
drzite soustavu normalnich linearnich rovnic, které 1ze maticové vyjadtit. Pozor, pouzivate
pfitom pravidla pro sCitani a nadsobeni matic, tzn. pravidlo ,,fadek krat sloupec. Toho lze

dosahnout tak, Ze regresni rovnici y = F.b, vynasobite zleva transponovanou matici F',
takZe obdrzite

FTy =FTF.b, (5.6)

a za predpokladu, ze matice F'F je regularni, a tedy existuje k ni matice inverzni (FTF)?,
lze nalézt feSeni soustavy, tj. vektor odhadl regresnich koeficientd modelu (5.5), a to po
vynasobeni (5.6) zleva matici (FTF)%, ve tvaru:

b= (F'F)'Fy. (5.7)

Ve specialnim piipadé jednoduché linearni regrese je k = 1, pak matice regresoru a dalsi
prvky z (5.6) maji tvar:

1 X

F= 1 RS {Z?Xi %H Y {%ny}

a soustava normalnich rovnic (5.6) je nasledujici:

1 x,
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Exi %xx} m ) [zzyy} ’ (58)

coz je tvar ekvivalentni rovnicim (3.12), (3.13).

5.3 Nahodny vektor a jeho charakteristiky

Nyni jesté rozsifime pojmy stfedni hodnoty a rozptylu pouzivané doposud pro ndhodnou
veli¢inu (skalar), a to pro ndhodny vektor:

X=|"2], (5.9)

kde slozky Xi jsou nahodné veli¢iny. Strredni hodnota E(X) vektorové nahodné veliciny X
je vektor stfednich hodnot jednotlivych slozek, tj.:

E(X)
E(X) = E(?<2) . (5.10)
E(x,)
Rozptyl (variance) Var(X) vektorové nahodné veliciny X je matice:
Var(X) = E((X- E(X))"(X - E(X))). (5.11)

Rozptyl nahodného vektoru (5.11) je ¢tvercova matice typu (nxn).

5.4 Klasicky linearni model

O klasickém (vicerozmérném) linedarnim regresnim modelu hovoiime tehdy, kdyz ma-
tice regresortt ma nejjednodussi tvar, tj. kdyz je matice tvofena danymi hodnotami pozo-
rovani vysvétlujicich proménnych:

Fy=x,;,1=12,..,kj=12..,n. (5.12)
V tom piipad€é mé matice regresort tvar:
Xy = Xy
X cee X
F=|. 7 <2 (5.13)
1 Xln an
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U klasického linearniho modelu pozadujeme splnéni podminek 1. az 3. z minulé kapi-
toly, pfitom u téchto podminek nebylo dilezité, zda jde o jednoduchy nebo vicerozmérny
regresni model:

1. Hodnoty vysvétlujicich proménnych X1, Xo, ..., Xk, tvofici matici regresortt F podle
(5.13) se voli ptedem, nejsou to tedy ndhodné veliCiny.

2. Reziduum & v modelu (3.5) ma normdlni rozdéleni pravdépodobnosti s nulovou
stiedni hodnotou a (nezndmym) rozptylem &2, tj.:

E(e)=0, (5.14)

Var(e) = & 1, (5.15)

kde symbol I oznacuje jednotkovou matici.

Vztah (5.15) zahrnuje zaroven podminku 3. z klasického linearniho modelu, viz ka-
pitola 3.5, nebot’ na diagonale matice Var(e) jsou rozptyly o jednotlivych slozek
ndhodného vektoru € a mimo diagonalu vystupuji nulové kovariance téchto sloZek.
V tom pripad¢ hovoiime o homoskedasticité. V opaéném piipad¢ hovoiime o pritom-
nosti heteroskedasticity.

3. Vysvétlyjici proménné X1, Xo, ..., Xk, nejsou kolineérni, tj. sloupcové vektory matice
regresord (5.13) jsou nekorelované. V opa¢ném piipade hovoiime o pfitomnosti mul-
tikolinearity.

5.5 Miry variability a koeficient determinace

Podobné jako u jednoduché regrese, zajimame se nyni o celkovou variabilitu vysvétlo-
vané proménné, kterou charakterizuje celkovy soucet ctverct:

n

S, =2, -y (5.16)

i=l1
Cast celkové variability vysvétlenou regresnim modelem charakterizuje teoreticky soucet
Ctvercil:

n

S, =>(Y,-y), (5.17)

i=1
kde Y,=by +b, f, (X, Xipsees Xy ) + oo+ By (Xig, Xz, Xi ) » Di jsou odhady regresnich pa-
rametrii ziskané MNC. Nevysvétlenou ¢ast celkové variability predstavuje rezidualni sou-
cet Ctverc:

n

Se= Y (-1}, (5.18)

i=1
kde e, =y, Y, je reziduum, tj. odhad ndhodné slozky .

Mezi jednotlivymi soucty ¢tvercii plati zdkladni vztah:
Sy= St + Sr (5.19)

Obdobné¢, jako v pfipadé¢ jednoduché regrese, zavedeme analogicky pojem, charakterizujici
piiléhavost dat k regresnimu modelu, koeficient determinace, ktery definujeme vztahem:
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R2 -3 1 e

S y S y
Koeficient determinace nabyva hodnoty z intervalu [0,1] a urcuje tu ¢ast celkové variability
pozorovanych hodnot Vi, kterou lze vysvétlit danym regresnim modelem. Jinak fe¢eno, po
vynasobeni koeficientu determinace stem obdrzime, kolik procent celkové variability je
vysvétlitelnych regresnim modelem.

Nevychyleny odhad koeficientu determinace RZ;, ktery nazyvame korigovany (upraveny)

koeficient determinace, definujeme takto:

R, =1-(1- Rz)ﬁ, (5.21)

kde p = k+1 oznaéuie pocet parametri v regresnim modelu (5.2).

(5.20)

5.6 Intervaly spolehlivosti a testy hypotéz

Tento odstavec je pfirozenym rozsitenim kapitoly 4 pro jednoduchy klasicky linearni
model, tj. model (3.9) se dvéma parametry f3,, f;. Nyni mame analogicky model, av§ak
s k+1 parametry So, B1,- -+, Pk-

Jsou-li splnény piedpoklady klasického linearniho modelu (5.5), tj. modelu:

Y, =By + BiXy + BoXip +ot B Xy +&,1=1,2, ..., (5.22)
potom pro rozdéleni odhadi regresnich koeficientd by, b4, . .., by, jakoZto ndhodnych veli-
¢in, plati toto: Regresni koeficient bj ma normalni rozdéleni pravdépodobnosti se stfedni
hodnotou S, a rozptylem o hj;, kde j = 0,1, ..., k, &isla hjj jsou diagonalnimi prvky matice:

H=(F"F?, (5.23)
kde matice F je definovana vztahem (5.13).

V klasickém linedrnim modelu pfedpokladame, Ze rezidudlni slozky maji konstantni
rozptyl o2, jeho hodnotu viak zpravidla nezname. Neznamy rozptyl o> miizeme nahradit
jeho bodovym odhadem:

st = S (5.24)

n-p
ktery nazyvame v souladu s (5.22) rezidudlni rozptyl. V rezidualnim rozptylu vystupuje
v ¢itateli rezidualni soucet ¢tvercti (5.18) déleny Cislem n—p, coz je pocet stupii volnosti,
tj. rozsah dat n minus pocet regresnich koeficientd v modelu: p = k + 1. Odmocninu rezi-
dualniho rozptylu sr nazyvame smeérodatna chyba.

Oboustranny interval spolehlivosti pro regresni koeficient bj, pfi zadaném koeficientu
spolehlivosti (1 — o), je nasledujici interval:

[Seh, Sh
[bj — t1-er2(N—p) nR—jljo , bj + t1-ar2(n—p) nR_—‘I‘) 1.i=01, ... k. (5.25)

Zde ti-a2(n—p) je prislusny kvantil Studentova t-rozdéleni, hjj diagonalni prvky matice
(5.23). Interval (4.23) je specialnim pfipadem intervalu (5.25) v piipadé k = 1.
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Bodovy odhad regresnich koeficientti bj, vypoéteny metodou nejmensich ¢tverct, dopl-
nuje interval spolehlivosti (5.25), ktery informuje, v jakém rozmezi se regresni koeficient
muze pohybovat v ramci zadané spolehlivosti v piipad¢ jiného nahodného vybéru dat (ze
stejného zakladniho souboru). Odhadnuty linearni regresni model (3.9), ktery ma tvar:

y =by +bx +b,X, +...+b X, +e, (5.26)
kde e je reziduum, tj. odhad nahodné slozky ¢, resp. regresni funkce:

Y = bo + b1x1 + b2x2+. ‘e +bkxk, (527)
ma prakticky vyznam zejména pii odhadu chovani modelu pro nezavisle proménné nevy-
skytujici se v datech, napt. hodnoty Xo1, Xo2, ..., Xok . Model (5.26), resp. regresni funkce

(5.27), pak slouzi k predikci hodnoty zavisle proménné. Bodovy odhad piedpovédi ziskame
dosazenim Xo = (Xo1, X02, ..., Xox)” d0 (5.27):

YO = bo + b1x01 + bzX02+. .. +bkka. (528)

Informaci o tom, v jakém rozmezi se predikovand hodnota vysvétlované proménné
muze pohybovat, poskytuje oboustranny interval spolehlivosti:

[Yo — tr-a2(n—p) Se 1+ XTHX, , Yo + tr-az2(n—p) Sgafl+XTHX, 1, (5.29)

kde H = (FTF)! a matice F je definovana vztahem (5.13). Ostatni symboly v (5.29) maji

stejnz sznam, iako v intervalu spolehlivosti (5.25).

5.7 Individualni T-testy o hodnotach regresnich koeficientt

Zjistime-li metodou nejmensich ¢tverct, ze regresni koeficienty bj jsou néjaka nenulova
¢isla, musime mit stale na paméti, Ze se jedna o realizace nahodnych veli¢in, a tudiz ma
smysl testovat, zda naSe piivodni parametry fj nemohou byt presto nulové. Za predpokladii
klasického linearniho modelu je mozno pro j = 0,1, ..., k testujeme nulovou hypotézu:

Ho: £ =0, (5.30)

proti oboustranné alternativni hypotéze:

He: g #0. (5.31)
Pti tomto testu pouzijeme testové kritérium:
b.
t=——o~X— (5.32)
Se
n—p hj;

které ma pti platnosti Ho t-rozdéleni s n—p stupni volnosti, Sr je rezidualni soucet ¢tverct,
hjj jsou diagonalni prvky matice H z (5.23), pficemz j = 0,1, ..., kK, p =k + 1.
Na hladin€ vyznamnosti a je kriticky obor vymezen nerovnosti:

|t|> t,,2(N=p),
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kde t,_,,,(n— p) je prislusny kvantil Studentova t-rozdéleni, viz funkce v Excelu TINV.

Nemutizeme-li napt. na dané hladin€ vyznamnosti & zamitnout nulovou hypotézu Ho: fj =
0, pak to znamena, Ze Y nezavisi na X, jinak feeno, pro libovolnou hodnotu vysvétlujici

Eroménné X'I nabﬁ' a stvétlované Broménné z stale stelné hodnotz.

5.8 F-test hypotézy o hodnotach regresnich koeficientu

V minulém odstavci jste individudlnimi t-testy zjiStovali vliv jednotlivych vysvétluji-
cich proménnych na vysvétlovanou proménnou. V tomto odstavci se budeme zabyvat tes-
tem, ktery najednou odhali, zda vibec existuje néjaka vysvétlujici proménnd, kterd ma na
vysvétlovanou proménnou néjaky vliv. Testuje se nulova hypotéza:

HO :[;1 = ﬁz == '[gk = O, (533)
proti alternativni hypotéze, Ze pro alespori jeden regresni koeficient plati §; # 0.
ST
(1o p-1
Testové kritérium: T= S (5.34)
R
n-p

ma Fisherovo rozdéleni F s (p—1) a (n—p) stupni volnosti. Na hladiné vyznamnosti o je
kriticky obor vymezen nerovnosti:

T>F_4(p—1n-p), (5.35)
kde F,_,(p — 1,n — p) je ptislusny kvantil rozdéleni. Pokud hodnota testového kritéria
padne do kritického oboru, tedy pokud plati (5.35), potom Ho zamitame, cozZ znamend, Ze
nektera z vysvétlujicich proménnych ma statisticky vyznamny efekt na vysvétlovanou pro-
meénnou Y. Pokud v8ak nulovou hypotézu nelze na dané hladiné vyznamnosti zamitnout,
pak vysvétlujici proménné X; nemaji statisticky vyznamny efekt na y.

Eljsesemnonns: ]

Pti zjisStovani vlivli na pracovni neschopnost zaméstnanct 10 podnikl byly ziskany nésle-
dujici udaje:

Prumérny vék | Podil Zen v poctu | Pracovni neschop-
(roky) pracovniki (%) nost (%)
37 55 4.4
33 32 0,7
46 59 7,6
34 36 1,8
25 18 0,1
32 47 3,4
38 22 1,6
40 36 3,5
32 29 3,3
41 38 4,7
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a. Odhadnéte parametry linearni regresni funkce popisujici zavislost pracovni neschop-
nosti na prumérném véku zameéstnancti a na podilu Zen mezi zaméstnanci.
b. Pomoci koeficientu determinace charakterizujte ptiléhavost daného regresniho modelu
k datim.
c. Jak se zméni pracovni neschopnost zaméstnancti, zvysi-li se jejich primérny vék o 2
roky pfi stejném podilu zen?
d. Urcete 95 % intervaly spolehlivosti pro regresni koeficienty bo, b1, ba.
Na hladiné vyznamnosti = 0,01 testujte hypotézu Si= 5 = 0.
Reseni:
a. Nasim ukolem je nalézt regresni koeficienty bo, b1, b2 regresni funkce
Y = bp + b1 X1 +h2Xo,
kde Xije primérny veék zaméstnancu,
X2 je podil Zen v poctu zaméstnancii.
Regresni koeficienty bo, b1, b2 vypocitime pomoci metody nejmensich ¢tverct. Vyuzi-
jeme piitom nejprve maticové symboliky, kterou jsme pouzili v textu.

1 37 55] 4.4

1 33 32 07

1 46 59 76

1 34 36 18 A

1 25 18 01 °
F= y = b=b

1 32 47 3,4 )

1 38 22 1,6 ?

1 40 36 35

1 32 29 33

1 41 38 47

Vektor b vypo&itdme pomoci vztahu (5.7). Matice F'TF a F'y maji obecné tvar:

n lei szi Zyi
FTF = lei lezn leixzi Fly = leiyi '
szi leixzi szzi ZXZi Yi

Hodnoty potfebné k vypoctu téchto matic jsou uvedeny v nésledujici tabulce:
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Pozorovani X1 X, Y Xl2 X22 X1 X5 XY XY
1 37| 55| 44| 1369 3025 2035 162,8 2420
2 33| 32| 0,7| 1089 1024 1056 23,1 22,4
3 46| 59| 7,6| 2116 3481 2714 349,6 448,4
4 34| 36| 18| 1156 1296 1224 61,2 64,8
5 25| 18| 0,1 625 324 450 2,5 1,8
6 32| 47| 34| 1024 2209 1504 108,8 159,8
7 38| 22| 16| 1444 4384 836 60,8 35,2
8 40| 36| 35| 1600 1296 1440 | 140,0 126,0
9 32| 29| 33| 1024 841 928 105,6 95,7
10 41| 38| 4,7 1681 1444 1558 192,7 178,6
) 358 | 372 | 31,1 | 13128 | 15424 | 13745 | 1207,1 | 1374,7
Potom
10 358 372 311
FTF=|358 13128 13745| Fly=/12071|.
372 13745 15424 1374,7

K matici FTF musime vypog&itat matici inverzni:

4355 -0131 -0012
(FTF)1=|-0131 0005 -0,001|.
-0012 -0,001 0,001

Vektor b je vysledkem sou¢inu matic (F'TF )* a FTy:

-6,59
(F'TF)'F'y =| 018
0,09
Hledana regresni funkce ma tvar: Y = —6,59 + 0,18x; + 0,09x..
b. K tomu, abychom vypocitali determina¢ni koeficient, musime znat hodnotu teoretického
souctu Ctvercl St a celkového souctu ctvercli Sy. Tyto soucty vypocitame podle vztaht

(5.17), (5.16). Pro vypocet teoretického souctu musime pro kazdé Xui, Xoi, 1 =1, ..., 10, znat
teoretickou hodnotu Yi, i =1, ..., 10, napt. Y1 vypocitame takto:

Y1=-6,59 + 0,18x11 + 0,09%22 = —6,59 + 0,18-37 + 0,09-55 = 5,02
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Xe | X Ly LY (-0 (- )P
37 55 4.4 5,02 1,664 3,648
33 32 0,7 2,23 5,808 0,774
46 59 7,6 7,00 20,160 15,132
34 36 1,8 2,77 1,716 0,116
25 18 0,1 | -0,47 9,060 12,816
32 47 3,4 3,40 0,084 0,084
38 22 1,6 2,23 2,280 0,774
40 36 3,5 3,85 0,152 0,548
32 29 3,3 1,78 0,036 1,769
41 38 47 4,21 2,528 1,210
Soucdet | 358 372 31,1 | 32,02 43,489 36,872

Blo|lo|Nlo|o|s|w|Nd| -

Tato hodnota udava, jaka by méla byt teoreticky pracovni neschopnost pii primérném véku
zaméstnancl témet 37 let a podilu Zen v poctu pracovnikli 55%. Protoze vSak jde o sto-
chastickou zavislost, lisi se tato hodnota od skute¢né zjisténé hodnoty y = 4,4. Vsechny
teoretické hodnoty Y; jsou uvedeny v nasledujici tabulce. Jednotlivi séitanci i hodnoty
souctd Sy a St jsou rovnéz uvedeni v tabulce.

Koeficient determinace vypocitime dosazenim do vztahu (3.20):

R? = Sy 3687 _ 0,848.
S, 4349
Tato hodnota znamena, Ze pomoci regresni funkce Y = —6,59 + 0,18x1 + 0,09X2 je vysvét-
leno 84,8% celkové variability proménné Y.
c. Velikost zmény znaku Y je pii zméné znaku Xi 0 jednotku rovna bi. Ma-li se tedy zvysit
prumérny vék o 2 roky pii nezménéné zaméstnanosti zen Xz, zvysi se pracovni neschopnost
0 2by, tj. 0 0,36%.

d. Obecny tvar téchto intervall je nasledujici (viz (3.25)):

[~ traa(n-p) | B b+ tia(np) 2R ],
n n—-p
kde Srje rezidualni soucet ¢tvercd,
t1-ar2(n—p) je kvantil t-rozdéleni o n—p stupnich volnosti,
p je pocet parametrt regresni funkce,
hii prvek matice H =(F'F)™.
Hodnotu Sr vypocitame ze vztahu:
Sr =Sy — St =43,49 — 36,87 =6,62.
V tabulce t-rozd¢€leni nalezneme (1-a/2) = 97,5 % kvantil t-rozdéleni o n—p =10-3 =7

stupnich volnosti:
to.o75(7) = 2,365,

hoo = 4,355; hy1 = 0,0051; hz = 0,001, H = {hi}, i,j = 0,1,2.

Dosazenim vyse vypocitanych hodnot do vztahu pro interval spolehlivosti ur¢ime jeho
pravou a levou krajni hodnotu L a P:

Pro bo, tj. i1 =0:
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L=6,59—- 2,365\/m =179,

P =6,59 + 2,365, /M =1139.

95 % interval spolehlivosti pro regresni koeficient bo je [1,79;11,39]. Pro by, tj. i = 1:
6,62-0,0051

L =018-2,365 — = - 0,016,

P =018+2,365, /M =0,344.

Pak 95 % interval spolehlivosti pro regresni koeficient b: je [0,016; 0,344].

Pro by, tj.1=2:
6,62-0,001

L =0,09-2,365 — - 0,017,

P =0,09+ 2,365, /m =0,163.

Potom 95 % interval spolehlivosti pro regresni koeficient by je [0,017; 0,163].

e. Pro ovéteni hypotézy pouZzijeme F-test. Budeme testovat nulovou hypotézu:

Ho: 1= /=0
proti alternativni hypotéze
Hi: alespoii jedno £ je rizné od nuly.

K ovéteni nulové hypotézy pouZijeme testové kritérium (3.34):

S; 3687
_p-1_ 2
F_—SR 55 ~19,49.
n-p 7

V tabulce F-rozdéleni najdeme (1-)% kvantil F-rozdéleni o p—1 a n—p stupnich volnosti:
F1-001(2,7) = 9,55.

Protoze je 19,49 >9,55, zamitame nulovou hypotézu ve prospéch alternativni hypotézy,

COZ znamena, ze regresni parametry jsou vesmes nenulové, a tudiz existuje statisticky vy-

znamna zavislost Y na X1 nebo Xa.

ReSeni v Excelu.

Regresni statistika

Nasobné R 0,912
Hodnota spolehlivosti R 0,831
(koeficient determinace)

Nastavenda hodnota spolehlivosti R 0,783
Chyba stf. hodnoty 1,024
Pozorovani 10
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ANOVA

Rozdil SS MS F Vyznamnost F
Regrese 2 36,155 18,078 17,255 0,002
Rezidua 7 7,334 1,048
Celkem 9 43,489

e) Protoze hodnota Vyznamnost F je mensi nez hladina vyznamnosti 0,01; nulovou hypo-
tézu zamitdme, tzn. Ze regresni parametry jsou vesmes nenulové.

Chyba str. Horni

Koeficienty hodnoty t Stat Hodnota P Dolni 95% 95%
Hranice -6,595 2,136 -3,087 0,018 -11,645 -1,544
pramérny vék X1 0,178 0,073 2,441 0,045 0,006 0,351
podil Zen (%) X2 0,089 0,032 2,758 0,028 0,013 0,166

Nasledujici tabulka obsahuje tidaje o trzbach, velikosti vydaji na reklamu a o poétu ob-
chodnich zéstupct pro 11 firem zabyvajicich se nakupem a prodejem:

Reklamni vydaje | Obchodni zastupci Objem prodeje (mil. K¢)
(tis. K¢)
180 35 260
230 38 310
260 33 280
240 40 300
280 38 340
300 32 380
340 42 410
320 49 440
360 53 400
380 55 430
260 33 310

Popiste zavislost objemu produkce na reklamnich vydajich a na poctu obchodnich za-
stupcti dvourozmérny linedrnim regresnim modelem.

b. F-testem posud'te vyznamnost tohoto regresniho modelu. Uvazujte hladinu vyznam-
nosti

a=0,01.

Na hladin€ vyznamnosti &= 0,01 testujte individualni vyznamnost regresniho parame-
tru B1.

Jaky objem produkce lze ocekévat, vyda-li firma na reklamu 450 tis. K¢ a soucasné
bude mit 50 obchodnich zastupcti? Urcete bodovy odhad objemu produkce.
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ReSeni:
Regresni statistika
Nasobné R 0,916
Hodnota spolehlivosti R 0,839 koeficient determinace
Nastavenda hodnota spolehlivosti R 0,799
Chyba stf. hodnoty 28,434
Pozorovani 11
ANOVA
Rozdil SS MS F Vyznamnost F
Regrese 2 33822,799 16911,399 20,917 0,001
Rezidua 8 6468,110 808,514
Celkem 10 40290,909

b) Hodnota Vyznamnost F je mensi nez 0,01;
model je zvolen spravné,
zamitame nulovou hypotézu o nulovosti obou koeficientd

Chyba str.
Koeficienty hodnoty t Stat Hodnota P
Hranice 63,830 47,652 1,340 0,217
reklamni vydaje (tis. K¢) 0,849 0,224 3,789 0,005
obchodni zastupci 1,076 1,656 0,650 0,534

a)Y =63,83+0,85.x1+ 1,08.x2

c) Koeficient b1 = 0,849 je statisticky vyznamny na hladiné vyznamnosti 0,01; protoze
Hodnota P je mensi nez 0,01.

d) 500,33 mil. K&

[ swosrareviory ]

5.1 Firma sledovala, jak jsou jeji trzby ovlivnény vydaji na reklamu v riznych sdélovacich
prostfedcich. Vysledky priizkumu jsou uvedeny v nasledujici tabulce.

Radio, TV (tis. K¢) Noviny, ¢asopisy (tis. K¢) Trzby (tis. K¢)
0 16 254
22 29 765
28 30 864
33 35 1001
39 27 911
41 36 1121
49 0 856
55 12 932
60 23 1152
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63 34 1403
68 54 1702

a. Urcete jednoduchy linedrni regresni model popisujici zavislost obratu na velikosti pro-
sttedkil vydanych na reklamu v novinach a casopisech.

b. Urcete dvourozmérny linearni regresni model popisujici zavislost obratu na velikosti
prostiedkli vydanych na reklamu v novinéach a ¢asopisech a na velikosti prostredka vy-
danych na reklamu v rozhlase a v televizi.

c. Pomoci F—testu rozhodnéte, je-1i vhodné k popisu zavislosti pouzivat zvoleny vicena-
sobny linearni model. Uvazujte hladinu vyznamnosti « = 0,05.

d. Pfispélo vyznamné zavedeni dal$i vysvétlujici proménné k zlepSeni vystiznosti mo-
delu?

e. Jaky obrat je mozné oCekavat, vyda-li se na reklamu v tisku 32 tis. K¢ a na reklamu
v rozhlase a televizi 47 tis. KE? Proved’te bodovy odhad.

5.2 Mezinarodni organizace WHO zjistila udaje o détské umrtnosti (v promile) - DU, gra-
motnosti zen (v procentech) - GZ a HDP na hlavu (v dolarech) - HDP u 64 rozvojovych
zemi:

DU GZ HDP DU GZ HDP
128 37 1870 142 50 8640
204 22 130 104 62 350
202 16 310 287 31 230
197 65 570 41 66 1620

96 76 2050 312 11 190
209 26 200 77 88 2090
170 45 670 142 22 900
240 29 300 262 22 230
241 11 120 215 12 140

55 55 290 246 9 330

75 87 1180 191 31 1010
129 55 900 182 19 300

24 93 1730 37 88 1730
165 31 1150 103 35 780

94 77 1160 67 85 1300

96 80 1270 143 78 930
148 30 580 83 85 690

98 69 660 223 33 200
161 43 420 240 19 450
118 47 1080 312 21 280
269 17 290 12 79 4430
189 35 270 52 83 270
126 58 560 79 43 1340

12 81 4240 61 88 670
167 29 240 168 28 410
135 65 430 28 95 4370
107 87 3020 121 41 1310

72 63 1420 115 62 1470
128 49 420 186 45 300

27 63 19830 47 85 3630
152 84 420 178 45 220
224 23 530 142 67 560
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a. Urcete linearni regresni model popisujici zavislost détské imrtnosti na gramotnosti Zen
a HDP v rozvojovych zemich.

b. Pomoci F—testu rozhodnéte, je-li vhodné k popisu zavislosti pouzivat zvoleny vicena-
sobny linearni model. UvaZujte hladinu vyznamnosti « = 0,05.

c. Jsou regresni koeficienty modelu statisticky vyznamné? Stanovte jejich intervaly spo-
lehlivosti pro hladinu vyznamnosti « = 0,10.

d. Pomoci koeficientu determinace urcete pfiléhavost dat k modelu. Jak se zméni détska
umrtnost pti zvySeni HDP o 1000 USD pfi stejném stupni negramotnosti Zzen? Naopak:
jak se zméni détska umrtnost pii zvysSeni gramotnosti zen o 1 procento pii stejné irovni
HDP?

] ersrE

5.1 a) jednoduchy linearni regresni model

Regresni statistika

Nasobné R 0,658
Hodnota spolehlivosti R 0,433
Nastavend hodnota spolehlivosti R 0,370
Chyba stf. hodnoty 292,354
Pozorovani 11
ANOVA
Rozdil SS MS F Vyznamnost F
Regrese 1 587103,478 587103,478 6,869 0,028
Rezidua 9 769235,250 85470,583
Celkem 10 1356338,727
Koeficienty  Chyba stf. hodnoty t Stat Hodnota P
Hranice 538,482 195,714 2,751 0,022
Noviny, ¢asopisy (tis. K¢) 17,019 6,494 2,621 0,028

Y =539,5+17,2.x

b) dvourozmérny linearni regresni model

Regresni statistika
Nasobné R 0,992
Hodnota spolehlivosti R 0,985
Nastavena hodnota spolehlivosti R 0,981
Chyba stf. hodnoty 50,634
Pozorovani 11
ANOVA
Rozdil SS MS F Vyznamnost F
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Regrese 2 1335828,082 667914,041 260,514 0,000

Rezidua 8 20510,645 2563,831

Celkem 10 1356338,727

Chyba stf. hod-
Koeficienty noty t Stat Hodnota P

Hranice 87,214 42,969 2,030 0,077
Radio, TV (tis. K¢) 13,905 0,814 17,089 0,000
Noviny, ¢asopisy (tis. K¢) 12,275 1,158 10,596 0,000

Y =87,21+13,9.x1+12,27.x2

C) Ano, hodnota Vyznamnost F je mensi nez 0,05; proto vicenasobny linearni model je
vhodny.

d) Ano, koeficient determinace se z hodnoty 0,43 zvysil na hodnotu 0,98.

e) 1 133,15 tis. K¢ =1 133 150 K¢

5.2a)
Regresni statistika
Nasobné R 0,841
Hodnota spolehlivosti R 0,708
Nastavena hodnota spolehlivosti R 0,698
Chyba stf. hodnoty 41,748
Pozorovani 64
ANOVA
Rozdil SS MS F Vyznamnost F
Regrese 2 257362,373 128681,187 73,833 0,000
Rezidua 61 106315,627 1742,879
Celkem 63 363678,000
Chyba str. hod- Horni
Koeficienty noty t Stat Hodnota P Dolni 90,0%  90,0%
Hranice 263,642 11,593 22,741 0,000 244,278 283,005
GZ -2,232 0,210 -10,629 0,000 -2,582 -1,881
HDP -0,006 0,002 -2,819 0,006 -0,009 -0,002

Y =263,64 —2,23.x1-0,006.x2

b) Ano, hodnota Vyznamnost F je mensi nez 0,05; proto vicenasobny linearni model je

vhodny.
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c) Oba regresni koeficienty jsou statisticky vyznamné, protoze Hodnota P je mensi nez
0,1. Intervaly spolehlivosti: ble(-2,5 —18); b2e(-0,009; —0,002)

d) Koeficient determinace je roven 0,71; tzn., ze 71 % celkové variability je vysvétleno
modelem.

e) Pti zvySeni HDP o 1000 USD pfi stejném stupni negramotnosti Zen klesne détska
umrtnost o 5,6 promile. Pfi zvySeni gramotnosti Zen o 1 %, pfi stejné urovni HDP, klesne
détska amrtnost 0 0,22 promile.

Elswmoriapmrary ]

V této kapitole jste se seznamili s vicenasobnym linearnim regresnim modelem. Line-
arni regresni model byl rozsiten na vicenasobny regresni model linearni v parametrech.
Odhady regresnich koeficient byly opé€t stanoveny metodou nejmensich ¢tverci, pfitom
bylo vyuZito maticové symboliky, kterd usnadiiuje praci s vektory a maticemi. Podobné
jako v ptipadé jednoduché regrese byly formulovany ptedpoklady klasického regresniho
modelu.
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6 REGRESNi ANALYZA — VICEROZMERNA: MULTIKO-
LINEARITA, HETEROSKEDASTICITA, AUTOKORE-
LACE

owrmmeaemoy [

V této kapitole se naucite identifikovat, analyzovat a odstraniovat problémy, které zpti-
sobuje nesplnéni hlavnich pfedpokladi klasického vicerozmérného linearniho regresniho
modelu formulované v kapitole 5.4: multikolinearita, heteroskedasticita a autokorelace.
Multikolinearitou tedy rozumime vzajemnou statistickou zavislost, tj. korelaci, mezi vy-
svétlujicimi proménnymi ve vicenasobném linearnim regresnim modelu. Dalsi dulezitou
vlastnosti klasického linedrniho regresniho modelu je homoskedasticita. Jde o vlastnost
(5.15), ktera spociva v tom, ze rozptyl poruchy & Vv popula¢nim linearnim regresnim mo-
delu je konstantni. Autokorelace je korelace mezi pozorovanimi usporadanymi V Case,
(data jsou ¢asové tfady) nebo v prostoru (data jsou prifezova, tj. v jednom casovém oka-
mziku/intervalu). Rikame, Ze v regresnim modelu neni piitomné autokorelace, jestlize na-
hodné veli¢iny jsou vzéjemné nekorelované.

|
Po prostudovani této kapitoly budete umét:
uvést piredpoklady klasického vicerozmérného linedrniho modelu,

identifikovat multikolinearitu, heteroskedasticitu a autokorelaci v modelu,

aplikovat Bartletv test heteroskedasticity v Excelu.

|
K prostudovani této kapitoly budete pottebovat asi 90 minut.
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_

Multikolinearita, heteroskedasticita, autokorelace, Bartletliv test heteroskedasticity.

6.1 Co je multikolinearita?

Multikolinearitou tedy rozumime vzajemnou statistickou zavislost, tj. korelaci, mezi
vysvétlujicimi proménnymi ve vicenasobném linearnim regresnim modelu:

y = BO + lel + Bzxz'i‘. ‘. +kak + €. (61)

Informaci o této vzajemné zavislosti poskytuje matice vybérovych korela¢nich koefi-

cientu:
l r12 rlk
r 1 r
R — 21 ] 2k (6 . 2)
I’kl rk2 1

Ziejmé€ je matice (6.2) symetrickd, tj. r;, = r; pro vSechna i, j. Pokud jsou vSechny dvojice
vysvétlujicich proménnych vzajemné nekorelované, potom plati, ze r, =r;, =0, t. R=1,

¢ili R je jednotkovou matici.

Uvédomte si, ze na diagonale matice R museji byt vSechny prvky rovny 1, nebot’ kore-
lace vektoru dat se sebou samym je vzdy rovna 1! Jsou-li vSak alespoil n¢které nediagonalni
prvky matice R nenulové, hovoiime o multikolinearité. Matice R pak neni jednotkovou
matici a jeji determinant je mensi nez 1. Je-li multikolinearita vysoka, hovotime o skodlivé
multikolinearite, pak se determinant matice R blizi k nule. V tom piipadé dava metoda ne-
jmensSich ¢tverci odhady regresnich koeficientd s Sirokymi intervaly spolehlivosti, takze
vysledky jsou prakticky neupotiebitelné.

Na to, kdy je multikolinearita ,,Skodliva®, existuji rizné nazory, opirajici se viceméné
0 zkuSenost. Né&kteti autofi povazuji za Skodlivou multikolinearitu, kdyZ alespoii jeden ne-
diagonalni prvek matice R je vétsi nez 0,8.

Zjisti-li se Skodliva multikolinearita, je mozno postupovat v zasadé dvojim zpusobem.
Bud’ vysvétlujici proménnou, ktera je zdrojem multikolinearity, vypustime z modelu, nebo
doplnime data, eventualné ziskdme novy vzorek dat. Skodliva multikolinearita je totiz ¢asto
dasledkem ,,Spatné¢ho* vzorku dat. Projevuje se obvykle vysokym koeficientem determi-
nace (blizkym k 1) a zaroven jsou individualni koeficienty statisticky nevyznamné (t-test),
model jako celek je naopak statisticky vyznamny (F-test), viz kap. 5.7 a 5.8.
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Celou zalezitost ilustrujeme na fesSené uloze 6.1.

pesevivomes 9]

V nasledujici Tabulce 11 jsou uvedeny mési¢ni vydaje, mésic¢ni piijmy a majetek (v K¢)
u 10 ¢eskych rodin. Proved’te regresni analyzu mési¢nich vydaju rodin v zavislosti na mé-
si¢nich pfijmech a majetku. Vysvétlete dosazené vysledky pomoci jednorozmérné regrese.

Tabulka 11: Mési¢ni vydaje, piijmy a majetek v K¢

Y vydaje X1 piijmy X2 majetek
8400 9600 100000
7800 12000 120000
10800 14400 150000
11400 16800 170000
13200 19200 200000
13800 21600 225000
14400 24000 246000
16800 26400 264000
18600 28800 392000
18000 31200 322000

ReSeni:

Data z Tabulky 11 ulozime v excelovské tabulce. Znamym postupem v menu: Data —
Analyza dat... — Regrese, a ziskdme po vyplnéni pfislusnych policek tento vysledek:

VYSLEDEK

Regresni statistika

Nasobné R 0,981
Hodnota spolehlivosti R 0,962
Nastavena hodnota spole 0,951
Chyba stf. hodnoty 832,660
Pozorovani 10
ANOVA
Rozdil SS MS F yznamnost F
Regrese 2 1,23E+08 61581370 88,82062 1,06E-05
Rezidua 7 4853260 693322,9
Celkem 9 1,28E+08

Koeficientyba stf. hodr tstat  Hodnota P Dolni 95% Horni 95%

Hranice 2943676 832,579 3,536 0,010 974,940 4912,413
X1 prijmy 0569 0847 0672 0523 -1433 2571
X2 majetek 0006 0083 -0071 0946 -0203 0,191

V tomto vystupu se vyskytuji zdanlivé paradoxni vysledky. Z Tabulky ANOVA vyplyva,
ze regresni model
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y =2943,676 + 0,569x1 — 0,006x2 + ¢

je jako celek statisticky vyznamny (F-test), zatimco individualni regresni koeficienty u pro-
ménnych ,,ptijmy* resp. ,,majetek* jsou statisticky nevyznamné, nebot’ obé odpovidajici p-
hodnoty (signifikance) jsou vétsi nez 0,05 (0,523 resp. 0,946). Koeficient determinace R?
= 0,962 je vysoky — blizky k 1, coz svéd¢i o vysoké priléhavosti dat k modelu. Navic je
u regresniho koeficientu u proménné X2 zaporné znaménko, coz je evidentné v rozporu s in-
tuici, ktera fika: ¢im je vétsi majetek, tim je vyssi spotteba rodiny. Tento zdanlivy rozpor
je zpusoben kolinearitou regresortl, o cemz svédci jejich korelacni matice

_[1,000 0,999
0,999 1,000 |’

kterou lze snadno zjistit tak, ze vypocitate 1y, = 1,7 = 0,999012 pomoci excelovské
funkce =CORREL (B4:B13;C4:C13), za ptedpokladu, Ze data pro X1 jsou ulozena v oblasti
B4:B13, data pro x2 jsou ulozena v oblasti C4:C13. Vysvétlujici proménné X1 a X2 jsou ko-
linearni, nebot’ koeficient korelace 1y, = 1,1 = 0,999012 je blizky k 1.

Vypustime-li nyni jednu z vysvétlujicich proménnych, napf. X — majetek, a provedeme-
li (jednoduchou) regresi x1 na 'y, obdrzime s analogickym vyuzitim Excelu tento vysledek:

VYSLEDEK

Regresni statistika

Nésobné R 0,981
Hodnota spolehlivosti R 0,962
Nastavena hodnota spole 0,957
Chyba stf. hodnoty 779,160
Pozorovani 10
ANOVA
Rozdil SS MS F Vyznamnost F
Regrese 1 1,23E+08 1,23E+08 202,8679 5,75275E-07
Rezidua 8 4856727 607090,9
Celkem 9 1,28E+08

Koeficientyba stf. hodi  tstat  Hodnota P Dolni 95% Horni 95%
Hranice 2934,545 769,658 3,813 0,005 1159,710 4709,381
X1 prijmy 0,509 0,036 14,243 0,000 0,427 0,592

Vidite, Ze v novém regresnim modelu je regresni koeficient statisticky vyznamny, ne-
bot’ odpovidajici p-hodnota (signifikance) je mensi nez 0,05 (0,000...), coz je ve shodé
s tabulkou ANOVA.

Podobné, vypustime-li nyni vysvétlujici proménnou X1 — piijem, a provedeme-li (jedno-
duchou) regresi x2 na'y, obdrzime s analogickym vyuzitim Excelu vysledek z nasledujiciho
vystupu. Opét vidite, ze v novém regresnim modelu je regresni koeficient statisticky vy-
znamny, nebot’ odpovidajici p-hodnota (signifikance) je mensi nez 0,05 (0,000...), cozZ je
ve shod¢ s tabulkou ANOVA. Navic je znaménko u regresniho koeficientu 0,050 kladné,
coz je v souhlasu s intuici, Ze totiz velikost spotfeby je pfimo imérna velikosti majetku.
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VYSLEDEK

Regresni statistika
Nasobné R 0,979614
Hodnota spolehlivosti R 0,959644
Nastavena hodnota spole 0,954599

Chyba stf. hodnoty 803,6024
Pozorovani 10
ANOVA

Rozdil SS MS F Vyznamnost F
Regrese 1 1,23E+08 1,23E+08 190,2357 7,37266E-07
Rezidua 8 5166214 645776,8
Celkem 9 1,28E+08

Koeficientyba stf. hodi tstat Hodnota P Dolni 95% Horni 95%
Hranice 2880,627 798,404 3,608 0,007 1039,503 4721,750
X2 majetek 0,050 0,004 13,793 0,000 0,042 0,058

6.2 Co je heteroskedasticita?

Dalsi dtlezitou vlastnosti klasického linearniho regresniho modelu je homoskedasti-
cita. Jde o vlastnost (5.15), ktera spo¢iva v tom, Ze rozptyl poruchy & Vv populaé¢nim line-
arnim regresnim modelu je konstantni, tj. v modelu

Vi = BO + ﬁlxil + ﬁzxi2+... +ﬁkxik + &, i= 1,2, ... n, (51)
plati podminka
Var(g) = oI, (5.15)

kde symbol I oznacuje jednotkovou matici.
Podminku (5.15) je mozné ekvivalentné vyjadrit také takto

E(s)=0¢° =12, ..,n, (6.3)
kde E je znamy operator stfedni hodnoty.
Pokud podminka (5.15) neni splnéna, potom hovotime o heteroskedasticite. Priklad he-

teroskedasticity v piipadé jednorozmérného linearniho regresniho modelu je na Obrazku
26. Je ziejmé, ze rozptyl hodnoty Yy se zvétSuje s rostouci hodnotou X.
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Data a regresni pfimka

30
25 1 .
20 T LY

=15 ¢

Obrazek 26: Heteroskedasticita v regresnim modelu

Heteroskedasticita miize byt zptisobena riiznymi pti¢inami. Castou pii¢inou heteroske-
dasticity je fakt, Ze pii postupném sbéru dat se technika sbéru postupné zlepsuje a chyba se
proto zmensuje. Naopak se chyba zvétSuje s pritomnosti odlehlych hodnot. Dal$im zdrojem
heteroskedasticity je nespravna specifikace modelu, napt. tim, Ze jsou opominuty dilezité
vysvétlujici proménné regresniho modelu. Pfitomnost heteroskedasticity v regresnim mo-
delu je siln¢ nezaddouct, a to zejména z téchto diivodu:

e Piitomnost heteroskedasticity zptisobuje neplatnost odhadli rozptylt regresnich ko-
eficientd, a tudiz také odhadt jejich intervald spolehlivosti a testi hypotéz o jejich
statistické vyznamnosti atd., viz kap. 5.6.

e Progndzy s vyuZitim regresniho modelu obsahujiciho heteroskedasticitu jsou €asto

nespolehlivé a dokonce nerealistické.
|

6.2.1 JAK ZJISTIT HETEROSKEDASTICITU?

Jak pozname, ze v regresnim modelu, ktery jsme sestavili na zédklad¢é n¢jakych dat, je
pritomna heteroskedasticita? Podobné jako v pfipadé multikolinearity neexistuji piesna
pravidla, jak detekovat pritomnost heteroskedasticitu, pouze par heuristickych zasad.

Velmi ¢asto pozname pfitomnost heteroskedasticity z vécné povahy problému. Napfii-
klad je znamo, ze s rostoucim vékem zaméstnanct se zvétSuje rozptyl jejich plati. At je
typ zavislosti platu na véku linearni nebo ne, bude v modelu pfitomna heteroskedasticita.

Pokud v§ak nemame podobné piedbézné empirické informace o povaze problému, pred-
pokladame, Ze heteroskedasticita neni pfitomna, Ze tudiz je rozptyl ndhodné slozky modelu
konstantni. Takové tvrzeni pak mizeme podrobit zkoumani napt. grafické analyze nebo
statistickému testu rezidui €j. S obéma postupy se zde seznamite.

Graficka analyza
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Zobrazime si zavislost kvadratu rezidui e? na teoretické hodnoté Yi. Na Obrazku 22 jsou
zobrazeny 3 dulezité ptipady tvaru, které mohou nastat, kde

Y, =bo + by fy (i1, Xizs ++r Xis) e F Do (it iz - Xi), (6.4)
ptitom bj jsou odhady regresnich parametri ziskané MNC,
e =yi—Y (6.5)
je reziduum, tj. odhad nahodné slozky &.
2 2 2
e e e
------ ‘ -----—---’---___--_- I’I ’ ’ ’ ‘
0.’0000300 ’,'0 ” ,,‘00’
6 ¢ oo * S * . e %
__________________ Y , . *
, e . v’ s
’ <* ’ * &
. . .
, . . - e ¥
S e . - ‘e v
S -=mT ¢ o
/ o .
"lﬁ"" e *
a) Yi b) Yi C) Yi

Obrazek 27: Zavislost eiz na v,

Na Obrazku 27 a) hodnota e? v zasad& nezavisi na Yi, coz naznacuje, ze nahodna slozka
je konstatntni, a tudiz heteroskedasticita neni pfitomna. Na druhou stranu Obr. 27 b) a ¢)
hodnota e? v ziejmé zavisi na Yi, coz naznacuje piitomnost heteroskedasticity. Konkrétni

tvar zavislosti vam dobfe potvrdi zobrazeni bodového diagramu zavislosti yi na vybrané
datové hodnoty j-té vysvétlujici proménné X;ji.

Testy heteroskedasticity

Detekce heteroskedasticity s pomoci statistického testu hypotézy je obvykle zalozena na
nulové hypotéze, Ze rozptyly ndhodné slozky £ jsou konstantni, pfi¢emz se analyzuji jejich
odhady, tj. rezidua e?. V literatuie miiZzete nalézt podrobné testy heteroskedasticity s nazvy
jako Parkuv test, Glejseriiv test, Goldfeld-Quandtiv test aj., viz napt. Gujarati (2003). Tyto
statistické testy 1ze provadét pomoci specializovanych statistickych programii, napt. SPSS,
Vv Excelu specializované funkce na tyto testy bohuzel chybi. My si zde proto ukdaZzeme
tzv. Bartletiiv test heteroskedasticity, ktery predstavuje zjednoduseny Goldfeld-Quandtav
test a Ize k jeho provedeni vyuzit funkce Excelu.

Bartletuv test
Test vychazi z rozdé€leni dat podle velikosti (n€které) vysvétlujici proménné — oznacime
ji X, do dvou ¢&asti: Xi <x a Xi>x, pfitom jsou data uspoiadana podle X, X je medidn z X; .
* Testuje se hypotéza o rovnosti rozptyll rezidui v obou ¢astech (v Excelu: Analyza dat,
Dvouvybérovy F-test pro rozptyl)
* Pokud se hypotéza o rovnosti rozptylu rezidui (neni pfitomna heteroskedasticita)
V obou ¢astech zamitd, potom se hypotéza o pritomnosti heteroskedasticity, pfijima (a
obracenc).
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Pouziti Bartletova testu si ukdzeme na piikladu. Jesté predtim se budeme zabyvat
otazkou, jak odstranit zjisténou heteraskedasticitu, tj. jak modifikovat ptivodni model, tak
aby heteroskedasticitu neobsahoval.

6.2.2 JAK ODSTRANIT HETEROSKEDASTICITU?

Nejzndméjsi metodou k odstranéni heteroskedasticity je metoda vazenych nejmensich
étvercii MVNC. V MVNC predpokladame uréity typ nekonstantniho chovani rozptylu na-
hodné slozky.

Predpoklad 1: Rozptyl ndhodné slozky je pfimo timérny kvadratu vysvétlujici proménné
X, 1.

E(s®)=0%x?, =12, ..n. (6.6)
Transformovany regresni model ziskame tak, ze regresni rovnici
Vi =ﬁ0+ﬁ1xi+gi1 i:112’ e N (67)

vydélime hodnotou Xi, ¢imz obdrzime

y_%:%+ﬁ1+%:ﬁoi+/31+5i,i:1,2,---,n, (6.8)

Xi
kde pro novou ndhodnou chybu & plati po dosazeni z (6.6)

2
E(62) = E(%) =6%,i=1,2, ..,n. (6.9)

Provedenim transformace y; = %, X;'= %, i=12,..,n.
i i
(6.10)
obdrzime z (6.8) novy regresni model
yi =B+ Box; +6;,1=12,...,n. (6.11)

coz je novy linearni regresni model podle (6.9) vSak bez heteroskedasticity.

Uvazovali jsme jednoduchy regresni model, avSak rozsifeni vyse uvedeného postupu na
vicerozmérny regresni model je snadné. Piedpoklad 1 modifikujeme tak, Ze rozptyl na-
hodné slozky je ptimo umérny kvadratu vysvétlujici proménné X, tj.

E(s) =0, i=12,..,n (6.6)
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Namisto modelu (6.7) uvazujeme model
yi = )80 + leil + Bzxiz'*'... +8i, | = 1,2, I (67*)

Pro novy vicerozmérny regresni model pouzijeme namisto transformace (6.10) nova
transformovana data

Vi’ = L, X = i,xik': Xi,k #],i=12,..,n. (6.10%)
X; X; X
Pi‘edpoklad 2: Rozptyl nahodné slozky je ptfimo tmérny vysvétlujici proménné X, tj.
E(a)=0%% , i=12, ...n (6.12)
Transformovany regresni model ziskame tak, Ze regresni rovnici
yi=Po+Prxi+e&,1=12,..,n, (6.13)

vydélime hodnotou ,/x;, ¢imZ obdrzime

L—ﬁ g_i: i . 0=
\/X_i_\/X_i+ﬁ1\/X_i+\/X_i ﬂo\/x_i+ﬂl\/x_'+ Li=12,..,n, (6.14)

kde pro novou ndhodnou chybu & plati po dosazeni z (6.12)

2 8i2 2 -
E( )= E(X—) =c°,i=12,..,n. (6.15)

. 1 )
Provedenim transformace y;"= Ji X = X =A%, =12, 0,0,
SEEN
(6.16)
obdrzime z (6.16) novy regresni model
Vi ! =,80Xi '+,81xi ”+19i, i= 1,2, .., N, (617)

coz je novy linearni regresni model bez trovitové konstanty podle (6.15) vSak bez hete-
roskedasticity. Rozsifeni na vicerozmérny regresni model je moZzné udélat analogicky jako
Vv piipadé Predpokladu 1. Odstranéni heteroskedasticity si prakticky vyzkousite v nésledu-
jici feSené uloze.
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B e

V nasledujici tabulce jsou uvedeny piijmy a spotiebni vydaje 30 rodin v tis. K¢&/rok. Vy-
tvotte linedrni regresni model zavislosti vydajl na ptijmech, graficky a statistickym testem
zjistéte piitomnost heteroskedasticity. Z pivodniho modelu pak heteroskedasticitu od-
strafite pomoci MVNC. Pouzijte pfitom Excel.

¢.rodiny| Vydaje | PFijmy | €.rodiny | Vydaje| Pfijmy
1 66 80 16 115 180
2 65 100 17 120 225
3 70 85 18 100 170
4 80 110 19 145 240
5 79 120 20 110 185
6 84 115 21 172 220
7 98 130 22 200 230
8 95 140 23 175 245
9 90 125 24 140 260
10 75 90 25 135 190
11 74 105 26 140 205
12 110 160 27 155 200
13 113 150 28 230 270
14 125 165 29 137 230
15 108 145 30 145 290

ReSeni:

V Excelu vytvotfime z danych udajt graf: XY bodovy a pomoci pravého tlacitka iniciujeme
nabidku s volbou Pfidat spojnici trendu... V podnabidce Moznosti zaklikneme 2 polozky:
Zvolit rovnici regrese a Zvolit koeficient spolehlivosti (tj. koeficient determinace). Obdr-
zime vysledek, z n€hoz vyplyva linearni regresni model: y = 9,29 + 0,64.X + .

Dale vedle sloupce yi vytvofime pomoci vzorce regresni rovnice sloupec teoretickych
hodnot Yi. Dalsi sloupec vytvoiime jako rozdil sloupcii yi a Yi, coz bude sloupec rezidui.
Posledni sloupec bude druhd mocnina rezidui. Spolecné pak vytvofime XY bodovy graf
mezi Yia e?. Vysledkem je nasledujici graf na Obr. 28, ktery napovid4 piitomnost hetero-
skedasticity, nebot’ body v grafu netvoii pas rovnob&zny s vodorovnou osou, jako na Obr.
27 a), ale spise kuzel, jako na Obr. 27 b).
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Obrazek 28: Kuzel zavislosti eiz nay,

K exaktnimu prokazani heteroskedasticity pouzijeme Bartletiv test. Podle rostoucich
hodnot X — Pfijmi sefadime hodnoty rezidui a z nich vytvofime dva stejné velké soubory

elae2:

Pfijmy| el |Pfijmy| e2
80| 1,99 170/ -8,09
85| -10,83 180( -29,68
90| 3,03 185| -17,19
100| -1,74 190| -13,54
105 -8,65 200( -16,05
110/ -0,69 205| 25,28
115 4,45 220( 47,37
120| -4,46 225 13,51
125| -0,60 230( -30,36
130( 5,08 230( 6,00
140| -4,78 240 2,14
145 -1,28 245( 20,09
150( 7,63 260| 53,74
160( 10,77 270( -15,63
165/ 5,58 290( -43,08

Budeme testovat, zda rozptyly obou soubori jsou stejné pomoci F-testu z Excelu:

V menu: Data — Analyza dat - Dvouvybérovy F-test pro rozptyl zadame umisténi oblasti
sloupcti el a €2, eventudlni popisky a oblast vystupu. Obdrzime vystup:
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Dvouvybérovy F-test pro rozptyl

Soubor 1 Soubor 2
Stf. hodnota 0,366225 -0,366225

Rozptyl 35,88461 792,7791
Pozorovani 15 15
Rozdil 14 14
F 0,045264
P(F<=f) (1) 3,89E-07
F krit (1) 0,402621

V tomto vystupu je dilezita P-hodnota: P(F<=f) (1) = 3,89 E-07 = 0,000000389 <0,05.

Na hladiné¢ o = 0,05 proto nulovou hypotézu Ho: ,,Rozptyly obou uvazovanych soubort
jsou stejné* zamitdme. Uvazované soubory maji rizny rozptyl, coz znamena, ze rozptyl
nahodné slozky regresniho modelu neni konstantni neboli, zZe heteroskedasticita je v mo-
delu ptitomna.

Nakonec ukazeme, jak ptitomnou heteroskedasticitu odstranit. VV Obr. 28 se body grafu
nachazeji v ,,linedrnim kuzelu®, proto zvolime pro transformaci Pfedpoklad 2.

.Y 1 . )
Transformace podle (6.16): y.'=——=—, x.'=—,x."=./x ,i=1,2, ..., 30.
p ( ) Yi \/X_| i \/X_| [ i

obdrzime novy regresni model y; "=16,75x; "+ 0,59,x; "'+ 9;,i=1,2, ..., 30,

ktery je bez heteroskedasticity.

c.rodiny| y° X x |Crodiny| vy’ X X"
1| 7,379] 0,112| 8,944 16| 8,572| 0,075| 13,416
2| 6,500{ 0,100{ 10,000 17| 8,000| 0,067| 15,000
3] 7,593] 0,108 9,220 18| 7,670] 0,077] 13,038
4| 7,628| 0,095| 10,488 19| 9,360| 0,065| 15,492
5| 7,212| 0,091| 10,954 20| 8,087| 0,074 13,601
6| 7,833| 0,093| 10,724 21) 11,596| 0,067| 14,832
7| 8,595| 0,088| 11,402 22| 13,188| 0,066| 15,166
8| 8,029| 0,085| 11,832 23| 11,180/ 0,064| 15,652
9| 8,050| 0,089 11,180 24| 8,682| 0,062| 16,125

10| 7,906/ 0,105] 9,487 25| 9,794| 0,073| 13,784
11) 7,222| 0,098] 10,247 26| 9,778| 0,070/ 14,318
12| 8,696/ 0,079| 12,649 27| 10,960 0,071| 14,142
13| 9,226] 0,082 12,247 28| 13,997| 0,061| 16,432
14| 9,731 0,078] 12,845 29| 9,034 0,066 15,166
15| 8,969| 0,083| 12,042 30| 8,515/ 0,059| 17,029
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6.3 Co znamena autokorelace?

Autokorelace je korelace mezi pozorovanimi uspofadanymi v Case (data jsou Casové
fady) nebo v prostoru (data jsou prifezova, tj. v jednom ¢asovém okamziku/intervalu). Ri-
kame, ze v regresnim modelu neni ptfitomna autokorelace, jestlize ndhodné veliiny jsou
vzajemné nekorelované, symbolicky to lze vyjadrit takto

E(s.5) =0, i, j=12 .. n. (6.18)

Jestlize naopak existuje dvojice indext i # J, pticemz plati E(&.g) # 0, fekneme, Ze v re-
gresnim modelu je pritomna autokorelace.

Autokorelace se nejcastéji vyskytuje v regresnich modelech zaloZzenych na datech ve
formé asovych fad. Potom indexy i, (resp. j) predstavuji dasové okamziky t. Casovym
fadam a jejich analyze se budou vénovat nasledujici kapitoly 8 az 12, kde bude podrobné&ji
pojednano také o autokorelaci.

Nasledujici Obrazek 29 dava piiklad dvou regresnich modelt dat, z nichZ jeden je
spravné specifikovan (nelinearni regresni model — ¢erna kiivka), druhy je nespravné speci-
fikovan (linearni regresni kiivka — ¢ervena pfimka). Nespravna specifikace modelu zptiso-
buje, ze rezidua jsou vzajemné korelovana, coz se projevuje tak, ze datové body lezi vzdy
ve vetsi oblasti podél vodorovné osy na jedné strané regresni kiivky, zatimco v ptipadé
nekorelovanych rezidui lezi datové body rovnomémné po obou stranach regresni kiivky
Vv celé oblasti vodorovné osy (tj. nezavisle proménné).

N z * 2 z z
Spatna * Sl T oA, Spravna

- g - .=
specifikace o .. specifikace
mogelu modelu

Obrazek 29: Autokorelace: Spatna a spravna specifikace modelu

pesevivomes-cren.  [[D]

V nasledujici tabulce jsou uvedena data tykajici se nejvétSich nemocnic ve statech V4. X1

znac¢i prumérny denni pocet pacientl, X2 pocet obsazenych lizek za mésic, Xz velikost po-
pulace (v tis.) ve spadové oblasti, X4 primérnou délku pobytu v nemocnici (ve dnech), Y
podet pracovnich hodin, vykazanych za mésic. Uloha bude feSena pomoci softwaru
GRETL. Testujte na hladin€ vyznamnosti « = 0,05.
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a) Zkonstruujte regresni model zavislosti poctu pracovnich hodin na ostatnich pro-
ménnych. Do modelu zahriite vSechny proménné a interpretujte vysledky.

b) Prozkoumejte zavislosti mezi proménnymi pomoci parovych korela¢nich koefi-
cientll.

€) Vyberte vhodnou podmnozinu vysvétlujicich proménnych a sestrojte novy regresni
model.

d) Urcete predpoveéd poctu pracovnich hodin pro ,,primérnou nemocnici s prameér-
nym dennim poctem pacientil 150, s 5000 obsazenymi lizky za mésic, se 100 tis. obyvateli
ve spadové oblasti a s primérnou délkou pobytu 6 dni. Pouzijte jednak plivodni model se
vSemi zafazenymi proménnymi, jednak redukovany model, a pfedpovédi porovnejte.

e) Proved’te diagnostiku modelu, tzn. kontrolu pfedpokladii o heteroskedasticite, norma-
lit¢ a autokorelaci rezidui.

X1 (pocet pacienti) | X2 (luzka) | X3 (populace) | X4 (pobyt) | Y (pocet pracovnich hodin)
15,57 472,92 18 4,45 566,52
44,02 1339,75 9,5 6,92 696,82
20,42 620,25 12,8 4,28 1033,15
18,74 568,33 36,4 3,9 1603,62
49,2 1497,6 35,7 55 1611,37
44,92 1365,83 24 4,6 1613,27
55,48 1687 43,3 5,62 1854,17
59,28 1639,92 46,7 5,15 2160,55
94,39 2872,33 78,7 6,18 2305,58
128,02 3655,08 180,5 6,15 3503,93

96 2912 60,9 5,88 3571,89
131,42 3921 103,7 4,88 37414
127,21 3865,67 126,8 55 4026,52
2529 7684,1 157,7 7 10343,81
409,2 12446,33 169,4 10,78 11732,17
463,7 14098,4 33,4 7,05 15414,94
510,22 15524 371,6 6,35 18854,45

ReSeni:

Prezentujeme zde feSeni pomoci programu GRETL. Nejprve do programu zaddme vSechny
proménné.

a) V hlavnim menu vybereme MODEL—Ordinary Least Squares a objevi se nasledu-
jici dialogové okno, kde doplnime Y (pocet pracovnich hodnin) jako zavislou pro-
ménnou, a X1, X2, X3, X4 jako regresory, tzn. nezavislé proménné, jak ukazuje Ob-
razek 30.
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Potvrdime tlacitkem budiz a dostadvame nasledujici vystup, ktery je zobrazen na Obrazku
31.
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Ed oreti: specifikovat model — O X
] oLS
const Zavisle proménna
X1pocetpacientu v . =
é ocetpracovnichhodin
X2luzka = E
X3populace
X4pobyt R
Ypocetpracovnichhodin o chmeiidd
const
i Xlpocetpacientu
=" X2luzka
X3populace
Xdpobyt
[[] Robustni smérodatné chyby
i Népovéda £5 Vymazat X Zrusit <7 Budiz

Obrazek 30: Dialogové okno — specifikace modelu

“ gretl: model 1 — O X
Soubor  Upravit Testy Uloiit Grafy Analyza 0
Model 1: OLS, za pouzitl pozorovani 1-17 -

Zavisle prom&nna: Ypocetpracovnichhodin

koeficient smé&r. chyba t-podil p-hodnota

const 2789, 60 1251,11 2,230 0,0456 ke
Xlpocetpacientu -26,3215 119,247 -0,2249 0,8258
X2Zluzka 2,15068 3,77026 00,5704 00,5789
X3populace -1,53312 8,675851 -0,1766 0,8627
X4pobyt -5€l,21¢€ 244,108 -2,299 00,0403 ke
Stfedni hodnota zavisle proménné 4978,480

Sm. odchylka zavisle proménné 5560, 534

Soudet étvercd rezidui 7388576

Sm. chyba regrese 784,6749

Koeficient determinace 0,985065

Adjustovany koeficient determinace 0,980087

F(4, 12) 197,8692

P-hodnota (F) T7,6T7e-11

Logaritmus vérohodnosti -134,4709

Akaikovo kritérium 278,941%9

Schwarzovo kritérium 283,1079

Hannan-Quinnovo kritétium 27%9,3560

zde je poznamka o zkratkach statistik modelu

Pomine-1i se konstanta, p-hodnota byla nejvyssSi pro proménnou 3 (X3populace]

< »

Obrazek 31: Odhad koeficienti metodou nejmensich ¢tverci

Z tohoto vystupu vidime, Ze rovnice modelu je Y = 2789,6 —26,8x; + 2,1x, —
1,5x3 — 561,2x,; pficemz jediny statisticky vyznamny koeficient je koeficient b,. To uka-
zuje na moznou multikolinearitu mezi proménnymi. A dava to smysl, protoze pocet poci-
entl, pocet obsazenych lizek a velikost populace jisté spolu souvisi. Proto v dalsim kroku

vypocteme korelacni matici a podivame se na vzajemné korelacni koeficienty.



Regresni analyza — vicerozmeérna: multikolinearita, heteroskedasticita, autokorelace

b) V nabidce ZOBRAZIT vybereme KORELACNI MATICE a dostaneme vysledek

7
na Obrazku 32.
“gretl: korelaén matice - m} X Boer oot B * ‘
Korelaéni matice
SR,
BenaH = L
Korelacni koeficienty, za pouziti pozorovani 1 - 17
5% kriticka hodnota (oboustranna) = 0,4821 pro n = 17 Xlpacetpacientu
0,8
Xlpocetpacientu X21luzka X3populace X4pobyt X2luzka
1,0000 0,9999 0,8357 0,6712 Xlpocetpacientt
1,0000 0,9332 0,6711 X2luzka 0.6

Ypocetpracovni~

0,9856 Xlpocetpacientu
0,9860 X2luzka

0,9404 X3populace
0,5786 X4pobyt

1,0000 Ypocetpracovni~

0000 0,4630 X3populace X3populace
1,0000 X4pobyt
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Obrazek 32: Korelaéni matice

Z tohoto vysledku vidime, Ze v modelu ponechame proménnou x, (doba pobytu v nemoc-
nici) a z ostatnich proménnych ponechame proménnou x, (pocet obsazenych lazek), pro-

toZe koeficient b, mél nejmensi p hodnotu ve vystupu regresniho modelul.

Multikolinearita mize mit nékolik negativnich dopadii na regresni analyzu:
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SniZeni interpretovatelnosti: KdyZ jsou nezavislé proménné mezi sebou silné ko-
relované, je obtizn&jsi urcit, jaky vliv mé kazda z téchto proménnych na zavislou
proménnou. Koeficienty regresniho modelu mohou byt nepfesné a zaviset na
konkrétni konfiguraci dat.

Nestabilita koeficientli: Malé zmény v datech mohou vést k velkym zménam v
koeficientech regresniho modelu, coZ ztézuje stabilitu a spolehlivost interpre-
tace.

Zvyseni varianci koeficienti: Multikolinearita mize zpUsobit zvySeni varianci
odhadnutych koeficientl, coz mlze vést k nizsi presnosti predikce a miize také
zhorsit schopnost modelu generalizovat na nova data.

Nepftesnost vyznamnosti proménnych: Multikolinearita miiZze vést k nespravnym
vysledkiim tykajicim se statistické vyznamnosti nezavislych proménnych. Pro-
meénné, které by mohly byt vyznamné, mohou byt povazovany za nevyznamné
kvtli vzajemné korelaci s jinymi proménnymi.

Zvyseni rozptylu rezidui: Multikolinearita mtze také zpusobit, Ze rezidua (od-
chylky skute¢nych hodnot od ptedpovidanych) budou mit vyssi rozptyl, coz
muze naznacovat, ze model nepopisuje data efektivng.
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Jak se s multikolinearitou zachazi? Existuje nékolik postupti:

e 7pétnéd eliminace proménnych: Zkuste postupné vyfazovat nebo kombinovat
siln¢ korelované proménné, abyste snizili kolinearitu a zlepsili stabilitu modelu.

e Ziskani vice dat: VEétsi mnozstvi dat mize pomoci rozptylit vliv multikolinearity.

e Transformace proménnych: Transformace dat (napf. normalizace, standardi-
zace) muze pomoci snizit multikolinearitu.

Celkové je dulezité identifikovat a fesit multikolinearitu, aby byly vysledky regresni ana-
lyzy spolehlivé a interpretabilni.

€) Novy model tedy sestavime bez proménnych x, a x,. Vysledek vidime na Ob-
razku 33, rovnice modelu je Y = 2585,5 + 1,2x, — 531x,; a oba regresni koefi-
cienty b,, b, jsou statisticky vyznamné, tzn. nenulové, a tedy proménné x, a x,
prispivaji k vysvétleni nezavislé proménné y (pocet odpracovanych hodin v ne-
mocnici). Koeficient determinace je vysoky (0,98), a tato hodnota tika, ze 98%
celkové variability je vysvétleno modelem. Také P-hodnota (F) = 1,91 - 10713 je
mensi nez zvolend hladina vyznamnosti &« = 0,05; proto nulovou hypotézu o nu-
lovosti vSech regresnich koeficientl zamitame, jinymi slovy mizeme tvrdit, Ze
model jako celek je zvolen spravné.

B4 aretl: model 2 - O X
Soubor Upravit Testy Ulozit Grafy Analyza =
Model 2: OLS, za pouZiti pozorovéami 1-17
Zavisle proménnéd: Ypocetpracovnichhodin
koeficient smér. chyba t-podil p-hodnota
const 2585, 52 807,083 3,203 0,0064
X2luzka 1,23243 0,0504440 24,43 7,02e-013 *x*
X4pobyt -530, 933 156,249 -3,398 0,0043
Stfedni hodnota zavisle proménné 4978, 480
Sm. odchylka zavisle proménné 5560,534
Soudet &tvercl rezidui 7542086
Sm. chyba regrese 733,9758
Koeficient determinace 0,984755
Adjustovany koeficient determinace 0,982577
F(2, 14) 452,1552
P-hodnota (F) 1,91e-13
Logaritmus wv&rohodnosti -134,6457
Bkaikovo kritérium 275,2914
Schwarzovo kritérium 277,7911
Hannan-Quinnovo kritétium 275,5399
zde je poznamka o zkratkach statistik modelu

Obrazek 33: Odhad nového (redukovaného) modelu
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d)

e)

Ptredpoveéd poctu odpracovanych hodin vV nemocnici s primérnym dennim poctem
pacientli 150, s 5000 obsazenymi lizky za mésic, se 100 tis. obyvateli ve spadové
oblasti a s primérnou délkou pobytu 6 dni.

Piivodni model: Y = 2789,6 — 26,8x; + 2,1x, — 1,5x3 — 561,2x,

Dosadime hodnoty a dostavame:

Y =2789,6 —26,8-150 + 2,1-5000—1,5-100 - 561,26 = 5752,4 hodin.
Redukovany model: Y = 2585,5 + 1,2x, — 531x,

Dosadime hodnoty a dostdvame:

Y =2585,5+1,2-5000 — 531 6 = 5399,5 hodin.

Nyni se podivejme na znaménka u jednotlivych regresnich koeficient, ktera fikaji,
ze s rostoucim poctem lazek roste pocet odpracovanych hodin v dané nemocnici, a
S rostoucim poctem dnti, které pacienti stravi v nemocnici pocet odpracovanych ho-
din v dané nemocnici klesa.

Diagnostika modelu: Testy — Heteroskedasticita — Whitetv test

Vyhodnoceni testu hetrosdedaticity provedeme na zaklad¢é vypoctené p-hodnoty. Testuje
se nulova hypotéza Ho: homoskedasticita rezidui (tj. konstantni rozptyl rezidui), opoti al-

ternativni hypotéze Hi: heteroskedasticita rezidui. P-hodnota = 0,135 je vétsi nez zvolené
a=0,05; proto Ho nelze zamitnout, nebylo tedy prokézano, Ze by rezidua neméla konstantni

rozptyl.

“ gretl: LM test (heteroskedasticita) - O X
BE DA ®
Whitedv test heteroskedasticity

OLS, za pouZziti pozorovani 1-17

Zavisle proménna: uhat”2

koeficient smér. chyba t-podil p-hodnota

const -1,58618e+06 5,74515e+06 -0,276l1 00,7876
X2luzka 481,042 819,263 0,5872 00,5689
X4pobyt 548599 2,29624e+06 0,2389 0,8156
sq_X2luzka -0,0426439 0,0151866 -2,808 0,0170
X2 X3 42,9138 126,293 0,3398 0,7404
sq_X4pobyt -77643,6 220241 -0, 3525 0,7311
Neadjustovany koeficient determinace = 0,493699

Testovacl statistika: TR"2 = §,3592881,

s p-hodnotou = P(Chi-kvadrat(5) > &,392881) = 0,135871

Obrazek 34: Test heteroskedasticity

Pro testovani normality vybereme ve vystupu modelu TESTY—Normalita rezidui. A
dostaneme vysledek, ktery zachycuje Obréazek 35. Vyhodnoceni provedeného testu nor-
mality je pravdépodobné nejsnazsi odvodit z prabehu grafu predpoklddaného normal-

niho

rozd¢leni v porovnani se skute¢nym rozdélenim rezidui a analyzou p-hodnoty Chi-

kvadrat testu. Testuje se nulova hypotéza Ho: Rezidua maji normalni rozdéleni, oproti
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Hi: Rezidua nemaji normalni rozdéleni. P-hodnota = 0,02 je mensi nez zvolené a = 0,05;
proto Ho zamitdme, a bylo tedy prokazano, ze rezidua nemaji normalni rozd¢leni.

B orett: graf - X

0,0007

Testovaci statistika pro normali relative frequency Emmm
Chi-kvadrat(2) = 7,770 [0,0206 N(-3,2769e-013 733,98)

0,0006

0,0005

0,0004

Fustota

0,0003

0,0002

0,0001

-2000 -1500 -1000 -500 0 500 1000 1500 2000

residual

= ¢ @
Obrazek 35: Test normality

Pokud chceme pomoci programu GRETL testovat autokorelaci, musime vstupni data
ulozit jako ¢asovou fadu. Testuje se, zda je Ut zavislé na Ut.1. Vybereme ve vystupu modelu
zalozku TESTY —Autokorelace. A dostaneme vysledek, ktery zachycuje Obrazek 36.

“ gretl: autokorelace - O s

= ENE RN B
Breusch-Godfreylv test pro autokorelaci prvniho Fédu

OLS, za pouZiti pozorovani 2023-01-01:2023-01-17 (T = 17)

Zavisle prom&nnéa: uhat

koeficient smér. chyba t-podil p-hodnota
const -717,911 955,992 -0,7510 0,4661
X21luzka -0,0294291 0,0539677 -0,5453 0,5548
X4pobyt 142,011 186, 388 0, 7619 0,4597
uhat_1 -0,4290&0 0, 324838 -1,321 0,2093

Neadjustovany koeficient determinace = 0,118323

Testovaci statistika: LMF = 1,744627,
s p—-hodnotou = P(F(1,13) > 1,74463) = 0,209

Alternativni statistika: TR™2 = 2,011489,
s p-hodnotou = P(Chi-kvadrat(l) > 2,01149) = 0,156

Ljung-Box Q' = 1,53527,
s p-hodnotou = P(Chi-kvadrat(l) > 1,53527) = 0,215

Obrazek 36: Test autokorelace

Testuje se nulova hypotéza HO: Rezidua nejsou autokorelovana, oproti H1: Rezidua jsou
autokorelovana. P-hodnota = 0,209 je vétsi nez zvolené a.= 0,05; proto HO nelze zamitnout,
nebylo tedy prokdzano, ze by rezidua byla autokorelovana.
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o swosrarevcory ]

6.1 V nasledujici tabulce jsou uvedeny hodnoty obratu, vydaji na védu a vyzkum (VaV) a
zisku za 18 prumyslovych odvétvi v USA v roce 2023. Vytvorite linearni regresni model
zévislosti zisku na obratu a vydajich na VaV. Zjistéte, zda je v modelu pfitomna multiko-
linearita a heteroskedasticita. Pouzijte postupy, které jste se naucili v této kapitole.

Obrat VaVv Zisk
6375,3 62,5 185,1
11626,4 92,9 1569,5

14655,1 178,3 276,8
21869,2 258,4 2828,1
26408,3 494,7 225,9
32405,6 1083,0 3751,9
35107,7 1620,6 2884,1
40295,4 421,7 4645,7|
70761,6 509,2 5036,4
80552,8 6620,1| 13869,9
95294,0 3918,6 4487,8
101314,1 1595,3( 10278,9
116141,3 6107,5 8787,3
122315,7 4454,1] 16438,8
141649,9 3163,8 9761,4
175025,8( 13210,7| 19774,5
230614,5 1703,8| 22626,6
293543,0 9528,2| 18415,4

o] e

6.1 Y =1791,54+0,069.x1+ 0,369.x2
x1...obrat; X2...vydaje na VaV; koeficient b2=0,369 neni statisticky
vyznamny
Korela¢ni koeficient = 0,9 je statisticky vyznamny na hladiné¢ vyznamnosti 0,01.
V modelu je pfitomna multikolinearita.
Zavislost zisku na obratu:

Y =862,85 + 0,08.x1
Koeficient 0,08 je statisticky vyznamny.

Dvouvybérovy F-test pro rozptyl

Soubor 1 Soubor 2
Sti. hodnota -809,8808  809,8807591

Rozptyl 1219536  20761396,39
Pozorovani 9 9
Rozdil 8 8
F 0,058741
P(F<=f) (1) 0,000289
F krit (1) 0,290858
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Nulovou hypotézu: rozptyly obou soubort jsou stejné mizeme zamitnout, a lze tvrdit, Ze
rozptyl ndhodné slozky neni konstantni neboli heteroskedasticita je v modelu pfitomna.
Zavislost zisku na VaV je ddna vztahem

Y =3817,11 + 1,4.x2 akoeficient 1,4 je statisticky vyznamny.

Dvouvybérovy F-test pro rozptyl

Soubor 1 Soubor 2
Stf. hodnota -1348,771  1348,770762

Rozptyl 7292620  43919891,06
Pozorovani 9 9
Rozdil 8 8
F 0,166044
P(F<=f) (1) 0,010033
F krit (1) 0,290858

Nulovou hypotézu: rozptyly obou soubort jsou stejné nelze zamitnout, a proto rozptyl na-
hodné slozky je konstantni neboli heteroskedasticita neni v modelu pfitomna.

E e A

Tato kapitola se vénovala identifikaci a analyze problému, které zptisobuje nesplnéni
hlavnich pfedpokladt klasického vicerozmérného linearniho regresniho modelu. Jednalo
se 0 multikolinearitu, heteroskedasticitu a autokorelaci. Multikolinearitou rozumime vza-
jemnou statistickou zavislost, tj. korelaci, mezi vysvétlujicimi proménnymi ve vicenasob-
ném linedrnim regresnim modelu. Dalsi dulezitou vlastnosti klasického linearniho regres-
niho modelu je homoskedasticita, ktera spoc¢iva v tom, Ze rozptyl poruchy & Vv popula¢nim
linearnim regresnim modelu je konstantni. Autokorelace je korelace mezi pozorovanimi
uspofaddanymi V Case, (data jsou Casové fady) nebo Vv prostoru (data jsou prirezova, tj. v
jednom casovém okamziku/intervalu).
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7 ZAKLADY ANALYZY CASOVYCH RAD

el wemrnameoaproy ]

Dilezitym néstrojem ke zkoumani dynamiky ekonomickych procesl je analyza ¢aso-
vych fad. Casovou fadou piitom rozumime vécné a prostorové srovnatelnd pozorovani
usporadana v ¢ase smérem od minulosti pies pritomnost k budoucnosti. Obsahem této ka-
pitoly je objasnit typizaci ekonomickych ¢asovych tad, vysvétlit elementarni charakteris-
tiky Casovych tad, uvést zakladni modely ¢asovych fad a popsat jejich slozky. Analyza
Casovych fad je vedena snahou po vysvétleni minulosti a piedvidani budoucnosti, v ekono-
mické oblasti se jedna o vyvojové trendy ukazatelli hospodaiské ¢innosti. Analyza Caso-
vych tad jako soubor metod a postupti nabizi Sirokou Skalu nastrojti a technik. Ke klasic-
kym analytickym postupiim zalozenym na regresi z pfedchozich kapitol a syntetickym pfi-
stuptim zalozenym na technikéch vyrovnani ¢asovych tad, ptistupuje moderni, vypocetné

wewvr

naro¢néjsi Box-Jenkinsova metodologie.

Hlewewwrory ]

Po prostudovani této kapitoly budete umét:

uvést typy ekonomickych ¢asovych fad,
vypocitat hodnoty ocisténé ¢asové rady,

vypocitat zékladni charakteristiky ¢asovych fad.

[[esspommeavviesroon ]

K prostudovani této kapitoly budete pottebovat asi 60 minut.

|
_

Casova tada, diference Casové fady, koeficient riistu, o€isténd hodnota asové fady.
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7.1 Typy ekonomickych €asovych rad

Diilezitym néstrojem ke zkoumani dynamiky ekonomickych procest je analyza ¢aso-
vych fad. Casovou fadou pfitom rozumime vécné a prostorové srovnatelnd pozorovani
uspoiadana v ¢ase smérem od minulosti pres p¥itomnost k budoucnosti. Casové fady ¢le-
nime nasledujicim zptisobem:

e podle charakteru casové fady na intervalové casové rady a okamzikové casové rady,

e podle periodicity, s jakou jsou sledovany, na krdtkodobé ¢asové fady (méné nez ro¢ni
periodicita), strednédobé Casové tady (ro¢ni periodicita) a dlouhodobé Casové tady
(delsi, nez ro¢ni periodicita),

e podle druhu sledovanych ukazatelti (0dajii) na ¢asové fady absolutnich ukazatell a Ca-
sove fady odvozenych ukazateli.

Intervalovou casovou radou se rozumi casova fada intervalového ukazatele y,, tj. uka-

zatele, jehoz velikost (hodnota) zavisi na délce intervalu, za ktery je sledovan. Pro ukazatele
tohoto typu je mozné tvotit soucty, z jejich povahy vsak vyplyva, ze se vztahuji ke stejné
dlouhym ¢asovym intervaliim, jinak by byly hodnoty vzajemné nesrovnatelné. Neni napft.
spravné srovnavat vyrobu za leden a Uinor, nebot Unor je z hlediska poc¢tu pracovnich dni
krat$i. Abychom zajistili srovnatelnost, pfepocitdvame vSechna sledovand obdobi na stejny
casovy interval. Tato operace se nazyva o€istovani ¢asovych fad od kalendarnich variaci.

Udaje ogisténé Gasové fady yt(o) dostaneme z hodnoty ocistovaného ukazatele y, takto:

k
v =y (7.1)

kde k, je primérny pocet dnil v ptislusném dil¢im obdobi, k, je skuteény pocet dnil v pii-
sluSném dil¢im obdobi t.

Okamzikovou casovou radou rozumime €asovou fadu ukazatell, které se vztahuji k ur-
¢itému okamziku, napt. pocatku nebo konci urcitého Casového intervalu (obdobi). Protoze
soucet za n€kolik za sebou jdoucich okamzikovych hodnot obvykle nema realny smysl,
shrnuji se fady tohoto typu pomoci chronologického primeéru.

Pro dané ekvidistantni (stejn€ vzdalené) ¢asové okamziky 1, to, ..., tn, ke kterym ptislusi
hodnoty okamzikovych ukazatell y1, Y2, ..., Yn J€ prosty chronologicky primér definovan
jako aritmeticky pramér z aritmetickych priméra vzdy dvou po sobé jdoucich hodnot, tedy:

yity2 =J/2+3’3 : =J’n—1+Yn

Ven = : : : (7.2)

n—1

Neni-li délka mezi jednotlivymi casovymi okamziky stejna, definujeme vazeny chrono-
logicky priumeér, kde vahami jsou délky jednotlivych ¢asovych intervald dk = tk+1 - tk, K =
1,2,..,n-1:
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WtYog Yot Ysg y  YeatYay
2 2 2

Yon = d,+d, +..+d . (7.3)

Casovy rozdil mezi ¢asovymi okamziky, tedy délka ¢asového intervalu v okamzikové
Casové fad¢, se nazyva periodicita casové fady. Je-li periodicita ekonomickych ¢asovych
fad kratsi nez jeden rok, hovotime o krdtkodobych casovych raddch. NejCastéjsi periodici-
tou je mésicni periodicita. Je-li periodicita rocni, hovotime Casto o strednédobych casovych

Fadach, pti delsi periodicite, napft. pétileté, hovoiime o dlouhodobych casovych raddch.

Casovou fadou absolutnich hodnot se obvykle rozumi ¢asova fada piimo zjisténych
udaju (v naturalnich jednotkach) o¢isténa od kalendainich variaci. Odvozené tidaje a z nich
vytvotené ¢asové fady ziskame obvykle matematickymi operacemi z absolutnich udajt.
VétSinu dulezitych ekonomickych ¢asovych tfad tvoii casové fady ukazatelti vyjadienych
V penézni forme€. Vzhledem ke zménam cenové hladiny, které jsou v trzni ekonomice pfi-
rozené, vsak v del$i ¢asové tfadé Casto dostavame posloupnost udaji, které nejsou vzdy
zcela soumétitelné. Proto dilezitym problémem v analyze casovych fad je srovnatelnost
udaji, konkrétn€ cenova srovnatelnost. Pfi sestavovani del$i Casové fady je mozno v zésade
postupovat dvojim zpiisobem: pouzit béZné ceny a vyjadrit z nich absolutni objem urcitého
ukazatele, resp. tempa rlstu, nebo vychazet ze stdlych cen, tj. cen fixovanych k ur¢itému
datu. PouZivani stalych cen v ekonomice vede ke zmirnéni negativnich tendenci v ti€innosti
zékladnich fonda vyplyvajicich z vlivu technického rozvoje na vyrobu, dale vede ke zreal-
néni vysledki hospodarského vyvoje vzhledem k mezinarodnimu srovnani.

Vyvoj zékladnich ekonomickych ukazatell v Ceské republice je mozné sledovat na we-
bovych strankach Ceského statistického ufadu. Pro potieby vrcholového fizeni ve firmach
a podnicich slouzi predevs§im tdaje o vyvoji zékladnich ukazatel podle mé&sicti, nebot’ jde
o0 informace s ur¢itym vztahem k okamzité odezvé v chovani ekonomickych subjektd, at’
uz vyrobcl, nebo spotiebitelil. Jsou to zejména informace o inflaci (index spotiebitelskych
cen a indexy zivotnich nakladil), ddle informace o penéznich ptijmech a vydajich obyva-
telstva, o celkovém prodeji v maloobchodé, primyslové, zemédelské a stavebni vyrobé a
téz udaje o nezaméstnanosti.

Zdrojem informaci a dat jsou webové stranky Ceského statistického ufadu (CSU),
WWW.CZS0.cz piipadné Statistického tfadu Evropské komise EUROSTAT: http://epp.eu-
rostat.ec.europa.eu , Ceska narodni banka https://www.cnb.cz/cs/ , The world bank
https://databank.worldbank.org/source/world-development-indicators#.
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7.2 Elementarni charakteristiky ¢asovych rad

Mezi elementarni metody analyzy Casovych fad patii vizudlni analyza chovani ukazatele
vyuzivajici grafii spolu s ur€ovanim elementarnich statistickych charakteristik, ke kterym
patii absolutni diference rizného tadu a koeficient ristu Casové fady.

Oznacime-li yt hodnoty ur€itého ukazatele v ¢ase t = 1,2, ..., n (napf. v jednotlivych mé-
sicich), potom absolutni diferenci prvniho Fadu rozumime rozdil:

AVy, =y, —y, ;,t=23, ...,n (7.4)
Obdobn¢ Ize definovat absolutni diference vyssich radii:
APy, = AWy, — AWy, 1=y, — 2y, +yip, t=34,.,0,
APy, = APy, — APy, 1=y, =3y + 3V — Yooz, t=45,..,n

Dalsi pouzivanou elementarni charakteristikou je koeficient rustu, ktery udava, o kolik
procent vzrostla hodnota ¢asové fady v daném casovém okamziku oproti obdobi v pted-
chozim ¢asovém okamziku:

ke =-2-t=23, ..,n (7.5)
Vt-1
Pti hodnoceni vyvoje za celou analyzovanou fadu zjiStujeme souhrnné charakteristiky
— prumerny absolutni pririistek:

- 1 n—
A=—31,ADy =221 (7.6)

a primérny koeficient riistu:

k = n_wll k2k3. . le = n_l\/%. (77)

Jak primérny absolutni pfirastek, tak primérny koeficient rastu zavisi pouze na prvni
a posledni hodnoté ¢asové fady. Primérny absolutni pfirtstek ukazuje, o kolik by se mél
ukazatel pravidelné ménit (v absolutnich jednotkach), aby se hodnota ukazatele zménila
Z pavodni prvni hodnoty y1 na posledni hodnotu yn. Naproti tomu pramérny koeficient ristu
poskytuje informaci, o kolik procent by se méla hodnota ukazatele ménit, tj. jakd by méla
byt rychlost rstu (poklesu), aby se hodnota ukazatele zménila z pavodni prvni hodnoty Y1
na posledni hodnotu yn.
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7.3 Modely ekonomickych ¢asovych rad

Modelovy ptistup k analyze ¢asovych fad bude vychazet z piedpokladu, ze jedinym fak-
torem dynamiky ukazatele v casové radeé je cas. Ostatni faktory pasobici na hodnotu uka-
zatele budeme vétSinou zanedbavat. Model ¢asové fady tohoto typu muzeme zapsat ve
formé:

Ve = f(t; st)v (78)

kde yt je hodnota analyzovaného ukazatele v Case t, f je urcita funkce (typ zavislosti), t je
Casova proménnd, ¢, je hodnota ndhodné slozky. Modely ¢asovych fad zaloZené na vyse
uvedeném principu se nazyvaji jednorozmeérné modely.

Kazda casova fada mlze obsahovat 4 slozky, které vyjadiuji rizné druhy pohybu ana-
lyzovaného ukazatele:

trendovou slozku (trend) Ty,
sezonni slozku S,
cyklickou slozku Ct,
nahodnou sloZku ¢, .

Trendova, sezonni a cyklicka slozka tvoii spole¢né systematickou (deterministickou)
slozku, kterou zna¢ime Vi, tj. Y; = T; + S; + C;. Zpravidla se uvazuje, Ze slozky Yt jsou
v aditivnim vztahu, takZze model ¢asové fady miizeme zapsat ve tvaru:

Ve =Ty +S¢ + Ce + &. (7.9)

V tom piipad€ mluvime o aditivnim modelu €asové fady. V ekonomickych ¢asovych fa-
dach se nejcastéji setkavame se dvéma specialnimi pripady modelu (7.9). U sttednédobych
modelt (s rocni periodicitou) se obvykle ptedpokladd S, = C; = 0, pak model casové fady
(7.9) ma tvar:

v =T; + &. (7.10)

U kratkodobych modelt ¢asovych tad (s Ctvrtletni nebo mésicni periodicitou) se predpo-
klada, ze C; = 0, a tedy model (7.9) ma tvar:

yt = Tt + St + gt’ (711)
mluvime pak o casové rade se sezonni slozkou.
Vedle aditivniho modelu (8.9) je multiplikativni model zalozen na ptedpokladu, Ze vza-
jemny vztah jednotlivych slozek obsazenych v modelu je dan vzajemnym nasobenim:

yt == Tt . St . Ct . gt' (712)

Popis a kvantifikace jednotlivych slozek modelu casové fady patii k hlavnim ukoliim ana-

lyzy Casovych fad.
|
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pesevioomrs ]

V tabulce jsou uvedeny primérné mésicni vydaje na vzdélavani zameéstnanct ve firmé A+B
v letech 2015-2023. Pro tuto ¢asovou fadu vypocitejte:

a. absolutni ptirtstky a primérny absolutni pfirustek,

b. koeficienty rustu a primérny koeficient ristu.

Roky 2015 | 2016 | 2017 | 2018 2019 2020 | 2021 | 2022 | 2023
Mzda 2980 | 3110 | 4500 | 5650 7460 | 8930 |10670 |12820 | 13250

ReSeni:

a. Absolutni ptiristky vypocitame podle vztahu (7.4):
AWy, =y, —y, =3110 — 2980 = 130, atd.
Vysledek tika, ze primérné mési¢ni vydaje na vzdélavani zaméstnanct ve firmeé A+B stou-
ply v letech 2015-2016 o 130 K¢.
Vsechny absolutni ptiristky jsou uvedeny v nasledujici tabulce.
Primérny absolutni ptiristek je podle (7.6):

SN _ 132508— 2980 _ hes7s

n—1

b. Koeficienty rustu vypoc¢itame podle vztahu (7.5). Napf.: &k, =— = 2980 = 1,0436.
Y

Primérné mé&si¢ni vydaje na vzdélavani zaméstnancti ve firmé A+B vzrostly v letech 2015-
2016 0 4,36%.

Hodnoty ostatnich koeficientl riistu jsou uvedeny v nésledujici tabulce.

Primérny koeficient ristu vypocitame podle (7.7):

K =ngdn :s/@ —~1,205.
y, | 2980

Vysledek ukazuje, ze mésicni vydaje na vzdélavani zaméstnancti ve firmé A+B rostly ro¢né
V priméru o 20,5%.

Roky 12015|2016| 2017 | 2018 | 2019 | 2020 | 2021 | 2022 | 2023
Mzda |2980|3110| 4500 | 5650 | 7460 | 8930 | 10670 | 12820 | 13250
AD y - | 130 | 1390 | 1150 | 1810 | 1470 | 1740 | 2150 | 430

k . |104] 145 | 1,26 | 1,32 | 1,20 | 1,19 1,20 | 1,03

swosamgokory ]

7.1 V tabulce jsou uvedeny poéty prodanych automobilt v autocentru A+A v letech 2016
az 2023. Pro tuto ¢asovou fadu vypocitejte:

a) absolutni pfirGstky a primérny absolutni ptirtstek
b) koeficienty rustu a primérny koeficient ristu.

Rok 2016 | 2017 | 2018 | 2019 | 2020 | 2021 | 2022 | 2023
Pocet 120 | 159 | 167 | 175 | 197 | 172 | 199 | 240
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7.2 Uvedené daje v tabulce zachycuji zisk firmy v tis. K& v letech 2017-2023. Pro tuto
casovou fadu vypocitejte:

a) absolutni pfirtstky a primérny absolutni pfiristek
b) koeficienty rustu a primérny koeficient ristu.

Rok 2017 | 2018 | 2019 | 2020 | 2021 | 2022 | 2023
Pocet 1303,6 | 1381,1 | 1447,7 | 1432,8 | 1401,3 | 1390,6 | 1433,8

] e

7.1

Rok Pocet | Abs.prirustky | Koeficienty ristu
2016 120 XXX XXX

2017 159 39 1,325

2018 167 8 1,050

2019 175 8 1,048

2020 197 22 1,126

2021 172 -25 0,873

2022 199 27 1,157

2023 240 41 1,206

Primérny absolutni pfirtstek je podle (7.6): A =17,14.
Primé&rny koeficient ristu vypogitime podle (7.7): k =1,104.
Pocet prodanych automobill rostl ro¢né v priméru o 10,4%.

7.2

Rok Pocet | Abs.priristky | Koeficienty riistu
2017 1303,6 XXX XXX

2018 1381,1 77,5 1,059

2019 14477 66,6 1,048

2020 1432,8 -14,9 0,990

2021 1401,3 -31,5 0,978

2022 1390,6 -10,7 0,992

2023 1433,8 43,2 1,031

Priimérny absolutni piiriistek je podle (7.6): A = 21,7 tis. K¢&.
Primérmy koeficient riistu vypo&itame podle (7.7): k =1,016.
Zisk firmy rostl ro¢né v primeéru o 1,6%.
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EL e A

Obsahem této kapitoly bylo objasnit typizaci ekonomickych ¢asovych rad, vysvétlit ele-
mentarni charakteristiky casovych fad, uvést zékladni modely ¢asovych fad a popsat jejich
slozky. Casova fada se d4 rozlozit na ¢tyfi slozky. Jedna se o slozku trendovou, sezénni,
cyklickou a ndhodnou. Cyklickou sloZku v ekonomickych ¢asovych fadach zanedbavame,
protoze popisuje jevy, které se opakuji za obdobi delsi nez 1 rok. V ptipad¢, ze se jednotlivé
slozky s¢itaji, tak se jedna o aditivni model, v ptipad¢ nasobeni jednotlivych slozek mlu-
vime o multiplikativnim modelu. Analyza ¢asovych fad je vedena snahou po vysvétleni
minulosti a pfedvidani budoucnosti, v ekonomické oblasti se jedna o vyvojové trendy uka-
zatel hospodaiské ¢innosti.
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8 ANALYZA TRENDU CASOVYCH RAD

el wemrnameoaproy ]

V této kapitole se budete zabyvat trendovou slozkou ¢asové fady, ktera ptedstavuje nej-

vvvvvv

vvvvvv

rem vyvoje dynamiky analyzovaného ukazatele je ¢as. Trendova slozka totiz poskytuje
rozhodujici informaci pro prognézovani hodnot ¢asové fady do budoucna. K urceni tren-
dové slozky pouzivame dva obecné pfistupy: analyticky a synteticky. Analyticky pfistup
stanoveni trendu vychazi z predem znamych typi trendovych funkci vyznacujicich se pii-
tomnosti parametru, které je tfeba stanovit co nejlépe s ohledem na skute¢né hodnoty uka-
zatele Casové fady. Z velkého mnozZstvi pouZivanych trendovych funkci se zaméfime na
nékolik z nich, které maji vyznam predevSim v ekonomickych aplikacich. Jsou to: linearni
trend, parabolicky trend, exponencialni trend, logisticky trend a Gompertzuv trend. Synte-
ticky pfistup stanoveni trendu spociva ve vyrovnani odchylek daného ukazatele v Casové
fade tak, ze ziskané vyrovnané hodnoty vyjadiuji trendovy faktor obsazeny pouze v ¢asové
fadé, nikoliv faktor vlozeny z vnéjsku. Nemusite proto znat predem typ trendové funkce,
coz je prednost syntetického pristupu oproti pfistupu analytickému. Jeho nevyhodou je na-

vvvvvv

tického ptistupu uvedeme metody klouzavého priméru a exponencidlni vyrovnani.

[Hctempror ]

Po prostudovani této kapitoly budete umét:

uvést pristupy pouzivané k urceni trendové slozky,

napsat linedrni, kvadratickou, exponencialni a logaritmickou trendovou funkeci,
vztahy pro vypocet odhadii parametrt linearni trendové funkce,

vypocitat koeficient determinace,

vyrovnat ¢asovou fadu klouzavymi prumeéry,

pouzit pro vyrovnani ¢asové fady exponencidlni vyrovnani.
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casrormemviesion [[7]

weosiommeroy ]

Trendova slozka, linedrni trendova funkce, koeficient determinace, klouzavé priméry,

koeficient korelace.

8.1 Trendova slozka €asovych rad

Jak jiz bylo v privodci studiem feceno, v této kapitole vychazime z ptedpokladu, Ze je-
dinym faktorem vyvoje dynamiky analyzovaného ukazatele je ¢as t. Jednoduchy zptisob
volby ¢asové proménné spociva v jejim zavedeni tak, Ze ¢asova fada zacina v okamziku 1,
ke kterému se vztahuje prvni ¢len analyzované Casové fady yi. Dalsi ¢asové okamziky
oznacujeme po fad¢ pfirozenymi Cisly 2,3, ..., n. Symbol n oznacuje posledni uvazovany
casovy okamzik a zaroven i1 pocet uvaZzovanych ¢asovych okamziki.

Jiny jednoduchy a vyhodny zptisob oznaceni ¢asové proménné spociva v zavedeni nové

Casové promeénné t” nasledujicim zptisobem:

t'=(t-10, (8.1)
T Xy X[ X . o . _n+l . .
je-1i pocet ¢lenti Casové fady n lichy, pak t = — jak ukazuje Tabulka 12,
t'=2(t—1), (8.2)

nebo

je-li pocet ¢lenti n sudy, jak ukazuje Tabulka 13. Nova ¢asova proménna spliuje dile-

n
Zity pozadavek: Zt' =0.

Tabulka 12: Transformovana proménna p¥i lichém ¢asova n

t=1

(8.3)

Rok 2017 2018 2019 2020 2021 2022 2023
t 1 2 3 4 5 6 I
t’ -3 -2 -1 0 1 2 3
Tabulka 13: Transformovana ¢asova proménna p¥i sudém n
Rok 2018 2019 2020 2021 2022 2023
t 1 2 3 4 5 6
t’ -5 -3 -1 1 3 5
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Déle uvedené vztahy pro vypocet odhadu teoretickych hodnot parametrti jsou uvadény po
zavedeni transformaci v Tabulkach 12 a 13.

vvvvvv

vvvvvv

slozka totiz poskytuje rozhodujici informaci pro prognoézovani hodnot ¢asové fady do bu-
doucna. K urceni trendové slozky pouzivame dva obecné piistupy: analyticky a synteticky.

Analyticky pfistup stanoveni trendu vychazi z ptedem znamych typt trendovych funkci
vyznacujicich se pfitomnosti parametrd, které je tfeba stanovit co nejlépe s ohledem na
skute¢né hodnoty ukazatele Casové fady.

Synteticky pfistup stanoveni trendu spoc¢iva ve vyrovnani odchylek daného ukazatele
Vv Casové fadé (tzv. vyrovnani) tak, Ze ziskané vyrovnané hodnoty vyjadiuji trendovy faktor
obsazeny pouze v Casové fad¢, nikoliv faktor vlozeny z vnéjsku. Nemusime proto znat pie-
dem typ trendové funkce, coz je pfednost syntetického pfistupu oproti pfistupu analytic-
Z existujicich metod syntetického ptistupu uvedeme metody klouzavého priméru a expo-
nencialni vyrovnani.

8.2 Trendové funkce

Z velkého mnozstvi pouzivanych trendovych funkci se zaméfime na né€kolik z nich, které
maji vyznam pifedevs§im v ekonomickych aplikacich. Jsou to: linearni trend, parabolicky
trend, exponencialni trend, logisticky trend a Gompertziv trend. Vyhodou téchto trendo-
vych funkci je to, Ze je Ize snadno pouzit pro ucely prognézovéani. Nevyhodou je fakt, ze
typ trendové funkce musime stanovit predem na zdklad¢ externich, mnohdy subjektivnich
pfedpokladil a informaci. NejuZivanéjsi metodou odhadu neznamych parametri trendoveé
funkce je metoda nejmensich ctvercii (MNC), s niz jsme se setkali jiz v kapitole 3. Zde tuto
metodu aplikujeme na speciélni typ jednoduché regrese pro data ve formé ekonomické ca-
sové¢ fady, tedy piipad, kdy nezévisle proménnou je Cas a zavisle proménnou tvoii sledo-
vany ekonomicky ukazatel. Krom¢ metody nejmensSich ¢tvercti pro nelinearni trendové
funkce uvedeme alternativni metodu vybranych bodii (MVB).

8.2.1 LINEARNIi TREND

Nejcastéji pouzivanou trendovou funkei je linearni trendova funkce:

T = Bo + Bit, (8.4)

134



Jaroslav Ramik, Radmila Krkoskova - Statistické zpracovani dat

kde By, B1 jsou neznamé parametry at=1,2, ..., n je ¢asova proménna. Odhady neznamych
parametrd, které oznacujeme by, b;, ziskame metodou nejmensich ¢tvercti, ktera dava nej-
lepsi nestranné odhady. V souladu s postupem z kapitoly 3 je zapotiebi vyfesit 2 normalni
rovnice (3.12), kde xj nahradime t:

XYyt =ben + byt
Zt)’t =bozt+b12t2

(8.5)
(8.6)

Pouzijeme-li nyni ¢asové transformace (8.1), (8.2) a s vyuzitim vztahu (8.3) dostaneme
jednoduché feseni normalnich rovnic (8.5), (8.6):

DN
by n ' by Z(t,)z'

Parametr b, interpretujeme jako aritmeticky primér hodnot Casové fady, parametrb,

(8.7)

udava, jaky ptirtistek hodnoty Tt odpovidé jednotkovému pfirtistku proménné t.

pesevioomes 3]

V nasledujici tabulce jsou uvedeny po¢ty prodanych automobilt v autocentru A+A v letech
2016 az 2023. Pro tuto casovou fadu vypocitejte:

2018
167

2019
175

2020
197

2021
172

2022
199

2023
240

Rok
Pocet

2016
120

2017
159

Trend v prodeji automobild popiste linearni trendovou funkeci.

Jaky pocet prodanych automobilti 1ze ocekavat v roce 2024 s 95 % pravdépodobnosti?
(Stanovte bodovy odhad a 95 %-ni interval spolehlivosti prognézy.)

c. Stanovte koeficient determinace a na jeho zéklad¢ urcete pfiléhavost dat k trendové

oo

funkci.

ReSeni:

a. Podle vztahu (8.2) zavedeme novou ¢asovou proménnou ¢ (viz nasledujici tabulka).

’ r2 ' = -~ N
Rok t Vi t y,t T (y T)Z (y y)z
2016 -7 120 49 -840 133,818 | 190,937 | 3436,891
2017 -5 159 25 -795 146,620 | 153,264 385,141
2018 -3 167 9 -501 159,422 57,426 135,141
2019 -1 175 1 -175 172,224 7,706 13,141
2020 1 197 1 197 185,026 | 143,377 337,641
2021 3 172 9 516 197,828 | 667,086 43,891
2022 5 199 25 995 210,630 | 135,257 415,141
2023 7 240 49 1680 223,432 | 274,499 3766,891
Soucet 0 1429 168 1077 1629,552 | 8533,875
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Odhady bo, b1 parametrt o, 1 trendové funkce:
T, = Bo + Byt,t =—7,-5,-3, ...
vypocitame podle vztaht:

t!
2 _1429 178625, b = L1 -7 _6 410

n 8 >’ 168
Odhadnuta trendova funkce ma tvar:
T =178,625+ 6,41t , '=-7,-5,-3, ...

b, =

b. Oc¢ekavany prodej v roce 2024 vypocitame dosazenim ¢’, které odpovida roku 2024, do
rovnice trendu:

T =178,625 + 6,401-9 = 236,32.
Intervalovou predpovéd’ obdrzime dosazenim potifebnych hodnot do vztahu (4.8). Ve spe-
cidlnim ptipadé casové tady, kdy ti = Xi, obdrzime po upravach nasledujici vztah pro inter-
val spolehlivosti predikce na i ¢asovych okamzikt dopiedu:

[v(n+i) —tr-an(n-2) SRm , Y(n+i) + t1gp(n-2) SRM],
kde y(n+i)= T =236,32
t1-ar2(n — 2) = 2,45
Sk
n-p

n(n®-1)+12i* . _
(n*-1H(n-2) ° '

SR =

QAD=JG—R5

Z tabulky obdrzite Sr = 1629,552. Potom smérodatna chyba odhadu sr je

Sr = ,1629,552 — 16,48
8-2

K vypoétu Qn(i) je zapotiebi znat hodnotu koeficientu determinace R?

Sy _y 1629552 o0
S, 8533875

y

R*=1-

Vypocet souctu Sy je uveden v tabulce. Potom
Qn(i):\/(1—0,809) 8(64-1)+12 _\/ 516

OT2ITRE 10191222 =051,
(64-1)(8-2) 378

Dosazenim vyse vypocitanych hodnot do obecného vztahu obdrzite levou (L) a pravou (P)
mez intervalové predpovedi.

L = 236,315 - 2,447-16,48- y0,51 = 207,52.
P =236,315 + 2,447-16,48- /0,51 = 265,11.

Bodovy odhad prodeje v roce 2018 je 236 automobili. S 95 % pravdépodobnosti by se
mélo v roce 2024 prodat mezi 208 a 265 automobily.

c. Koeficient determinace byl vypodten v b: R? = 0,809. Tato hodnota fika, Ze piiléhavost
dat k trendové funkci je ,,vysoka“.
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8.2.2 KVADRATICKY TREND

Rozsitenim linearniho trendu o kvadraticky ¢len dostaneme parabolickou trendovou
funkci:

Ty = Bo + Put + Bot?, (88)
kde B, 51, B> jsou neznamé parametry at = 1,2, ..., n je ¢asova proménna. Odhady nezna-

mych parametril, které oznacujeme b,,b,,b,, ziskdme metodou nejmensich Ctvercl fese-

nim soustavy 3 linearnich rovnic o 3 neznamych:

DY =bn+b >t +b, > (t')
Sty =b, >+ > () +b,>(t) (8.9)
D)2y =by > (1) +b > (1) +b, > (t)

Z podminky (8.3) dostaneme z rovnice (8.9) ihned feseni:

- Zf'yzz _ (8.10)
D)

Dosazenim (8.10) do zbyvajicich dvou normalnich rovnic obdrzime jesté feseni by, b,:

Z%Z Z(Z'z%z%(")z, (8.11)
b, = ”an (Zzlyzzl)(z (8.12)

8.2.3 MOCNINNY TREND

Mocninna trendova funkce ma tvar:

T, = Bothr, (8.13)
avSak namisto n¢j uvazujeme model, jenz vznikne logaritmovanim obou stran (8.13):

InT, =Iny+ B, Int,

kde In je pfirozeny logaritmus o zdkladu e = 2,718... PouZijeme analogicky postup jako
Vv ptipad¢ jednoduché linearni regrese v kapitole 2.2.6. JestliZe nyni pouZijeme substituce

=InT,, t" =Int, (8.14)
Bo=Inpy, pi=p, (8.15)

obdrzime ,,carkovany* linearni trend:
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T =B,+Bt (8.16)

jehoZz parametry B’O, ,8'1 (regresni koeficienty) odhadneme metodou nejmensich Etvercii

a obdrzime tak jejich odhady b'g, b';. Ze vztahti (8.15) vypoéteme zpétné odhady by, by :

bo = eblo,bl = bll.

8.2.4 EXPONENCIALNi TREND
Exponencialni trendova funkce ma tvar:

T, = BobBi, (8.17)
ktery substitucemi:

T'=InT, t"=t, (8.18)

,Bc; :Inﬂo’ pAi=Ing,
(8.19)

lze rovnéZ transformovat na ,,Carkovany* linedrni trend, jehoZ parametry 3 '0, B '1 odhad-

neme metodou nejmensich &tverct, a obdrzime tak odhady b'o, b';. Ze vztahti (8.19) vy-
poc¢teme odhady b, b; pivodniho nelinearniho regresniho modelu (8.17):

bO = eb°,b1 = ebl.

Pouziti exponencidlniho trendu je uvedeno v nasledujici feSené uloze.

V tabulce jsou uvedeny udaje o po¢tu vyrobenych mycek nadobi v letech 2017-2023.

a. Trend ve vyrob¢ tohoto vyrobku popiste exponencidlni trendovou funkci.
b. Vypocitejte bodovou progndzu vyroby na rok 2024, dale zjistéte koeficient determi-
nace a na jeho zéklad¢ zhodnot'te ,,ptiléhavost™ dat k trendové funkci.

Rok 2007 { 2018 | 2019 | 2020 | 2021 | 2020 | 2021 | 2022 | 2023
Mycky nadobi (tis. ks) 8 9 17 | 20 | 38 | 40 | 70 | 101 | 180

ReSeni:

Nejprve vypocitate odhady bo, b1 parametrti exponencialni trendové funkce
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T, = ﬁoﬁf-

Logaritmovanim této rovnice obdrzite vztah
InT, =Inp, + tinp,.

Zavedenim substituce

T/=InT,, t'=t,

r_ r_
ﬂO_InﬁO'ﬁl_lnﬂl
se ptivodni rovnice exponencialniho trendu transformuje na rovnici linearniho trendu.

Zavedete novou ¢asovou proménnou t viz (8.1) a vypoditate koeficienty b o, b,

! tﬂ !
= >V _ 31,4886 _ 34987, b~ > Vi _ 232315 _ 500
n 9 St
Potom
b, = ePo = 34987 = 33 07, b, = eb1 = 03872 = 1,47
Rok [ty Jy'=Iny " [ty |7 y-T) (-9’
2004 -4 8 | 2,0794 | 16 | -8,3178 | 7,0285| 0,8425]| 2085,7489
2005 -3 9 | 2,1972 9 | -6,5917 | 10,3519| 1,9904 | 1995,4089
2006 -2 17 | 2,8332 4 | -5,6664 | 15,2466 | 2,8771| 1344,6889
2007 -1 20 | 2,9957 1| -2,9957 | 22,4558 | 6,2330| 1133,6689
2008 0| 38 | 3,6376 0 0 33,0737 | 24,3049 | 245,5489
2009 1| 40 | 3,6889 1| 3,6889 | 48,7122 | 74,1821 | 186,8689
2010 2| 70 | 4,2485 4 | 8,4970 | 71,7452 | 2,1345| 266,6689
2011 3| 101 | 4,6151| 9 |13,8453|105,6690 16,3831 2240,1289
2012 4 | 180 | 5,1930| 16 | 20,7718|155,6333|654,3364(15959,2689
Soucet | O | 490 | 31,4886 | 60 | 23,2315 783,2839/25458,000]

Hledana trendova funkce ma tvar
T, =3307-147,t" = —4,-3,-2, ...

K bodovému odhadu vyuzijeme nalezenou trendovou funkci, kam dosadime ¢“ =5, coZ je
hodnota, ktera odpovida netransformované ¢asové hodnoté t = 2024.

Koeficient determinace vyzaduje znat hodnotu celkového souctu Sy a rezidualniho souctu
Sr (viz posledni dva sloupce v tabulce).

Pro vypodet rezidualniho soudtu &tvercil je dale tieba znat odhady teoretické hodnoty 7.,

které obdrzime postupnym dosazovanim za ¢” do rovnice trendu, tedy napft. pro ¢" = — 4:
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T =33,07-1,47 ~*=7,08.
Viechny hodnoty T i soudtil Sy, Sr najdete v tabulce. Pro koeficient determinace plati:

S—R—l— 783,2839

=1-————=0,969.
S 25458,0001

Hodnota 0,969 tiké, Ze priléhavost dat k trendové kiivce je vysoka.

8.2.5 LOGISTICKY TREND

Logisticka trendova funkce patii k nelinedrnim trendiim, které se vyznacuji horni asympto-
tou, tj. hranici, k niz se hodnoty ukazatele ptiblizuji pro neomezen¢ rostouci hodnoty ¢asu,
a jednim inflexnim bodem, v némz graf logistické funkce ptfechézi z konvexniho do kon-
kavniho tvaru. Pro tvar podobny pismenu S se takovym kiivkam fika S-k7ivky. V ekono-
mické oblasti, specidln¢ v marketingu, se tato funkce pouziva pii modelovani poptavky po
zbozi dlouhodobé spotieby, ale také pii modelovani vyvoje vyroby a prodeje nckterych
druhti vyrobkd.

Narozdil od pfedchozich trendovych funket, které byly definovany jednoznacné, logisticka
funkce byva vyjadiovana v n€kolika riznych variantich, uvedeme zde nejpouZzivané;si
tvar:

K
Te = 14801 "

(8.20)

kde By, B1, k jsou neznamé parametry at = 1,2, ..., n je Casova proménna, pfitom se kvuli
zachovani tvaru S-kiivky predpoklada, ze 0 < x, 0 < f,,0 < 3, <1. Odhady neznamych pa-
rametrl, oznacujeme je by,b,, kK 1ze opét ziskat metodou nejmensich ctverct, ktera dava
nejlepsi vysledky, 1 kdyz vede na feSeni soustavy nelinearnich rovnic vyzadujici pouziti
slozitéjSich vypocetnich metod, napt. iteracnich metod. Proto zde ukédZeme jinou metodu
vypoctu neznamych parametri, kterd sice nevede z teoretického pohledu k nejlepsim od-
hadim, avsak jeji vyhoda spociva ve vypocetni nendro¢nosti umoznujici ,,rucni* vypocet.
Tato metoda se nazyva metoda vybranych bodii a spo¢iva v tom, Ze z danych tdajt ¢asové
fady vybereme 3 charakteristické hodnoty (body), kterymi nechame logistickou trendovou
kiivku prochazet, jinymi slovy, polozime empirické hodnoty rovny hodnotam teoretickym.
Jestlize charakteristick¢ hodnoty T; , Ty, T, odpovidaji Casovym okamzikiim ¢4, t,, t3, kde
t; < t, < t3, pak ze vztahu (4.33) obdrzime soustavu 3 rovnic o 3 neznamych £, 51, k:

K K K

= T=—— T =, (8.21)
1+ B4 1+ B4 1+ 6.8

4
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jejichz feSenim ziskdme odhady neznamych parametrii by, by, K. Vypocty v metodé vybra-
nych bodli mizeme usnadnit, kdyz charakteristické body zvolime ekvidistantné:
tl = O,tz = A,t3 = ZA,

kde 4 je urcity casovy interval. Za tohoto predpokladu je feSeni soustavy nasledujici:

_ Tt1(k_Tt2) a 8.22
) 0%

2T T (T, +T, )

8.23
TT, -T2 (823)

Z vyse uvedeného vztahu (8.23) Ize ptimo vypocist parametr k, jeho dosazenim do vztahu
(8.22) vypocitame parametry by, b;. Jak se snadno zjisti, hodnota asymptoty logistické

kiivky je %, coz ptedstavuje horni mez, k niZ se limitn¢ ptibliZuje hodnota trendové
0

funkce pfi velkych hodnotach ¢asu t.

|

V tabulce jsou uvedeny tdaje o poctu vyrobku urcitého typu (Vv tis. ks) v letech 2015 - 2023.
Naleznéte logistickou trendovou funkci, ktera charakterizuje trend dané ¢asové rady. Pro-
gndzujte vyrobu pomoci bodového odhadu na rok 2024.

Cas 20152016 | 20172018 | 2019 | 2020 | 2021 | 2020 | 2021 | 2022 | 2023
Zjisténé hodnoty| 5 6 9 16 | 22 25 | 32 34 | 41 | 44 | 45
ReSeni:

Hledame odhady parametra trendové funkce ve tvaru (8.20)
K
=
L+ Bf

Tyto odhady stanovite metodou vybranych bodt. Abyste mohli k vypoctu pouzit vztahy
(8.21), (8.22), (8.23), zvolite opét novou ¢asovou proménnou ¢, viz nasledujici tabulka.
Ze vSech udajii v Casové fade vyberete tii Casové okamziky, napt. na pocatku, uprostied a
na konci ¢asové osy: ¢/ =0,t; =5,¢5 =10. V téchto okamzZicich (jsou vyznaceny tu¢né)

polozite empirické hodnoty rovny hodnotam teoretickym, tedy 7,, =5,7;, =25, T, = 45.
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t 2015|2016 2017|2018 | 2019 | 2020 | 2021 | 2020 | 2021 | 2022 | 2023
t' 0 1 2 3 4 5 6 7 8 9 10
Zjisténé hodnoty 5 6 9 16 | 22 | 25 | 32 | 34 | 41 | 44 | 45

Potom ze vztahi (8.22), (8.23) postupné vypocitate:
L 2T T, ~T(Ty+T,) _2:5:25.45-25°(5+45) _

> > 50,
1 1
k-T, — T.(k-T,) )2 _ 5
by = 6 _50-5_o b= (k=T ) )% _(5(50-25) _ 0644,
T, 5 T,(k-T;)) ~25(50-5)

Odhadovany logisticky trend ma tvar

A 50
To=—.
1+9-0,644
50
30 /
20 /
10 /
O T T T T T 1
2006 2008 2010 2012 2014 2016 2018
Obrazek 25:

Logisticky trend

Rok 2024 odpovida v transformované ¢asové ose hodnoté "= 13. Dosazenim do rovnice
zjisténé trendové funkce obdrzite

- 50
Tooos = 55 = 48,57 = 49,
2% 149.0,644"

t}'. Brognézované Vz' roba dané¢ho Vﬁ obku v roce 2024 je 49 tis. ks.

8.2.6 GOMPERTZUV TREND

Ve srovnani s pfedchozi logistickou trendovou funkci je Gompertziiv trend jinym typem
S-kiivky:

T, = kB,", (8.24)

kde opét By, B1, k jsou neznamé parametry at = 1,2, ..., n je ¢asova proménna, pfitom se
kvuli zachovani tvaru S-kfivky predpoklada, ze 0<k, 0 < By, 0 < ; < 1. Odhady by, b,,
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téchto Kk parametrti ziskdime opét metodou nelinearni regrese (metodou nejmensSich
¢tvercil), eventualné metodou vybranych bodi, jako v pfedchozim odstavci. Asymptota
Gompertzovy kiivky je rovnobézna s 0sou t ve vzdalenosti k, pfi¢emz inflexni bod kiivky
neni na rozdil od logistického trendu (8.20) umistén uprostied mezi ¢asovou osou a
asymptotou.

8.3 Volba vhodného modelu trendu

Zavaznym problémem analyzy ¢asovych fad je problém stanoveni konkrétniho typu tren-
dové funkce. Zakladem pro rozhodnuti o vhodném typu funkce by méla byt vécné-ekono-
mické kritéria, tedy trendova funkce by méla byt volena na zdklad€ vécné analyzy zkou-
maného ekonomického jevu. Behem vécného rozboru lze obvykle posoudit, zda jde o
funkeci rostouci (nebo klesajici), s trendem riistu nade vSechny meze, ¢i k urcité konecné
hodnot¢ (asymptote).

Grafické znazornéni ¢asové fady umozni v hrubych rysech odhalit zékladni tendence ve
vyvoji analyzovaného ukazatele. Nebezpeci volby na zéklad€ vizudlniho vybéru spociva
vSak v jeho subjektivité. Rlizni analytici mohou danou situaci posoudit rtizné a zvolit roz-
dilné typy trendové funkce. Nebezpeci tu plyne i1 z toho, Ze tvar grafu je do zna¢né miry
zavisly na volbé pouzitého méftitka.

Ptiléhavost dat k trendové (regresni) kiivce jsme v kapitole 3 méfili koeficientem determi-
nace R?, viz (3.18):

w

St _q_

R =T
Sy

=R, (8.25)
SY
Tento koeficient miZzeme k porovnani vhodnosti riznych modell trendu pouZit 1 nyni.

V zé4sadé¢ lze ptijmout hodnoceni, v némz nejvhodné;jsi model trendu dava nejvyssi hodnotu
koeficientu determinace R?. Vzhledem k tomu, Ze hodnota S, je dana, zavisi velikost R?

na velikosti rezidudlniho soudtu &tvercti Si; ¢im je jeho hodnota mensi, tim je hodnota R?
vetsi (blize k jedné). Takovd metoda hodnoceni trendu Casové fady vSak uptednostiiuje
modely s vétsim poctem parametrti. Protoze se zejména u ekonomickych ¢asovych fad sna-
zime o nalezeni jednoduchého tvaru trendu, je lepsi k hodnoceni vhodnosti modelu pouzit
rezidualni rozptyl:

st = , (8.26)

kde Sr=X",(y; — Y;)? jerezidualni soucet &tverci, N je pocet datovych bodi a p je pocet
parametrtt v modelu. Z tvaru (8.26) je ziejmé, ze hodnota rezidualniho rozptylu roste s ros-
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toucim poctem parametrii, coz odpovida vyse uvedenému pozadavku po co nejmensim po-
¢tu parametru v trendové funkci. Vhodny model trendu bude tedy ,,kompromisem* mezi
velikostmi hodnot R? a p.

Volbu vhodné trendové funkce lze podpofit také testy hypotéz. Z celé fady riznych testt
uvedeme zndmy F-test, ktery slouzi pro rozhodovani, zda ma smysl davat prednost slozi-
téjSimu modelu (s vétSim poctem parametril) pfed jednodussim modelem (s mensim po-
¢tem parametri). Testujeme nulovou hypotézu, Ze totiz pokud jde o ptiléhavost dat ke zvo-
lenym trendovym funkcim, neni mezi modely statisticky vyznamny rozdil. Tento test je
zalozen na statistice:

S-|('2) _ S-|('1)
F — plS_'gl)pZ , (827)
n—p,

kde hodnoty S;l), S Ig1) ,p1 prislusi ke slozitéjsimu modelu, hodnoty S;Z), p,, prislusi k jed-

v

nodussimu modelu, tj. p; > p,, S;Z) > Sg). Statistika (8.27) ma priblizn¢ Fisherovo roz-
déleni F s p; — p, an — p; stupni volnosti. V pfipad¢, ze vypocitana hodnota statistiky
padne do kritického oboru, 1ze na zvolené hladin¢ vyznamnosti « usuzovat, Ze model s vét-
§im poctem parametrii pfinasi vyrazné zlepseni oproti jednodussimu modelu.

8.4 Klouzavé priméry

Podstata vyrovnani ¢asové fady pomoci klouzavych priméri spociva v tom, ze posloup-
nost hodnot casové fady nahradime novou fadou pramért vypocitanych s kratSich usek
casové fady, pficemz tyto kratsi tiseky postupné posouvame (klouzeme) smérem od zacatku
ke konci Casové fady, a soucasné vypocitavame dil¢i primeéry, tzv. klouzavé priumery.
Vznika dilezity problém, ktery je nutno prfedem fesit: jaky ma byt pocet Cleni klouzaveé
¢asti priméru. Klouzavou ¢asti priméru budeme tedy rozumét Casovy interval urcité délky,
ktery se posunuje po ¢asové ose vzdy o jednotku. Volba rozsahu klouzavé ¢asti zavisi na
vécném (ekonomickém) charakteru Casové fady a nelze ji obvykle stanovit na podkladé
exaktnich statistickych metod. V praxi jsou u ekonomickych neperiodickych ¢asovych fad
voleny vétSinou klouzavé ¢asti mensi liché délky, napt. 3, 5 nebo 7 ¢asovych jednotek, coz
souvisi se snadnéjsi interpretaci vysledkti, nebot’ pak miizeme hodnotu klouzavého pri-
meéru prifadit prostiednimu ¢asovému okamziku klouzavé ¢asti. U periodickych ¢asovych
fad se voli délka klouzavych casti totozna s délkou periody (sezony, cyklu).

Uvazujme ¢asovou fadu yq,y,, V3, ... V. Prosté klouzavé primeéry ziskame tak, ze useky
casove fady o délce m = 2p + 1, pficemz m < n, p > 1, cel¢ Cislo, vyrovname linedrnim
trendem s vyuzitim metody nejmensich ¢tverct. Vysledkem je vzorec pro hodnoty vyrov-
nané Casové fady ve formé aritmetického priméru:
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< 1 a yt—p yt—p+l yt+ p-1 yt+p
- > Vi = , 8.28
Y 2p+1t:,py“' 2p+1 ( )

kdet =p+1,p+2,...,n— p. Pfitom p hodnot na zacatku a p hodnot na konci ¢asové
fady zlstava nevyrovnano.

vvvvvv

mery, ptipadné centrované klouzavé primery. Ty ziskdme tak, Ze namisto linearniho trendu
Vv kazdém useku pouzijeme polynomicky trend vyssiho fadu, tj. kvadratickou parabolu, ku-
bickou parabolu apod. Metodou nejmensich ¢tverct obdrzime pomérné slozité vzorce pro

vvvvvv

klouzavych pramért se jimi zde nebudeme déle zabyvat. Zajemce odkazujeme na litera-
turu, napt. Seger (1998).

8.5 Exponencialni vyrovnani

Dalsi metodou vyhlazovani ¢asové fady, tedy syntetického stanoveni trendu, je exponenci-
alni vyrovnani. Pfi ném se nova vyrovnana hodnota stanovi na zékladé exponencialné va-
zen¢ho priméru soucasné hodnoty a vSech predchozich hodnot ¢asové fady. Ptitom se po-
uziva systém koeficientt, které nazyvame vahy, kdy novéjsi hodnota ma vzdy vétsi vahu
(tj. dulezitost), nez hodnota starsi.

Necht’ y; znaci pozorovanou hodnotu v ¢asovém okamziku t, w je vaha ptifazend soucasné
hodnoté, pricemz 0 < w < 1, y; je vyrovnana hodnota v Case t. Metoda exponencialniho
vyrovnani za¢ina tim, Ze prvni vyrovnanou hodnotu ¢asové fady y; (v ¢ase 1) polozime
rovnu pozorované hodnoté y;, tedy y; = y;.

Nasledujici vyrovnané hodnoty definujeme rekurentnim vztahem:
Ve=wy+ (1 —=—w)y,_1,t=23, ..., n, (8.29)

ktery umoziuje postupné vypocitat vSechny vyrovnané hodnoty dané Casové tady. Ze
vztahu (8.28) Ize snadno odvodit vztah:

Je=wyr +w(l —w)y g + w(l —w)?yp + -+ w(l —w)ly,.

Z posledniho vztahu je vidét, ze vyrovnand hodnota ¢asové fady v Case t zavisi na vSech
pfedchozich nevyrovnanych hodnotéach s tim, ze do celkového souctu vstupuji star$i hod-
noty s mensi vahou

we_; = w(l —w)i, (8.30)
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kde i = 0,1, ..., t-2. Vzhledem Kk tomu, Ze plati 0 < w < 1, je zfejmé, ze se hodnota w;_;
exponencialné¢ zmensuje s rostoucim I, tj. rostoucim ,,stafim* dat. Vahu w nazyvame koe-
ficient exponencidlniho zapominadni. Ze vztahu (8.30) vyplyva, ze ¢im vyssi je koeficient
zapominani, tim mensi je hodnota (1 — w), a tedy také (1 — w)¥, coZ znamena, Ze vaha,
tedy vyznam starSich dat klesa, starsi data se rychleji zapominaji. Je-li napt. w = 0,9, tedy
koeficient zapominani je 90%, potom za jednotku ¢asu se vliv hodnoty y,_; zmensina (1 —
w)y;_; = 0,1y,_;, coz znamena, ze se ,,zapomene* 90% hodnoty. V praxi se pouzivaji ob-
vykle véhy z intervalu 0,7 az 1,0. Pro vypocet exponencialn¢ vyrovnanych hodnot casové
fady je ovSem vyhodnéjsi rekurentni vztah (8.29).

vvvvvv

rovnani, které se zarazuji do skupiny metod, kterym se tikd adaptivni metody. Zajemce
odkazujeme napft. na prace Seger (1998), Cipra (1986).

V nasledujici tabulce jsou uvedeny udaje o spotiebé pitné vody v jednotlivych dnech tii po
sob¢ jdoucich tydnd.

a. Stanovte odpovidajici interval klouzavého priméru a vyrovnejte tuto fadu prostymi
klouzavymi praméry.

b. Vyrovnejte ¢asovou fadu pomoci metody exponencialniho vyrovnani, pouzijte koefi-
cient zapominani w = 0,7.

Po |064| 0,75 | 0,54
Ut (0,78 0,63 | 0,61
St |093[082| 07
Ct |066] 0,63 0,56
Pa |099| 1,3 | 0,79
So |1,22|065| 1,3
Ne [1,05| 1,3 | 1,24

ReSeni:

a. Z charakteru dat vyplyva, Ze pro analyzovanou ¢asovou fadu budou vhodné klouzavé
praméry o délce m = 7 pozorovéni, tj. v ramci tydne. Pouzijete proto prosté7-Clenné
klouzavé priméry, které vypocitate podle vztahu (8.28):

, = Y, +Y,+...+y, 0,64+0,78+0,93+0,66+0,99+1,22+1,05

] = =0,89.
7 7

Tuto hodnotu piifadite prostiednimu ¢asovému okamziku klouzavé Casti, tj. ke ¢tvrté hod-
not¢ dané Casové fady.
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Druhy klouzavy primér vypocitate analogicky posunutim o jeden den a piifadite jej k paté
hodnot¢ ptivodni ¢asové fady:
, = Y,+Y;+...+Y, 0,78+0,93+0,66+0,99+1,22+1,05+0,75

2 = =0,911.
7 7

Ostatni klouzavé praméry vypocitate obdobné postupnym klouzanim smérem ke konci ¢a-
sov¢ fady. Empirické hodnoty jakoz i klouzavé priiméry ukazuje Obrazek 26.

b. Exponencialni vyrovnani se provede podle (8.29):
5\]1 =Y,
yt = Wyt + (1 - W)j;t_l, t= 2,3, o N kde w= 0,7.

0,8 1

06 1

—e&— Spotieba vody

04
—&— Klouzavé praméry

02 o1r -
— 4 — Exponencialni vyrovnani

0

Po Ut St Ct Pa So Ne Po Ut St Ct Pi So Ne Po Ut St Ct Pi So Ne

Obrazek 37: Klouzavé priuméry a exponencialni vyrovnani

Proto:

y1 =0,64,

y»=0,7y2+(1-0,7)- ¥, =0,7-0,78 + 0,3-0,64 = 0,738.
Dalsi hodnoty ¥, vypocitame rekurentné, viz nasledujici tabulka.
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Den [Spotfeba vody|Klouzavé |Exponencialni
(m*/0s.) |priméry vyrovnani
Po 0,64 0,640
Ut 0,78 0,738
St 0,93 0,872
Ct 0,66 0,896 0,724
P4 0,99 0,911 0,910
So 1,22 0,890 1,127
Ne 1,05 0,874 1,073
Po 0,75 0,870 0,847
Ut 0,63 0,914 0,695
St 0,82 0,833 0,783
Ct 0,63 0,869 0,676
P4 1,30 0,839 1,113
So 0,65 0,836 0,789
Ne 1,30 0,819 1,147
Po 0,54 0,809 0,722
Ut 0,61 0,736 0,644
St 0,70 0,829 0,683
Ct 0,56 0,820 0,597
Pa 0,79 0,867 0,732
So 1,30 1,130
Ne 1,24 1,207

Je ztejmé, ze koeficient zapominani w = 0,7 jest¢ nevyhlazuje piivodni data dostatecné,
k vétsimu vyhlazeni by byla zapotiebi mensi hodnota koeficientu zapominani.

p[swosrarevcory ]

8.1 V tabulce jsou tdaje o poctu vyrobenych kuchynskych robott v letech 2015 az 2023.

Rok 2015 |2016|2017 | 2018 | 2019 | 2020 | 2021 | 2020 | 2021 | 2022 | 2023
Kuchyiiské roboty] 5 4 8 16 35 32 40 56 | 100 | 120 | 195
(tis. ks)

a. Trend ve vyrob¢ tohoto vyrobku popiSte exponencialni trendovou funkci.

b. Jaké mnozstvi vyrobenych kuchyniskych robotil 1ze ocekavat v roce 2024?

o

znamnosti a= 0,05 nahodnost rezidui.

Znaménkovym testem (bude vysvétlen v nasledujici kapitole) ovéite na hlading vy-

8.2 Casova fada piedstavuje podet vyrobenych pneumatik Barum v letech 2014 az 2023.

Rok 2014 {2015 [2016 [2017 (2018 |[2019 [2020 |2021 [2020 |2021 (2022 |2023
Pneumatiky | 08 | 16 | 15| 24 | 5 |388|4,47|388 6,89 7,69 |583] 8,25
(mil. ks)

a. Naleznéte linearni trend ¢asové fady.
b. Jaké mnozstvi vyrobenych pneumatik 1ze o¢ekavat v roce 2024? Stanovte bodovy i in-
tervalovy odhad na hladiné vyznamnosti « = 0,05.
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N ]

8.1 a) T =29,55-1,47't=-5-4-3,....

b) vroce 2024, tzn.t = 8; T =644,31.

c) S=75; testové kritérium U = 0; obor piijeti A = (-1,96; 1,96); ptijimame nulovou
hypotézu o ndhodném uspotadani rezidui

8.2 a) T =4,35+0,32t, t=-11,-9,-7,...
b) v roce 2024, tzn. t = 13; T = 8,5 mil. ks; 95 %intervalovy odhad (5,97; 11,05)

swworiaproe— [[T]

Zopakujme si ziskané poznatky této kapitoly: trendova slozka poskytuje rozhodujici in-
formaci pro prognozovani hodnot casové fady do budoucna. K urceni trendové slozky po-
uzivame dva obecné pfistupy: analyticky a synteticky. Analyticky pfistup vychazi z piedem
znamych typi trendovych funkci vyznacujicich se pritomnosti parametrti. V této kapitole
jsme se zabyvali linearnim trendem, parabolickym trendem, exponencialnim trendem, lo-
gistickym trendem a Gompertzovym trendem. Z metod syntetického piistupu byly uvedeny
metody klouzavého priméru a exponencialni vyrovnani.
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9 SEZONNIi SLOZKA, NAHODNA SLOZKA

el wemrnameoaproy ]

Pti analyze ekonomickych ¢asovych fad se setkavame téméf vzdy s existenci sezonnich
vlivl, reprezentovanych v modelu ¢asové fady sezonni slozkou. Sezénnimi vlivy rozu-
mime soubor pficin, které se pravideln¢ opakuji v disledku kolob&hu piirody. Pokud se u
casovych tad vyskytuji podobné vlivy v del§im ¢asovém horizontu, hovotfime o cyklické
slozce casové fady, v kratSim ¢asovém horizontu, hovofime o sezénni slozce casové fady.
Souhrnné se sezonni a cyklické slozky oznacuji jako periodické slozky ¢asové fady. Uko-
lem modelovani periodické slozky Casové fady je nalézt jeji vhodné vyjadieni, které by
umoznilo periodickou (nejéastéji sezonni) slozku vhodné identifikovat a nasledné pouzit
k predikci chovani ¢asové fady v budoucnu. Naucite se aplikovat metody konstantni sezon-
nosti se schodovitym a linearnim trendem a metodu proporciondlni sezénnosti. V zavéru
se budete vénovat analyze ndhodné slozky.

Hletewsoror ]

Po prostudovani této kapitoly budete umét:

popsat sezonni a ndhodnou slozku,
pouzit metodu konstantni sezénnosti se schodovitym trendem,
pouzit metodu konstantni sezénnosti s linedrnim trendem,

testovat vlastnosti nahodné slozky.

[ essromesmviesrion ]

K prostudovani této kapitoly budete potiebovat asi 90 minut.

150



Jaroslav Ramik, Radmila Krkoskova - Statistické zpracovani dat

Sezoénni slozka, ndhodna slozka, model konstantni sezonnosti se schodovitym trendem,
model konstantni sezénnosti s linearnim trendem, znaménkovy test, Durbin-Watsontv test.

9.1 Model konstantni sezénnosti se schodovitym trendem

Oznaceni Casové proménné t = 1,2, ..., n, budeme pouzivat pro oznaceni ¢asovych in-
tervalli (napt. rokti), které se Cleni na dalSich r dil¢ich ¢asovych obdobi, které nazyvame
sezony (napt. mésice nebo Ctvrtleti) a oznacujeme j = 1,2, ..., r (napf. v pfipad¢, ze sezony
jsou mésice je r = 12, v ptipad¢ ze sezOny piedstavuji kvartaly, plati r = 4). Model ¢asové
fady Ize zapsat ve tvaru:

Veij =T +Pj+e,t=12,..,nj=12 ... 9.1)
U modelu konstantni sezonnosti se vychazi z ptedpokladu, ze:
Pi; = y; prosezonu jVletecht=12, ..., n, (9.2)
kde y; jsou nezndmé sezénni parametry, o nichZ dale pfedpokladame, Ze splituji rovnost:
§=1 y; = 0. (9.3)

Ptedpoklady (9.2) a (9.3) vychazeji z predstavy, ze v disledku pravidelného (ro¢niho) ko-
lobéhu sezonnich vlivii se v j-té sezoné opakuji sezonni vykyvy y;, které se mezi léty nelisi,
to je podminka (9.2). Dale se tyto vlivy béhem roku (r sezén) vykompenzuji, takze jejich
ro¢ni soucet je nulovy, coz odpovida podmince (9.3).

Nejprve budeme predpokladat, Ze trendova slozka T; nabyvé ve vSech sezénidch hodnotu

roku t hodnotu ¢, , takze posloupnost téchto hodnot v letecht = 1,2, ..., n pfedstavuje scho-
dovity trend. Model (9.1) pak bude mit tvar:

ytj = + y] + gtj’ t= 1,2, ey I’l,j = 1,2, T (94)

Odhady a¢, ¢; n + r parametr( tohoto modelu ziskdme metodou nejmensich ¢tverci:

1 r _ 1 n 1 n r
at:FZytj:yt’ Cj :HZYtj_EZZytj- (9-5)
j=1 t

t=1 =1 j=1
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Vsimnéte si v prvnim vzorci, ze odhadem vysky schodu v roce t je priimér hodnot v roce t.
Z druhého vzorce pak vyplyva, ze hodnota sezonniho vlivu ¢j, tzv. j-tého sezoénniho koefi-
cientu, je pfedstavovana primérnou hodnotou vypocitanou z j-tych sezon ve vSech letech
po odecteni celkového priméru ze vSech hodnot v celé ¢asové tade. Naptiklad sezénni
koeficient c1 se vypocita jako prumér ze vSech lednovych hodnot v ¢asové fadé mésicnich
udaji po odecteni celkového priméru ze vSech hodnot v celé casové rade. V tomto pripade
je mésic leden uvazovan jako prvni sezéna z 12 mésicnich sezon.

9.2 Model konstantni sezéonnosti s linearnim trendem

Pti popisu trendové slozky v predchozim odstavci jsme pouzivali posloupnost ¢asové
proménnét=12, ..., n, 0 trendové funkci jsme predpokladali, Ze je konstantni béhem vSech
sez6n daného roku t, t. th =qa, proj=1,2, .., r. Pfitom hodnota a: mohla byt v kazdém

roce jina a tvofila vysku ,,schodu® v roce t. Model ¢asové fady bude opét aditivni, tedy
Ytj = Tt + Vi + Etjs t=12, ..., n,j =12, ..71, (96)

kde stejné jako v modelu (9.1) jsou y; nezndmé sezonni parametry, o nichz déle piedpokla-
dame, e splituji podminku }7_;y; = 0.

Nyni budeme ptedpokladat, ze trendové slozka T; ma linedrni tvar, potom model (9.6) bude

mit tvar:
yeii=a+pt—t)+y+e,t=12,..,nj=12.,r. 9.7

Odhady a,b,c; z (r +2) parametri tohoto modelu ziskame metodou nejmensich ¢tvercd,

feSeni ma komplikovany tvar, ktery zde neuvadime, zdjemce odkazujeme na Segera (1998).

9.3 Model proporcionalni sezénnosti

Nyni budeme pouzivat t = 1,2, ..., n, k oznaceni ¢asovych intervalll (napf. roki), které
se ¢leni na dalsich r dil¢ich ¢asovych obdobi, které nazyvame sezony (napf. mesice nebo
Ctvrtleti) a oznacujeme j = 1,2, ..., r (napf. v pfipadé, ze sezony jsou mésice je r = 12, v
piipadé Ze sezony piedstavuji kvartaly, plati r = 4). Regresni model 1ze s pouzitim uvedené
symboliky zapsat ve tvaru:

Vej = th + Pt] + Etj t=1.2, ..., n,j =12, ..,r. (98)
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U modelu proporciondlni sezénnosti se vychazi z piedpokladu, Ze periodicka slozka je pro-
porcionalni (tj. pfimo umérnd) velikosti trendové slozky:

Pij = C;Tyj prosezonu j v letecht=1.2, .., n, 9.9

tedy po dosazeni (9.9) do (9.8) obdrzite

Aplikaci MNC obdrzime ¢j odhad koeficientii C;j takto

zyij;i

le, = — j=12, .1, (9.11)

n H

> 5
i=1

Dosazenim do (9.10) obdrzite kone¢nou podobu modelu proporcionalni sezénnosti

Zn:y[j)_/i

=1

th+8tj,

Y= t=12,..,n,j=12,..,r. (9.12)
i
i=1
;
Pritom y; = v Z Y je aritmeticky primér yij pfes j. V konkrétnim piipad€ mizeme uva-
=1
Zovat, ze trendova slozka ma lineédrni tvar, tedy napftiklad

T, = a+B(t— D). (9.13)

9.4 Analyza nahodné slozky
Nahodnou slozku &; 1ze v modelu (9.8) vyjadrit v tvaru:
gt:ytht! t=1.2,..n, (914)

kde Yt = Tt + Pt. Jedna se zde o vyjadieni blize nespecifikovanych nahodnych vlivi. Zdro-
jem této slozky jsou obvykle nepodchycené drobné vzajemné nezéavislé nahodné vlivy.
Chceme-li zajistit spolehlivé predpovédi na zakladé modelu casové fady, potom je tieba
mit zajistény nekteré predpoklady o ndhodné slozce. Konkrétné je vyhodné, kdyz jsou spl-
nény piedpoklady klasického linearniho regresniho modelu, které jsme uvedli v kapitole
3.5. Byly to predpoklady 1. az 3., které pro piehlednost zopakujeme, avSak pii soucasném
oznaceni, kdy nezavisle proménnd X je nyni ¢as t. Jedna se tedy o tyto piedpoklady:
1. Hodnoty vysvétlujici proménné t se voli pfedem, obvyklet=1,2, ..., n.
2. Nahodné slozky & maji normalni rozdéleni pravdépodobnosti se stiedni hodnotou
0 a (neznAmym) rozptylem o°.
Konstantnost rozptylu nazyvame homoskedasticita.
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3. Nahodné slozky jsou nekorelované, tj.
Cov(a,&)=0prokazdét=¢’, ¢t t'=1.2,..,n.

Jak jiz bylo feceno v kapitole 3.5, v praxi jsou podminky klasického modelu ¢asto spl-
nény. Nejsme-li si vSak jejich platnosti jisti, miizeme provést testy hypotéz jak o normalité
rozdéleni ndhodné slozky (napi. Chi-kvadrat test dobré shody), tak i testy homoskedasticity
(Bartleyuv test). Pti ovéfovani téchto predpokladl zjistujeme, zda jsou vSechny systema-
tické slozky z ¢asové fady eliminovany. Jakakoliv nendhodnost u rezidui naznacuje ne-
vhodnost zvoleného modelu ¢asové fady.

Jednoduchym nastrojem, kterym lze ovétit ndhodnost rezidui, je znaménkovy test. Pti
tomto testu vycislime pocet ptipadii, kdy rozdil sousednich rezidui e; — e;_; je kladny,
jejich pocet oznacime S. Pitom je:

er =y — Y, (9.15)
kde Y; = T; + P; je odhad teoretické hodnoty ¢asové fady, T; je odhad trendu (s regresnimi
koeficienty ziskanymi napf. metodou nejmensich ¢tvercit), P, je odhad periodické slozky,
napf. (9.11), kde parametry a;, B; jsou rovnéz odhadnuty metodou nejmensich ¢tvercl. Na-
hodné slozky &, které jsou dany (9.14), jsou tedy ndhodné veliCiny, zatimco rezidua ey,
(9.15), jsou realizacemi, jsou to odhady téchto nahodnych velicin. Je-1i posloupnost rezidui

et nahodné uspofadana, potom pro stfedni hodnotu S plati: E(S) = nT_l Testujeme proto
nulovou hypotézu: Hy: E (S) = nT_l, proti alternativni hypotéze H;: E (S) # nT_l Pouzi-

jeme testové kritérium:

\/E[s —;(n—l)j

U=
Jn+1

(9.16)

které ma jiz pro n >13 piiblizn¢ normované normalni rozdé€leni. Pro stanoveni kritickych
hodnot tedy pouZijeme kvantily normovaného normalniho rozdéleni u;_q /5.

Vlastnost ¢asovych fad, ktera Casto zplisobuje poruseni predpokladt 1. az 3. se nazyva
autoregrese nadhodnych slozek, viz téz kapitola 6.5, ktera znamend, Ze mezi nahodnymi
slozkami plati nasledujici vztah:

& = PEr_q + Uy, (9.17)

kde 0 < p < 1 je autokorelacni koeficient a u;spliuje predpoklady 1. az 3. Nulovou hy-
potézu: Hy : p = 0 (cozje totéz, jako &, = u;) testujeme proti alternativni hypotéze H, : p #
0 pomoci testového kritéria:

n

Z (et —€. )2

D=tz (9.18)

n

Q8

t=1

154



Jaroslav Ramik, Radmila Krkoskova - Statistické zpracovani dat

Funkce D, nazyvana Durbin-Watsonova statistika, byva tabelovana pro riizné hladiny vy-
znamnosti «, viz napt. Gujarati (2003). Test zalozeny na této statistice nazyvame
Durbin-Watsoniiv test autokorelace.

peseviooms: [[J]

Data v tabulce piedstavuji objem piepravy po vodnich tocich CR v jednotlivych &tvrtletich
peti po sobé jdoucich let.

t/j Ctvrtleti
Roky 1 2 3 4 | Soucet | Primér
1 120 | 138 [132 | 114 504 | 126,00
118 | 138 [150 | 119 525 | 131,25
3 149 | 161 [155 | 145 610 | 152,50

4 150 | 173 [181 | 159 663 | 165,75

5 178 | 195 [198 | 183 754 | 188,50
Soucet | 715 | 805 |816 | 720 | 3056
Prumér | 143 | 161 |163,2| 144 152,80

N

a. Naleznéte pro tuto ¢asovou fadu model konstantni sezéonnosti se schodovitym trendem.
b. Na hladin€ vyznamnosti &= 0,05 ovéite ndhodnost rezidui.

Reseni:
a. Ukolem je nalézt odhady parametrd o, 35 modelu
Vi =ar+tyi+&,t=12 .., n,j=1.2,..r,
kde o je trendova slozka,
7 je sezonni slozka.
Odhady a,,c; n+ r parametrli tohoto modelu vypocitime ze vztahii (9.5):

a, =%Zytj =V € =12yu —iZZyu— -
j=1 ) i =

Vsechny potiebné soucty a praméry jsou uvedeny v tabulce, jejich dosazenim do danych
vztahil obdrzite:

trendova slozka: a1 =126 a»=131,25 az3=152,5 a;=165,75 as=188,5

sezonni slozka: c¢3 =143 - 152,8 =-9,8 C2 =161-152,8 =8,2

c3=163,2-152,8=10,4 c4=144-152,8 =-8,8.

Vysledky ukazuji, ze ptisobeni sezonnich vlivl klesl v prvnim c¢tvrtleti objem prepravy
0 9,8 tun a ve Ctvrtém Ctvrtleti o 8,8 tuny. Tento pokles je vykompenzovan ristem piepravy
ve zbylych dvou Ctvrtletich o 8,2 a 10,4 tun, tj. ve Ctvrtletich pro fi¢ni prepravu klimaticky
ptiznivéjSich. Z vyvoje roCnich priméru a; je zfejmé, Ze se prumérny ro¢ni objem pirepravy
neustale zvysoval.

b. Nejdiive vypoditate odhady teoretickych hodnot Ydané ¢asové fady tak, ze odhad-
nete trendovou 1 sezonni slozku. Napf-.:
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Vi1=a;+¢ =126+ (—9,8) = 116,2
Yi,=a;+c, =126 + 8,2 = 134,2
Vsechny hodnoty ¥, j Jsou uvedeny v nasledujici tabulce.

1 2 3 4
116,20 | 134,2 | 136,4 | 117,2
121,45| 139,5 | 141,7 | 122,5
142,70 | 160,7 | 162,9 | 143,7
155,95 | 174,0 | 176,2 | 157,0
178,70 | 196,7 | 198,9 | 179,7

gslwiNeF S

Dale vypocitame hodnoty rezidui. Napf.:
e11=Y11— Y1, =120—-1162=38,e,, =y,, — V1, = 138 — 134,2 = 3,8.

Hodnoty vSech rezidui jsou uvedeny v nasledujici tabulce:

1 2 3 4

3,80 3,80 | 4,40 | 3,20
-3,45 | -145| 8,35| -3/45

6,30 0,30 |-7,90] 1,30
5,95 | 095| 485] 2,05
—0,70 | -1,70 [-0,90| 3,30

g N|F IS

K testu ndhodnosti rezidui pouZijeme znaménkovy test. Je proto tieba urcit pocet piipadi
S, kdy je rozdil sousednich rezidui e; — e¢-1 kladny. Napf.:

er2—e11=38-38=0,
e13—e2=-44-38=-82.

V nésledujici tabulce jsou ptipady, kdy et — et-1> 0, oznaceny ,,+*, ostatni ,,—.

t/j 1 2 3 4
1 - - +
2 — + + —
3 + - - +
4 — + + —
5 — + +

Z tabulky vidime, Zze S = 9. Hodnotu testového kritéria vypocitame podle (9.16):

\/E(s —;(n —1)} \/ﬁ(g—;(zo_l)j

U= = =-0,378.
Jn+1 J20+1

V tabulce normovaného normalniho rozdéleni nalezneme U1 -as2, tj.: Uo,975 = 1,96.
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Protoze hodnota testového kritéria —0,378 lezi v oboru pfijeti A = (-1,96;1,96), Ize na zvo-
lené hladin€ vyznamnosti pfijmout nulovou hypotézu, tj. hypotézu o ndhodném uspotadani

rezidui.
|

7]

9.1 V nasledujici tabulce jsou uvedeny mésicni trzby jedné obchodni organizace za po-
slednich 60 mésicti od ledna 2019 az do prosince 2023.

a. Naleznéte model konstantni sezénnosti se schodovym trendem.

b. Pro rok 2024 uvazujte s rustem 5% (tj. vyska schodu). Progndzujte trzby na rok 2024.

1 2 3 4 5 6 7 8 9/ 10 11 12
6489| 5971| 6272| 6944| 7217| 7448| 7259| 7602| 7651| 8064| 7952| 8498
13| 14| 15| 16| 17| 18| 19] 20| 21| 22 23 24
6930| 6391| 6979| 7315| 7798| 7861| 7994| 7798| 8022| 8155| 8694| 8764
25| 26| 27| 28| 29| 30| 31| 32 33 34 35 36
7560| 7182| 7077| 7847| 8603| 8659| 8827| 8855| 8337| 8379 8834 9709
37 38| 39| 40| 41 42| 43| 44| 45| 46 47 48
7833| 7406| 7791| 8190| 8869| 8988| 8736| 9254| 9240| 9380 9422| 9954
49| 50/ 51| 52| 53] 54| 55 56/ 57| 58 59 60
8442| 7987| 8673| 8925| 9534| 9534 9331| 9877| 9695| 9730| 10192| 10661

9.2 Pouzijte data z feSené tlohy 9.1. Naleznéte pro tuto ¢asovou fadu model konstantni
sezonnosti s linedrnim trendem.

9.3 Je déna rezidualni slozka, ktera obsahuje tyto hodnoty:
0,652 0,767 -1,667 2,579 -0,254 0,963 0,188 -0,936 0,572 -2,863.

Proved’te: a) znaménkovy test ndhodnosti rezidui,
b) Durbin — Watsonuv test autokorelace.

N ]

9.1 a) al =7280,6; a2 = 7630,6; a3 = 8322,4; a4 = 8755,3; a5 = 9381,7; a6 = 9850,8

¢l =-823,3; c2=-1286,7; c3 =-915,7; ¢4 = -429,9; ¢5 = 130,1, c6 = 223,9;
c7 = 155,3;c8=403,1; c9 =314,9; c10=467,5;cl1=744,7, c12=1243,1

b)
leden 2024 9027,51 | ¢ervenec 2024 10006,1
unor 2024 8564,11 | srpen 2024 10253,9
biezen 2024 8935,11 | zaii 2024 10165,7
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duben 2024 9420,91 | fijen 2024 10318,3
kvéten 2024 9980,91 | listopad 2024 10595,5
Cerven 2024 10074,7 | prosinec 2024 11093,9

9.2 Yi=6782,2 + 49,536.t + Cj
cl =-569,8; c2 =-1082,7; c3=-761,3; c4 = -325; c5=185,4; c6 = 229,7;
c7=111,6;¢c8=309,8; c9=172,1; c10 =275,2; c11 =502,8; c12 = 951,7

leden 2024 9234,1 | &ervenec 2024 10212,7
unor 2024 8770,7 | srpen 2024 10460,5
biezen 2024 9141,7 | zaii 2024 10372,3
duben 2024 9627,5 | fijen 2024 10524,9
kvéten 2024 10187,5 | listopad 2024 10802,1
éerven 2024 10281,3 | prosinec 2024 11300,5

9.3 a) Pocet kladny hodnot S =4; U =-0,522. Protoze hodnota —0,522 lezi v oboru pfijeti
A = (-1,96;1,96), Ize na zvolené hladin¢ vyznamnosti pfijmout nulovou hypotézu, tj. hy-
potézu o nahodném uspofadani rezidui.

b) Hodnota Durbin — Watsonova koeficientu D = 2,368 . Protoze k =1 a n =10 najdeme
pro « = 0,05 v tabulkach d; =0,879; d; =1,32. Nelze zamitnout nulovou hypotézu, coz
znamena, ze v modelu nebyla prokazana statisticky vyznamna autokorelace.

Ellsmortaprary ]

V této kapitole jste se zabyvali Casovymi fadami, jejichz hodnoty se periodicky opakuyji,
tzv. sezonnimi ¢asovymi fadami. Nejprve jste si objasnili vyznam sezénni slozky casové
fady. Poté jste se naucili aplikovat jednoduché metody konstantni sezonnosti se schodovi-
tym a linearnim trendem a rovnéz metodu proporciondlni sezéonnosti. Déle zde byly uve-
deny metody testovani ndhodné slozky (znaménkovy test, Durbin-Watsonlv test autokore-
lace).
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10 MODELY TYPU ARIMA A PREDIKCE CASOVYCH RAD

mowrmmeoeroy  [[@]

Nejprve se budete zabyvat ¢asovymi fadami typu ARIMA. Box-Jenkinsova metodolo-
gie, ktera se modely analyzy casovych fad typu ARIMA zabyva, klade diraz nikoliv na
konstrukci jedno-rovnicového nebo vicerovnicového modelu, jak je tomu napft. v regresni
analyze, nybrz na analyzu vlastnich stochastickych vlastnosti ekonomickych CR. Postupné
se seznamite s vlastnostmi autoregresivnich procestt AR, procest pohyblivych priméra
MA, integracnich procest I, jakoz i procest vzniklych jejich kombinaci: ARIMA. Dale lze
tyto procesy rozsifit téZ na sezonni procesy. Ukolem pak je pro ¢asovou fadu nalézt vhodny
model typu ARIMA a nalezeny model pouzit pro ucely progndzy (predikce, extrapolace)
hodnot dané ¢asové fady. Cely postup tvorby prognozy CR autofi metody ARIMA formu-
lovali ve 4 krocich, které nazyvame Box-Jenkinsova metodologie prognézovani CR. Jed-
notlivé kroky jsou (1) Identifikace modelu, (2) Odhad modelu, (3) Verifikace modelu a (4)
Prognéza pomoci modelu, a budou ilustrovany na ptikladu casové fady ¢tvrtletniho HDP
Ceské republiky s pomoci statistického programu GRETL.

Po prostudovani této kapitoly budete umét:
nalézt vhodny model typu ARIMA
pouzit model pro ucely predikce ¢asové fady,
formulovat 4 kroky Box-Jenkinsovy metodologie,

pouzit pro vypocet ARIMA modelu ¢asové fady program GRETL.

K prostudovani této kapitoly budete potiebovat asi 120 minut.
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_

ARIMA model, Box-Jenkinsova metodologie, identifikace modelu, odhad modelu, ve-
rifikace modelu, predikce pomoci modelu, program GRETL.

10.1 Program GRETL

GRETL (Gnu Regression, Econometrics and Time-series Library) je open-source statis-
ticky software navrzeny pro analyzu dat, ekonometrii, regresni analyzu a analyzu ¢asovych
fad. Software je vyvinut v ramci projektu GNU a je k dispozici zdarma pro vSechny uziva-
tele.

Klicové rysy a funkce softwaru GRETL jsou tyto:

e Ekonometrické funkce: GRETL poskytuje Sirokou Skalu funkci pro ekonome-
trickou analyzu, v€etné linearni regrese, logit a probit modeli, ARIMA modelti
pro analyzu ¢asovych fad, panelovych datovych modelt a dalSich.

e Uzivatelské rozhrani: Software nabizi grafické uzivatelské rozhrani (GUI), coz
umoznuje uzivatelim provadét analyzu dat bez nutnosti psani kodu. Nicméné je
také mozné pouzivat skriptovaci jazyk GRETL pro vytvoreni vlastnich analyz a
scénafi.

e Import a export dat: GRETL umoziiuje importovat data z riznych formatd,
vcetné textovych soubort, Excelu a databazi. Také umoziuje exportovat vy-
sledky analyz do riznych formatt.

e (Grafy: Software obsahuje néstroje pro vytvaieni grafli a vizualizaci dat. Uziva-
telé mohou vytvaret grafy pro zobrazeni vztahli mezi proménnymi a vizualizaci
vysledki analyzy.

e Dokumentace a podpora: GRETL je doprovazeno podrobnou dokumentaci a na-
poveédou, kterd uzivateliim pomaha pochopit jeho funkce a pouziti. Také existuje
uzivatelskd komunita a fora, kde Ize ziskat pomoc a diskutovat o riznych aspek-
tech softwaru.

e Rozsifitelnost a platformni nezavislost: Software je navrzeny tak, aby byl rozsi-
fitelny pomoci doplitki a skriptl. Uzivatelé mohou vytvaret vlastni funkce, mo-
dely a rozsifeni, coz umozinuje prizptisobit GRETL specifickym potiebam.
GRETL je dostupny pro rtizné operacni systémy

160



Jaroslav Ramik, Radmila Krkoskova - Statisticke zpracovani dat

Celkove Ize GRETL povazovat za uziteCny nastroj pro analyzu dat, zejména v oblasti
ekonometrie a analyzy casovych fad. Diky kombinaci grafického rozhrani a moznosti
skriptovani je vhodny jak pro zacate¢niky, tak 1 pro pokrocilé uzivatele se znalostmi statis-
tiky a ekonometrie.

Prognozovani (piedvidani, predpovidani) je dulezitou soucasti ekonomickych (ekono-
douci hodnoty ekonomickych veli¢in, jako jsou HDP, inflace, kurzy mén, ceny akcii, mira
nezaméstnanosti, pocet noveé nakazenych osob a dal$ich? Jednu klasikou metodu jiz znate:
linedrni, (resp. nelinearni) regresni analyza, s niZ jste se seznamili jiz v kapitolach 3 a 4.
V této kapitole se dozvite o nové metod¢, ktera se stala v poslednich letech velmi popu-
larni: tzv. modely autoregresivnich a integrovanych procesii a klouzavych priméri
ARIMA (Auto Regresive Integrated Moving Average), kterd je znama také pod nazvem
Box-Jenkinsova metodologie (podle autort metody G.P.E. Boxe a G.M. Jenkinse).

Téma ekonomického progndzovani je velmi Siroké a existuje k nému mnozstvi specia-
lizovanych knih a dal$ich publikaci. My zde chceme podat pouze stru¢ny vhled do proble-
matiky. Nastésti k problematice prognézovani ekonomickych CR existuje nejen vhodna
literatura, jeji ptehled lze nalézt napt. u Arlta (1999), u Gujaratho (2003) aj., ale téz pfi-
slusny specializovany SW v podob¢ programovych baliktl, jakymi jsou GRETL, SPSS,
EViews, STATISTICA, SAS a dalsi. V této kapitole budeme vyuzivat konkrétné program
GRETL.

Jak jsme jiz dfive zminili, k analyze ¢asovych fad existuje fada riznych metod a pfi-
stupi. Kromé jiz zminéné (1) jednoduché regresni analyzy a (2) metody ARIMA, které
rovnani (Holtova-Wintersova metoda a jejich varianty), (4) metody simultannich rovnic a
(5) vektorové autoregresivni metody VAR, (6) metody ARCH a GARCH a dalsi. S nimi se
zajemci mohou bliZze seznamit napt. v Seger (1998).

10.2Modelovani éasovych fad pomoci ARIMA modelu

Podle svych autorti znama jako Box-Jenkinsova metodologie, avSak technicky nazyvana
ARIMA metodologie klade diraz nikoliv na konstrukci jednorovnicového nebo vicerovni-
cového modelu, jak je tomu napf. v regresni analyze, nybrz na analyzu vlastnich stochas-
tickych vlastnosti ekonomickych CR podle filosofie ,,at’ data hovoii sama za sebe“. V re-
gresnich modelech je zavisle proménnd Y vysvétlovana nékolika vysvétlujicimi promén-
nymi — regresory, zatimco v ARIMA metodach je zavisle proménna Y v Case t vysvétlo-
vana hodnotami téze Y v minulych ¢asovych okamzicich a zaroven chybovymi ¢leny v sou-
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casnych anebo minulych okamzicich. Na rozdil od regresnich modeli a modeltl simultan-
nich rovnic, které jsou zalozeny na ekonomické teorii, nejsou modely ARIMA na teorii
piimo zavislé. Teoretické zavislosti jsou u nich vyjadieny zprostiedkované skrze sledované
hodnoty v minulych ¢asovych okamzicich.

10.2.1 AUTOREGRESIVNi PROCES (AR)

Budeme predpokladat, ze Yt se chova podle vztahu

(Ye—2) = (Yea — ) + Uy, (10.1)

kde u je stfedni hodnota Yt a Ut je bily Sum, ¢ je konstanta. V tom piipadé fikame, Ze
CR Vi je autoregresivni proces 1. adu neboli AR (1). Podle modelu (10.1) je prognéza Y—
[V cCase t je pfimo timérnd Y- V Case (t-1) prostfednictvim koeficientu uméry ¢
plus/minus nahodna chyba (bily Sum). Pokud pro konstantu v modelu (10.1) plati -1 < ¢
<1, pak se da ukazat, Ze proces AR (1) je stacionarni. Déle si v§imnéte, Ze specialné pii ¢
=0 je z (10.1) proces AR (1) bily sum a pii ¢1 = 1 je z (10.1) proces AR (1) nahodna
prochazka. Také pro ¢1>1nebo ¢ <-1 je proces AR (1) nestacionarni (Arlt, 1999).

Podobné autoregresivni proces 2. radu neboli AR (2) ma tvar

(Ye— 1) = ¢1(Yea — 1) +@2(Ye2 — ) + U, (10.2)

Analogicky autoregresivni proces p-tého radu, neboli AR(p) ma tvar

(Ye— 1) = 1(Yea — 1) +@2(Yez — 1) +..4@p (Yep — 1) + Ut (10.3)

vvvvvv

nebudeme. Eventudlni zdjemce odkazujeme na literaturu, napt. knihu Arlt (1999). V§im-
néte si, ze kromé hodnot Y v riznych ¢asovych okamzicich se ve vySe uvedenych modelech
nevyskytuji jiné regresory. V tomto smyslu fikame, Ze ,,data hovoii sama za sebe®.

10.2.2 PROCES KLOUZAVYCH PRUMERU (MA)

Vyse uvedeny AR proces neni jediny, kterym lze generovat hodnoty Y. Nyni budeme
ptedpokladat, Ze Yt se chové podle vztahu

(Yt—p) = ut— AU, (10.4)

kde x je stfedni hodnota Yt a ut je bily Sum. V tom piipadé ¥ikame, ze CR Y: je proces
klouzavych primeéri 1. Fadu neboli MA (1). Podle modelu (10.4) je prognoza Y—u V Case
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t je piimo umérnd nahodné chybé v Case (t—1) prostiednictvim koeficientu améry —é
plus/minus nahodna chyba (bily Sum).

Podobné¢ proces klouzavych prumeéri 2. Fadu neboli MA (2) ma tvar

(Yt— 1) = Ut— Biur1— Bz, (10.5)
Analogicky proces klouzavych priméri g-tého radu neboli MA(Q) ma tvar

(Yi— 1) = Ut— GiUe1— GUro — ... — GyUtg. (10.6)

Jednoduse feceno, proces klouzavych primért je linedrni kombinaci minulych nahod-
nych chyb bilého Sumu. Na rozdil od AR procest jsou procesy MA (q) pro vSechna q > 1
staciondrni nezavisle na hodnotach koeficientl 6.

10.2.3 AUTOREGRESIVNi PROCES KLOUZAVYCH PRUMERU (ARMA)

Casova fada, kterd ma charakteristiky jak AR, tak MA procesi, je ARMA proces. Kon-
krétné ARMA proces 1. fadu, tj. ARMA (1,1) ma tvar

Yi=0+@Ye1 + U~ Gile, (10.7)

kde Jje konstantni ¢len. Analogicky muizete uvazovat procesy ARMA (p, q), které maji
p autoregresivnich a ¢ klouzavych ¢lend. Vzhledem ke stacionarité procesu MA(Q) je pod-
minka stacionarity procesu ARMA (p, q) totozna s podminkou stacionarity procesu AR(p).
Jinak feceno, proces ARMA (p, Q) je stacionarni, pravé kdyz je stacionarni proces AR(p).

10.2.4 AUTOREGRESIVNi A INTEGROVANY PROCES KLOUZAVYCH PRU-
MERU (ARIMA)

Casové procesy, které jste doposud poznali, byly vesmés za uréitych podminek stacio-
narni. Dobfe viak vite, Ze mnohé ekonomické ¢asové fady jsou nestacionarni. Rikame, Ze
Casova fada Yy, tj. stochasticky proces Yt je integrovany 1. radu neboli je to 1 (1) proces,
jestlize 1. diference této Gasové fady je stacionarni. Jinak fe¢eno, CR Vi je integrovana 1.
fadu, jestlize AYt = Yt — Yi1 je stacionarni CR. Analogicky lze zavést pojem integrované
asové fady d-tého Fadu, jestlize d-t4 diference této CR je stacionarni neboli A%Y; = A%1Y, —
A%1Y¢1 je stacionarni, pfitom A! = A. Stacionarni proces se této symbolice oznacuje jako
1(0) proces.

Proto kdyZ nejprve proces d-krat diferencujeme a poté obdrzime ARMA (p, q) proces,
nazyva se puvodni proces ARIMA (p, d, g). V tomto symbolickém vyjadieni znamenaji
napt. ARIMA (p, 0, q) a ARMA (p, q) stejny proces, stejné tak ARIMA (0, 0, g) = MA (q),
ARIMA (p, 0, 0) = AR (p), ARMA (p, 0) = AR (p), apod.
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10.3Box — Jenkinsova metodologie prognézovani ¢asovych rad

Piedstavte si, ze méte analyzovat n&jakou ¢asovou fadu, jako tieba &tvrtletni HDP CR.
Jak zjistite, o ktery typ procesu se jedna? Jde o realizaci AR procesu, nebo snad MA pro-
cesu, ¢i jejich kombinaci ARMA? Muze byt konkrétni Casova fada realizaci vice riznych
typt procesu, napi. jak AR (1), tak souc¢asn¢ MA (1)? V této souvislosti hledime model
Casové fady a hned je tieba fici, Ze konkrétni casova fada miize mit nékolik ,,spravnych*
modeld.

Box-Jenkinsova metodologie, znamé také jako ARIMA (AutoRegressive Integrated
Moving Average) modelovani, je ptistup pouzivany pro analyzu, modelovani a prognézo-
vani casovych fad. Tato metodologie byla vyvinuta v 60. letech Georgeem E.P. Boxem a
Gwilymem M. Jenkinsem. Je Siroce vyuzivana v oblasti statistiky a ekonometrie pro praci
s neperiodickymi ¢asovymi fadami.

ARIMA modelovani kombinuje tfi zdkladni komponenty:

AutoRegressive (AR) slozka: Tato slozka zahrnuje autoregresni ¢leny, coz znamena, ze
hodnota ¢asové fady v daném okamziku zavisi na ptedchozich hodnotach fady. Autore-
gresni modely zachycuji korelaci mezi aktuélni hodnotou a jejimi minulymi hodnotami.

Integrated (I) slozka: Integrovana slozka zahrnuje diferencovani dat, coZ miZe pomoci
pfeménit nestacionarni casovou fadu na staciondrni. Diference odstrafiuji trend a sezonni
slozky, ¢imz zjednodusuji analyzu.

Moving Average (MA) slozka: Tato sloZka zahrnuje klouzavy pramér rezidui, coZ jsou
odchylky mezi aktualni hodnotou a hodnotou pfedpovézenou autoregresni ¢asti modelu.

ARIMA model se tedy oznacuje jako ARIMA (p, d, q), kde:

e P znaci fad autoregresni slozky (pocet pfedchozich hodnot zahrnutych do mo-
delu),

o d znaci stupen diferencovani potiebny k dosazeni stacionarity,

e ( znaci fad klouzavého praméru slozky (pocet rezidui zahrnutych do modelu).

Samotny proces Box-Jenkinsovy metodologie zahrnuje nékolik kroki:

1. Identifikace modelu: Na zakladé analyzy ¢asové fady se pokouSime identifikovat
potencialni hodnoty p, d a q pro ARIMA model. Vyuziva se tvari funkci ACF a
PACF.

2. Odhad parametrii: Nasleduje odhad parametri modelu na zakladé historickych
dat.

3. Kontrola rezidui: Provadime analyzu rezidui modelu, abychom ovéfili, zda jsou
nahodné¢ rozlozena. Pokud rezidua nejsou nahodné rozlozena, muze byt tieba pro-
vést dalsi apravy modelu.
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4. Prognéza: Nakonec pouzijeme model k prognézovani budoucich hodnot casové
rady.

Je dtlezité mit na paméti, ze Box-Jenkinsova metodologie vyzaduje urcity stupent odbor-
nosti a zkusenosti v oblasti casovych fad a statistiky, ackoli existuji i softwary, které mohou
asistovat v procesu identifikace a odhadu modelu.

Aplikaci jednotlivych krokti s vyuzitim programu GRETL si ukdzeme na konkrétnim
piikladu v zavéru této kapitoly. Jesté pfedtim se sezndmite s dalSimi néstroji a metodami,
které se vyuzivaji v prvnim kroku pii identifikaci modelu CR.

Vyznamnym nastrojem ke stanoveni typu modelu (AR, MA, I, ARMA, ARIMA) je au-
tokorela¢ni funkce px, k = 1, 2, ..., (ACF) a korelogram, resp. vybérova autokorela¢ni
funkce py, k= 1,2, ..., a vybérovy korelogram. Korelace mezi 2 ndhodnymi veli¢inami je
Casto zplsobena tim, ze obé€ tyto veliCiny jsou korelovéany s veli¢inou tieti. Velka ¢ast ko-

Mrwe

nami Y1, Yt2, ..., Yik+1. POjem parcialni autokorelace zachycuje korelaci mezi veli¢inami
Yt a Ytk o€isténou o vliv veli¢in mezi nimi. Parcidalni autokorelacni koeficient pu, kK =0,1,2,
..., (2 indexy kk) je analogii k pojmu parcialni regresni koeficient. Uvazujte k-nasobnou
linearni regresi Yt s regresory Yei, Ye2, ..., Yek

Yi= pxa Yeat pee Yo+t ok Yek + €t (10.8)

Regresni koeficient ok je ve (10.8) pravé parcialni autokorelacni koeficient. Vztahu
(10.8) se vyuziva k vypoctu vybérového parcidlniho autokorelacniho koeficientu pyy, viz
Arlt (1999).

Dilezitou roli hraje tzv. parcialni autokorelacni funkce (PACF) stochastického procesu
pkprok =0,1,2, ..., PACF ma nasledujici vlastnosti:

poo=1—-1<pwx<1lprok=1.2, ...
prk = pxk prok=1,2,..., tj. PACF je symetricka kolem k = 0.

Grafickym znazornénim PACF je parcialni korelogram. Vzhledem k uvedenym vlast-
nostem staci, aby parcialni korelogram zobrazoval hodnoty pro posuvy k>0.

Pti identifikaci typu procesu ARIMA a jeho fadii vyuzivame charakteristickych tvari
ACF a PACF. Razné typy procesit ARIMA maji charakteristické tvary korelogramil a par-
cialnich korelogrami. V programu GRETL vyuzivame nabidku: Proménna — Korelo-
gram. Jednotlivé typy procestt maji nasledujici charakteristiky:

a. Proces AR(p): Prvnich p hodnot PACEF je ,,velkych®, dalsi =0 a ,,rychly* pokles (v ab-
solutnich hodnotach) ACF.
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Obrazek 38: Priklady korelogramii AR (1)

b. Proces MA(Q): Prvnich q hodnot ACF je ,,velkych®, dalsi = 0 a ,,rychly* pokles (v ab-
solutnich hodnotach) PACF.
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Obrazek 39: Piiklady korelogrami MA (1)

c. Proces I(d): ,,Pomaly* pokles ACF, prvnich d hodnot PACF je ,,velkych*, dalsi = 0.
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Obrazek 40: Priklady korelogramii I (1): ,,Nahodna prochazka*

d. Proces ARMA (p, q): Prvnich g hodnot ACF je ,,velkych®, dal$i =0 a prvnich p hodnot
PACEF je ,,velkych®, dalsi = 0.
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Uvazujte ¢asovou fadu ,,Ctvrtletni HDP Ceské republiky“ v mil. K¢& (zdroj Cesky statis-
ticky tfad). Hodnoty ¢asové fady jsou uvedeny v nasledujici Tabulce 14 a zobrazeny v
grafu na Obrazku 42.

Tabulka 14: HDP CR v mil. K¢ v letech 2005-2023
1Q/2005 801 486 | 1Q/2010 978 222 (1Q/2015 1119947|1Q/2020 1438 206
2Q/2005 803 815 | 2Q/2010 988 348 | 2Q/2015 1135893 |2Q/2020 1446 467
3Q/2005 813 013 | 3Q/2010 992 387 [ 3Q/2015 1147 260 | 3Q/2020 1418529
4Q/2005 836 035 [4Q/2010 990 361 | 4Q/2015 1153 639 |4Q/2020 1451 908
1Q/2006 849 444 | 1Q/2011 998 308(1Q/2016 | 1181683|1Q/2021 | 1497225
2Q/2006 865904 |2Q/2011 | 1003298 (2Q/2016 | 1185584 |2Q/2021 | 1526632
3Q/2006 888 564 | 3Q/2011 1 008 390 | 3Q/2016 1195161 |3Q/2021 1530072
4Q/2006 905 632 | 4Q/2011 1019 675 | 4Q/2016 1203 410|4Q/2021 1592 640
1Q/2007 942 051 | 1Q/2012 1017 859 |1Q/2017 1224 225|1Q/2022 1635908
20Q/2007 944 126 | 2Q/2012 1014 883 |2Q/2017 1256 656 | 2Q/2022 1679421
30Q/2007 967 813 | 3Q/2012 1011 265|3Q/2017 1277 280 3Q/2022 1696 463
4Q/2007 979 829 (40Q/2012 1014 942 | 4Q/2017 1293 581 |4Q/2022 1748 070
1Q/2008 991 805 [ 1Q/2013 | 1013 154|1Q/2018 | 1306933
2Q/2008 1 005 646 | 2Q/2013 1015 088 |2Q/2018 1317350
3Q/2008 1017012 |3Q/2013 1020 879 |3Q/2018 1374997
4Q/2008 996 313 (40Q/2013 1047 879|4Q/2018 1428 474
1Q/2009 993 972 |1Q/2014 | 1054375|1Q/2019 | 1414353
2Q/2009 974 788(2Q/2014 | 1070196 (2Q/2019 | 1443994
3Q/2009 971 644 [3Q/2014 | 1086133 |3Q/2019 | 1432287
40Q/2009 983 089 [ 4Q/2014 1101 830|4Q/2019 1435590

Najdéte vhodny ARIMA model této Casové fady a pomoci n€j prognoézujte ctvrtletni hod-
noty HDP az do konce roku 2024.
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ResSeni:

K feseni vyuzijeme Box-Jenkinsovu metodologii prognézovani CR formulovanou ve

4 krocich popsanych v subkapitole 10.3. PouZzijeme k tomu statisticky program GRETL.
Nejprve sestrojime graf ¢asové fady HDP. Oznac¢ime proménnou HDP a v nabidce ZOB-
RAZIT — Vyskreslit zadané proménné — Vykreslit asové fady... a dostaneme graf
zobrazeny na Obrazku 42.

Z prostého pohledu na spojnicovy graf na Obrazku 42 Ize usoudit, Ze se jedna o nestacio-
narni ¢asovou fadu. Tento pfedpoklad potvrdime analyzou korelogramtt ACF a PACF.

“ gretl: graf - =

FCP_CR
+

2006 2008 2010 2012 2014 2016 2018 2020 2022

2013:1 1692351 =5 8 D

Obrizek 42: HDP CR v mil. K& v letech 2005-2023

Krok 1: Identifikace modelu procesu ARIMA.
V menu: PROMENNA — KORELOGRAM — maximalni poéet zpozdéni = 8, a ve vy-
stupu obdrzime korelogramy, které zachycuje Obrazek 43.

“ gretl: graf — x
ACF pro HDP_CR
) ‘ I I I I I +- 1,96/T~0,5
0 F | | | | | | ] | | | ]
1 L 1 L 1 L
0 1 2 3 3 5 = 7 8
zpoZdé&na promé&nna
PACF pro HDP_CR
) ‘ I +- 1,96/T~0,5
0 F !
0 2 3 1 = 7
zpoZdé&na promé&nna
= 1

Obrazek 43: Korelogramy HDP CR
V korelogramu hodnoty ACF pomalu klesaji, v PACF je ,,velka“ prvni hodnota. Z toho

vyvozujeme, Ze se jedna o nestacionaritu 1. fadu, tj. typu I (1). Stacionarizujeme proto
casovou fadu jednim diferencovanim. Dale vypocteme diferencova¢ hodnoty proménné
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HDP, ozna¢ime proménnou HDP a dile v menu vybereme PRIDAT— Prvni diference vy-
branych proménnych. Nésledné sestrojime opét korelogramy této diferencované proménné
a na zaklad¢ tvari ACF a PACF vybereme model ARIMA (1, 1, 1).

Krok 2: Odhad parametru modelu — vypocet koeficientl provedeme v menu: MODEL—
Univariate time series - ARIMA, Zavisle proménna: HDP viz. Obrazek 34, ktery ukazuje
zadani modelu ARIMA (1, 1, 1) a jeho vystup, coz je odhad koeficienti. Na Obrazku 34
vidime, ze koeficienty jsou statisticky vyznamné, hodnota koeficientu determinace je 0,99.

“ gretl: model 1 - O X

Soubor Upravit TJesty Ulofit Grafy Analyza

Vyhodnocovéni funkce: 43
Vyhodnocovani gradientu: 15

EA greti: specifikovat model - ] >
Model 1: ARIMA, za pou%iti pozorovéni 2005:2-2022:4 (T = 71)
= ARIMA Estimated using AS 197 (pfesné ML)

Zavisle proménna: (1-L) HDP CR

t Zévisle proménna smirodatnd chb Tobens = )
HDP_CR FN HoP_CR mérodatné chyby zaloZené na Hessianu
d_HDP_CR L _
[ Nastavit jako vychozi koeficient smér. chyba z p-hodnota
Regresory const 14496,9 4789,79 3,027 00,0025
- phi 1 E 3 6,666 2,
= theta 1 0,170284 -3,657 0,0003
4; Stfedni hodnota z&visle proménné

S5m. odchylka z&visle prom&nné

Stfedni hodnota inovaci

Sm. odchylka inovaci

Koeficient determinace
Nesezénni AR 1 SEEE! c oMA 1 - Adjustovany koeficient determinace

Logaritmus v&rohodnosti
specifické zpozdéné proménné [] a Akaikovo kritérium

. i Schwarzovo kritérium
Sezénni AR 0 1o MA 0 Hannan-Quinnovo kritétium 1590, 388
zde je poznamka o zkratkach statistik modelu

Zahrnout konstantu [] Ukazat podrobnosti iteraci
[l Kovarianéni matice parametrii pomoci Hessianu Redlna Imaginarni Abs. hodnota Frekvence

Diferencuj nezavisle proménné

[ Pouzit X-12-ARIMA Kofen 1 1,1752 0,0000 1,1752 0,0000
MA
Pfesna Maximalni Vérohodnost s 6 Nastaveni Kofen 1 1,6055 0, 0000 1,6055 0,0000

i Napovéda & Vymazat M zruzit 7 Budiz

Obrazek 34: Zadani modelu ARIMA modelu (1, 1, 1) a odhad parametri

Krok 3: Verifikace modelu — spo¢iva v ovéteni piedpokladu, ze reziduum je bilym Sumem.
Ve vystupu modelu vybereme v menu GRAFY — Korelogram rezidui — potvrdime a do-
stavame Obrazek 35.
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Obrizek 35: Korelogramy rezidui ¢asové fady HDP CR
Uvedené korelogramy potvrzuji, ze ACF i PACF jsou nulové,

Krok 4: Prognozu odhadneme do konce roku 2024. Vysledky ukazuje Graf 36, ktery
zobrazuje hodnoty ptivodni ¢asové fady a hodnoty modelované ¢asové fady. Graf sestro-
jime tak, ze v menu modelu vybereme ANALYZA — Pfedpovédi.

“ aretl: graf — ®
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Obrazek 36: Grafické zobrazeni pivodni a odhadnuté ¢asové rady

o sawosrame oy ]

10.1 Uvazujte ¢asovou fadu poctu vyrobenych soucastek v tis. ks v letech 2005-2022. Hod-
noty casové fady jsou uvedeny v nasledujici tabulce. Najdéte vhodny ARIMA model této
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casové fady a pomoci né€j prognézujte ¢tvrtletni hodnoty az do konce roku 2023. Pouzijte

piitom 4 kroky Box-Jenkinsovy metodologie.

1Q/2005 | 2872,8|1Q/2010 3154 | 1Q/2015 | 3830,8 | 1Q/2020 | 4221,8
2Q/2005 | 2860,3|2Q/2010 | 31904 |2Q/2015 | 3732,6|20Q/2020 | 42548
3Q/2005 | 2896,6 | 3Q/2010 | 32499 |3Q/2015 | 3733,5|30Q/2020 | 4309
4Q/2005 | 28737 |4Q/2010 | 3292,5|4Q/2015 | 38085 | 4Q/2020 | 43335
1Q/2006 | 2942,9|1Q/2011 | 3356,7 [1Q/2016 | 3860,5|1Q/2021 | 4390,5
2Q/2006 | 2947,4|2Q/2011 | 33692 |2Q/2016 | 3844,4 | 2Q/2021 | 4387,7
3Q/2006 | 2966 | 3Q/2011 3381(3Q/2016 | 38645 |3Q/2021 | 44126
4Q/2006 | 2980,8 | 4Q/2011 | 3416,3|4Q/2016 | 3803,1|4Q/2021 | 4427.1
1Q/2007 | 2927,3|1Q/2012 | 3466,4|1Q/2017 | 3756,1|1Q/2022 | 4460
2Q/2007 | 3089,7 | 2Q/2012 3525 |2Q/2017 | 3771,1|2Q/2022 | 45153
3Q/2007 | 31258 |3Q/2012 | 3574,4|3Q/2017 | 3754,4|3Q/2022 | 4559,3
4Q/2007 | 3175,5|4Q/2012 | 3567,2|4Q/2017 | 3759,6 | 4Q/2022 | 46255
1Q/2008 | 3253,3|1Q/2013 | 3591,8|1Q/2018 | 37835
2Q/2008 | 3267,6 | 20/2013 3707 | 2Q/2018 | 3886,5
3Q/2008 | 3264,3|30Q/2013 | 3735,6|3Q/2018 | 3944.4
4Q/2008 | 3289,1[4Q/2013 | 3779,6|4Q/2018 | 4012,1
1Q/2009 | 32594 |10Q/2014 | 3780,8|1Q/2019 | 40895
2Q/2009 | 3267,6 |2Q/2014 | 3784,3|2Q/2019 | 4144
3Q/2009 | 3239,1[3Q/2014 | 3807,5|3Q/2019 | 4166,4
4Q/2009 | 32264 |4Q/2014 | 3814,6|4Q/2019 | 41942

10.2 Z nasledujicich grafii Casovych fad se pokuste urcit stacionaritu a z korelogramt ur-
cete identifikacni body, od kterych se hodnoty jiZ statisticky vyznamné nelisi od nuly, a
identifikujte ¥ad autoregresniho procesu AR (p) a fad procesu klouzavych praméri MA

().
a)
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b)
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10.1 a) Identifikace modelu
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gretl: graf - X

ACF pro d_kusy

+- 1,96/T"0,5

I L 1
2 4 6 8 10
zpoZdéna promé&nna
PACF pro d_kusy

+- 1,96/T~0,5

zpoZdénd promé&nna

= 5

Na zékladé& tvaru korela¢nich funkci diferencované ¢asové fady vybirdme model ARIMA

(0, 1,0) x (1, 1, 0).

1. b) Odhad parametri modelu

“ gretl: model 5 - [} >
Soubor Upravit JTesty Uloiit Grafy Analyza =
Vyhodnocovani funkce: 23
Vyhodnocovani gradientu: 11
Model 5: ARIMA, za pouZiti pozorovani 2006:2-2022:4 (T = €7)
Estimated using AS 197 (pfesné ML)
Zavisle prom&nna: (1-L) (1-Ls) kusy
Sm&rodatne chyby zaloZené na Hessianu
koeficient sm&r. chyba z p-hodnota

const 1,89748 4,95316 0,3831 0,7017

Phi 1 -0,423263 0,1107&64 -3,821 00,0001 Lh

Stfedni hodnota zévisle prom&nné 1,914925

Sm. odchylka zAwvisle prom&nné €63,21184

Stfedni hodnota inovaci -0,458401

Sm. odchylka inovaci 56,67011

Koeficient determinace 0,984324

Adjustovany koeficient determinace 0,984324

Logaritmus wv&rohodnosti -365,95583

Akaikovo kritérium 737,9185

Schwarzovo kritérium T744,5326

Hannan-Quinnovo kritétium T740,5357
zde je poznémka o zkratkdch statistik modelu

Realna Imaginarni Abs. hodnota Frekvence
AR (sezdnni)
Kofen 1 -2,3626 0,0000 22,3626 0,5000

Koeficient SAR1= - 0,423 je statisticky vyznamny na hladin€ vyznamosti 0,01 (pro-
toze hodnota signifikance = 0,000 je mnes$i nez 0,01).

c¢) Verifikace modelu

Korelogramy potvrzuji, Ze ACF i PACF reziduélni slozky jsou nulové.
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“ gretl: graf - X

ACF rezidui

+- 1,96/T~0,5 ———

zpoZdéna proménna

PACF rezidui

+- 1,96/T.0,5

zpoZdéna proménna

d) Predikce poctu vyrobenych vyrobku do 4. ¢tvrtleti 2023

“ gretl: graf — >
- i kusy
predpovéd
95 procentni interval —w—
7 1 7 7 7 . . 7 775 7|_lh o 1
Obdobi Bodovy odhad Intervalovy odhad (95%)
Q1/2023 4671,3 4560,2 4782,4
Q2/2023 4704,7 4547,6 4861,8
Q3/2023 4743,3 4550,9 4935,7
Q4/2023 4790,3 4568,2 5012,5

10.2

a) Casové fada nebude stacionarni, musime odstranit exponencialni trend. Po¢atedni
model AR (1) — ACF exponencialné klesa, PACF ma vyznamnou pouze prvni hodnotu.
Model ARIMA (1, 1, 0).
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b) Casova fada bude stacionarni, ma nulovou stfedni hodnotu, a rozptyl neroste. Poca-
te¢ni modely AR (1) — ACF exponencialné klesd, PACF ma vyznamnou pouze prvni
hodnotu, MA (2) — PACF exponencialné klesa, ACF ma vyznamné pouze prvni dvé
hodnoty, model ARIMA (1, 0, 1).

¢) Casova fada neni stacionarni. Po¢ateéni model AR (1) — ACF exponencialné klesa,
PACF ma vyznamnou pouze prvni hodnotu. Model ARIMA (1, 1, 0).

oty [[T]

V této zavérecné kapitole jste se seznamili s Casovymi fadami typu ARIMA. Box-Jen-
kinsova metodologie, kterd se touto problematikou zabyva, klade diiraz nikoliv na kon-
strukci jednorovnicového nebo vicerovnicového modelu, jak tomu bylo napf. v regresni
analyze, nybrz na analyzu vlastnich stochastickych vlastnosti ekonomickych CR. Postupné
jste se seznamili s vlastnostmi autoregresivnich procesti AR, procesti pohyblivych priméri
MA, integracnich procest I, jakoz i procest vzniklych jejich kombinaci ARIMA. Dale byly
tyto procesy rozsifeny téZ na sezénni procesy. Ukolem pak bylo pro konkrétni ¢asovou
fadu nalézt vhodny konkrétni model typu ARIMA a nalezeny model pouzit pro ucely pro-
gnozy (predikce, extrapolace) hodnot dané &asové fady. Cely postup tvorby prognézy CR
autofi metody ARIMA formulovali ve 4 krocich, které nazyvame Box-Jenkinsova metodo-
logie prognézovani CR. Jednotlivé kroky jsou (1) Identifikace modelu, (2) Odhad modelu,
(3) Verifikace modelu a (4) Prognoza pomoci modelu. Jednotlivé kroky Box-Jenkinsovy
metodologie byly ilustrovany na piikladu ¢asové fady &tvrtletniho HDP Ceské republiky
S pomoci statistického programu GRETL.
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SHRNUTI STUDIJNi OPORY

Tento text slouzi jako pomocny material pro studium vsech akreditovanych magister-
skych programtli na Slezské univerzité, konkrétné na Obchodné podnikatelské fakulté v
Karviné. Predmét Statistické zpracovani dat navazuje na bakalaisky pfedmét Statistika,
ktery se vyucuje na SU OPF, nebo na podobny predmét zakladu statistiky na bakalarské
tirovni na jinych ekonomickych fakultdch v Ceské republice. Tento text predstavuje nino-
vaci oproti pivodnimu studijnimu materialu. V ramci tohoto piedmétu je klicovy duraz
kladen na praktické vyuziti statistickych metod pii zpracovani ekonomickych dat v oblas-
tech aplikované ekonomie, zejména v oblastech marketingu a managementu.

Tato studijni opora umoziiuje studentliim plnohodnotnou a soucasné samostatnou stu-
dijni préaci. Tento material je rozdélen do deseti tematickych kapitol.

Vysokoskolské studium tohoto predmétu, Statistické zpracovani dat, vyzaduje od stu-
dentli zna¢né Usili vénované pravidelnosti a trpélivosti pii studiu a samostudiu, schopnost
soustfedéni na téma, aktivni pfistup, ktery zahrnuje samostatné feSeni uloh. Tato studijni
opora by méla studentim pomoci v téchto oblastech. Dal§imi dopliikovymi zdroji pro stu-
dium mohou byt tradi¢ni u€ebnice, skripta a doporucena literatura.
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